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Kapitel 1

Einfiihrung

Die in den letzten Jahren entwickelten Systeme zur automatischen Spracherkennung sind
heute in der Lage kontinuierliche Sprache sprecherunabhéngig zu verarbeiten. Dabei wird
zwar immer noch héufig mit eingeschrankten Vokabularien und Grammatiken gearbeitet,
dies ist jedoch zunédchst fiir viele Anwendungen ausreichend. Reale Anwendungen erfor-
dern, daf die Leistung eines Spracherkenners unabhingig von den Aufnahmebedingungen
ist. Dies ist bei den meisten heute existierenden Systemen nicht der Fall. Die aufgenomme-
ne Sprache wird durch unterschiedliche Mikrofone und wechselnde Aufnahmeumgebungen
stark verdndert. Zum Erreichen der Sprecherunabhéngigkeit werden Aufnahmen von vie-
len unterschiedlichen Sprechern zum Trainieren des Spracherkenners benutzt. Versucht
man nun im Training zusdtzlich verschiedene Aufnahmeumgebungen zu verwenden, dann
fallt die Erkennungsrate deutlich ab. AuBerdem wird damit nur fiir die in der Trainings-
menge enthaltenen Aufnahmeumgebungen eine Verbesserung erzielt. Die Generalisierung
unterschiedlicher Aufnahmeumgebungen ist eine Aufgabe, die nur schwer durch den Spra-
cherkenner selbst geleistet werden kann.

Deshalb sollte es moglich sein Aufnahmen aus unterschiedlichen Aufnahmeszenarien so
zu normalisieren, daf einheitliche Muster fiir den Erkenner zur Verfiigung stehen. Dieser
Normalisierungsschritt wird Kanalkompensation genannt. Dabei wird der Weg vom
Mund des Sprechers bis zur digitalen Reprisentation des Sprachsignals im Rechner als
Kanal bezeichnet (siehe Abbildung 1.1) .

)

——
Kanal

Abbildung 1.1: Die Veridnderung des Sprachsignals vom Stimmband bis zur Analogdigi-
talwandlung wird als Kanal bezeichnet.

Der Kanal kann durch eine Vielzahl von Faktoren beschrieben werden. Viele davon be-
einflussen die Erkennungsrate des Spracherkenners. Additives Rauschen von Geriten und
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6 KAPITEL 1. EINFUHRUNG

Umwelt, Schallreflektion an Oberflichen, Ubersprechen von anderen Sprechern, lineare
Verzerrung durch Mikrofon und Analogelektronik und die Struktur des Vokaltraktes un-
terschiedlicher Sprecher sind nur einige Méglichkeiten (siehe Abbildung 1.2) .

e KanalvoﬁAuﬁmmeNr..l.

poas

Kanal von Aufname Nr. 2

Abbildung 1.2: Unterschiedliche Aufnahmebedingungen fiihren zu unterschiedlichen Si-
gnalformen. Fiir Spracherkenner sind in diesem Zusammenhang die unterschiedlichen For-
men des Amplitudenspektrums stérend.

Dabei gibt es zwei Klassen von Kanalfaktoren die mathematisch gut erfabar sind, das
statische additive Rauschen und die lineare Verzerrung. Alle Hintergrundgeriusche werden
zum additiven Rauschen zusammengefafit. Davon ausgenommen sind alle Kurzzeitereignis-
se wie Tastaturklappern, Tiirgerdusche, Stuhlriicken und &hnliches. Die Auswirkungen der
linearen Verzerrung konnen als Durchgang der unverfilschten Sprache durch ein lineares
Filter modelliert werden. Ursachen fiir die lineare Verzerrung sind Vokaltraktunterschiede
zwischen verschiedenen Sprechern, Sprachstile (schnell, sanft, gehaucht, geschrieen u.s.w.),
die Raumakustik, und die verwendete Aufnahmeelektronik. Sowohl das statische additive
Rauschen als auch die lineare Verzerrung sind a priori unbekannt und kénnen nur durch
Naherungsverfahren geschétzt werden.

Im Laufe der letzten Jahre wurde eine Reihe von Verfahren zur Kanalkompensation ent-
wickelt. Praktische Erfordernisse wie Rechenzeitbedarf und Reaktionszeit zwingen dabei
zur Vereinfachung des Kanalmodells. In dieser Diplomarbeit werden die beiden Verfahren
Mittelwertsubtraktion und CDCN (Codeword Dependent Cepstral Normalization)
untersucht. Die Mittelwertsubtraktion berechnet eine Néherung fiir die lineare Verzer-
rung. CDCN schétzt die lineare Verzerrung und das statische additive Rauschen durch ein
iteratives Verfahren.

1.1 Begriffserklirung

Der Bergriff Sprachsegment bezeichnet eine kurze AuBerung (siehe Abbildung 1.3). Ge-
meint ist damit der gerade vom Spracherkenner bearbeitete Abschnitt des Sprachsignals.
Ein Sprachsegment kann aus einem Buchstaben, einem Wort, einem Satz oder einer be-
liebigen Ansammlung von Worten bestehen. Oft ist der Umfang eines Sprachsegments
willkiirlich festgelegt. In der englischsprachigen Literatur wird der Begriff “utterance” als
Synonym fiir Sprachsegment benutzt.



1.1. BEGRIFFSERKLARUNG 7

Beim Ubergang in die Spektraldarstellung wird das Sprachsegment in dquidistante Blscke
von Abtastwerten unterteilt. Im folgenden wird dafiir der Begriff Sprachrahmen oder

Rahmen (englisch: “frame”.) verwendet.
Fiir den Begriff “logarithmierter Spektralbereich” wird abkiirzend Log-Spektralbereich

benutzt.

Sprachsegmente

Sprachrahmen

Amplitude
Y

Frequenz

Abbildung 1.3: Kurze Ausschnitte aus einer Sprachaufnahme werden Sprachsegmente bzw.
“utterance” genannt. Jedes Sprachsegment unterteilt sich in viele Sprachrahmen. Jeder

Sprachrahmen représentiert ein Kurzzeitspektrum.



8 KAPITEL 1. EINFUHRUNG

1.2 Formelzeichen

Es folgt eine Aufstellung der im weiteren Verlauf benutzten Formelzeichen.

Allgemein
e 7 = Beobachtetes verfdlschtes Sprachsegment.
e X = Unverfdlschtes Sprachsegment.

e Y = Schétzwert fiir das verfilschte Sprachsegment.

Zeitberreich

e z[t] = Unverfilschtes Sprachsignal .
e y[t] = Schitzwert fiir das verfilschtes Sprachsignal.
e h[t] = lineare Verzerrung des Kanals.

e n[t] = additives Rauschen des Kanals.

Spektralberreich

o X (w) = Leistungsspektrum des unverfilschten Sprachsignals.
o Y (w) = Leistungsspektrum des verfilschten Sprachsignals.
e N(w) = Leistungsspektrum des additiven Rauschanteils.

e |H(w)|? = Betragsquadrat der Ubertragungsfunktion der linearen Verzerrung.

Log-Spektralbereich

e z = Beobachtetes verfdlschtes Sprachsignal.

e z = Unverfilschtes Sprachsignal.

e y = Schitzwert fiir das verfélschte Sprachsignal.
e ¢ = lineare Verzerrung des Kanals.

e n = additives Rauschen.

e r(z,n,q) = Korrekturvektor.

e s(z.n,q) = Korrekturvektor.

z; = Sprachrahmen t=0,1,.... N-1.

e N = Anzahl der Sprachrahmen z; im Sprachsegment Z.



1.2. FORMELZEICHEN

A = {(c[0], C[0], P[0]), -... (c[K — 1], C[K — 1], P[K — 1])} = Kodebuch.

e c[k] = Kodebuchvektor k=0.1,..K-1

e C[k] = Kovarianzmatrix zum Kodebuchvektor k.

e P[k] = a priori Wahrscheinlichkeit mit der der Kodebuchvektor k auftritt.
e K = Anzahl der Kodebuchvektoren ¢[0], ..., c[K — 1].

e Kgi = Anzahl der Kodebuchvektoren, die Stille représentieren c[0], ..., ¢[Ksi; — 1].
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Kapitel 2

Motivation

Im folgenden soll kurz darauf eingegangen werden was die Griinde fiir den Einflul des
Kanals auf die Erkennungsleistung eines Spracherkenners sind.

In Abbildung 2.1 sind die ersten zwei Verarbeitungsebenen eines Spracherkenners darge-
stellt. Das Zeitsignal der zu erkennenden Sprache wird durch die Signalvorverarbeitung
einigen grundlegenden Transformationen unterworfen. Héufig sind digitale Filter, die Fou-
riertransformation, die Logarithmierung und die Mittelwertsubtraktion Bestandteile der
Signalvorverarbeitung.

Sprachsignal

Aussteuerung

cf0l.cll1l, ... ,c‘[K—2],c[K—1]
‘  Kodebuch

Spracherkenner

Abbildung 2.1: Die beiden ersten Ebenen eines Spracherkenners. Die Signalvorverarbei-
tung fiihrt zuerst einige elementare Transformationen aus, anschlieflend klassifiziert ein
Vektorklassifikator die vorverarbeiteten Daten.

Danach werden die vorverarbeiteten Daten einem Vektorklassifikator zugefiihrt. Basis des
Klassifikators bilden eine Anzahl von Merkmalsvektoren {¢[0], ¢[1], ..., c[k — 1]} die unter

11



12 KAPITEL 2. MOTIVATION

dem Begriff Kodebuch zusammengefait sind. Die Merkmalsvektoren werden vorab an-
hand von Beispielen festgelegt. Man bezeichnet das Festlegen der Merkmalsvektoren als
Training.

Weichen die Aufnahmebedingungen von den beim Training der Merkmalsvektoren herr-
schenden Aufnahmebedingungen ab, dann wird die eindeutige Klassifikation erschwert.
Unterschiedliche Kanaleigenschaften fiihren dabei zu unterschiedlichen Signalreprisenta-
tionen. Die vorverarbeiteten Sprachdaten unterscheiden sich von den Merkmalsvektoren
des Kodebuchs. Dadurch wird die Qualitét der Klassifikation verschlechtert.

Die durch den Kanal verursachte Signalverdnderung trégt nichts zum Informationsgehalt
von Sprache bei. Deshalb ist es nicht notwendig den Kanaleinflul in den Merkmalsvektoren
des Klassifikators zu représentieren. Vielmehr soll beim Training des Kodebuchs und im
spéteren Betrieb des Spracherkenners der Einflufl des Kanals vorab eliminiert werden.

Dies wird durch die Kanalkompensation erreicht. Dabei werden Sprachsignale mit un-
terschiedlichen Kanaleigenschaften auf ein vom Kanal unabhéngiges Modell abgebildet
(siehe Abbildung 2.2).

Natiirliche Sprache

Abbildung 2.2: Durch die Kanalkompensation sollen Sprachsignale mit verschiedenen Ka-
naleigenschaften auf ein vom Kanal unabhingiges Modell abgebildet werden.



Kapitel 3

Modellierung des
Ubertragungskanals

Basis der Arbeit ist ein vereinfachtes Modell fiir den Ubertragungskanal (siehe Abbildung
3.1). Man beschrinkt sich dabei auf die zwei Haupteinfliisse lineare Verzerrung h[t] und
additives Rauschen n[t].

3.1 Zeitbereich

Die lineare Verzerrung kann durch ein lineares Filter modelliert werden. Das unverfilschte
Eingangssignal z[t] wird zuerst mit der Impulsantwort der linearen Verzerrung h[t] gefaltet
und das Ergebnis mit einem, dazu unkorrelierten Rauschsignal n[t] addiert.

Die Aufgabe besteht darin das verfilschte Signal y[t] so zu verindern, daf die Verinde-
rungen durch den Kanal wieder riickgéngig gemacht werden. Es hat sich gezeigt, daf§
Spektralbereich und logarithmierter Spektralbereich dafiir besonders geeignet sind.

xii——=| b ()2l

unverfilschte linesre ? verfilschte
Sprache Sprache
n[t]

additives Rauschen

Verzerrung

Abbildung 3.1: Die Modellierung des Ubertragungskanals besteht aus der linearen Verzer-
rung und dem additiven Rauschen.

3.2 Spektralbereich

Im Spektralbereich wird _die Faltung mit h[t] zur Multiplikation mit der Ubertragungs-
funktion |H (w)|?. Beim Ubergang in den logarithmierten Spektralbereich ergibt sich ein
additiver Zusammenhang zur linearen Verzerrung In(|H (w)|?) (siehe Formel 3.1).

Vorab einige Definitionen zur verwendeten Notation.

13



14 KAPITEL 3. MODELLIERUNG DES UBERTRAGUNGSKANALS

e X (w) = Leistungsspektrum des unverfilschten Eingangssignals.
e Y (w) = Leistungsspektrum des modellierten verfilschten Ausgangssignals.

e N(w) = Leistungsspektrum des additiven Rauschanteils.

e |H(w)|? = Quadrat der Ubertragungsfunktion der linearen Verzerrung.

Formel (3.1) zeigt das Kanalalmodell im Spektralbereich. Das durch den Ubertragungska-
nal verdnderte Ausgangssignal Y (w) wird durch Multiplikation des Eingangssignals X (w)
mit der linearen Verzerrung |H (w)|? und anschlieBendem Addieren des Rauschanteils N(w)
modelliert.

Y(w) =X () |Hw)*+ N(w) (3.1)

Das additive Rauschen kann auch vor der linearen Verzerrung zugefiigt werden. Es kann
gezeigt werden, daf§ auch dieser Fall durch Formel (3.1) modelliert wird. Unter der Vor-
aussetzung, daB |H (w)|? an keiner Stelle Null wird spielt die Reihenfolge der beiden Ope-
rationen keine Rolle (3.2). In der Praxis kann von dieser Annahme ausgegangen werden.

N(w)

X (o) [HE@)F + V(@) = (X () + 55

)P Vo H@R 20 (32)

3.3 Ubergang zur logarithmierten Spektraldarstellung

Durch den Ubergang zur logarithmierten Spektraldarstellung ergeben sich einige ma-
thematische Vereinfachungen. Auflerdem wird die Lautstirkeauflésung des menschlichen
Gehors besser modelliert [8]. Der am Institut verwendete Spracherkenner Janus und viele
andere Spracherkenner arbeiten deshalb im Log-Spektralbereich oder im Cepstralbereich.
In den Cepstralbereich gelangt man durch inverse Fouriertransformation des logarithmier-
ten Spektrums (siehe Abbildung 3.2).

e

Zeit Frequenz

Audiodaten Betragspektrum Log-Spektrum Cepstrum

Abbildung 3.2: Der Zusammenhang zwischen Spektrum, Log-Spektrum und Cepstrum.
Durch die Fouriertransformation der Audiodaten erfolgt der Ubergang vom Zeitbereich in
den Frequenzbereich. Um das logarithmierte Spektrum zu erhalten wird das Betragsspek-
trum logarithmiert. Das Cepstrum erhdlt man durch die inverse Fouriertransformation
des Log-Spektrums. Im Cepstralbereich ist die Trennung von Anregung und Vokaltrakt
besonders einfach.

Beim Ubergang zur logarithmierten Spektraldarstellung erhalten wir folgende Kanaldar-
stellung:

In(Y () = In(X () - |H (w)|* + N (w)) (3-3)
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daraus folgt

N (w
In(Y(w)) =1n (X(w) | H (w)|?- (1 + W—(LH)(T)I?)) (3.4)
oder \
In(Y(w)) =In (N(w) . (1 + %(If)w)l—)) (3.5)
Um iibersichtlichere Ausdriicke zu erhalten wendet man folgende Substitutionen an.
z =In(X (w)) (3.6)
y = In(Y (w)) (3.7)
n = In(N(w)) (3.8)
¢=In(|Hw)" (3.9)
(3.10)
= .| L)
r(z,n,q) =In <1 + X()- |H(w)|2) (3.11)
s(z,n,¢)=In (1 + _)%i{)(w)lz) (3.12)
Dann folgt aus (3.4):
y =x+ q + r(x,n,q) (3.13)
oder alternativ aus (3.5) folgt:
y =n + s(x,nq) (3.14)

Beim Ubergang in die logarithmierte Darstellung wird der EinfluB des Kanals in erster
Niherung additiv modelliert (siche Formel 3.13). r und s werden Korrekturvektoren ge-
nannt. Durch weiteres Umformen erhélt man r und s in einer Darstellung die nur von
Variablen im Log-Spektralbereich abhangt.

N(w)
In(—2
r(z,n,¢)=In|1+4e€ ! <X("") ' IH("")|2) (3.15)
re.mq)=In (1 N o (N(w)) - (In(X (w)) + ln(lH(w)lz))> (3.16)

r(z.n,g)=In(14€*7%79) (3.17)
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X(w)- IH(w)I"’)
N(w)

In (
s(z,n,q)=In|1+e¢ (3.18)

s(z,n,q) =In (14 "t 7) (3.19)

3.4 Eigenschaften der Korrekturvektoren

Sprache besteht aus Sprachpassagen und Pausen. Bei groem Signalrauschabstand gelten
die folgenden Abschitzungen.

In Sprachpassagen gilt:

r(@,nq) <s+g (3.20)

In Pausen gilt:

s(z,n,q) K n (3.21)

Dies kann als Motivation fiir die gewihlte Kanaldarstellung durch zwei alternative Formeln
(3.13) und (3.14) betrachtet werden. Durch den unterschiedlichen Einfluf der Korrektur-
vektoren in Sprachpassagen und Pausen ergeben sich die folgenden Niherungen.

In Sprachpassagen:
yxz+gq (3.22)

In Pausen:
yxn (3.23)



Kapitel 4

Mittelwertsubtraktion im
Log-Spektralbereich

Zur Kanalkompensation in der Sprachverarbeitung wurden im Laufe der Zeit viele Ver-
fahren entwickelt [1]. Beim Ubergang in den Log-Spektralbereich existiert ein elegantes
und robustes Verfahren, die Mittelwertsubtraktion. Obwohl dieses Verfahren empirisch
entwickelt wurde, hat es ausgezeichnete Leistungsmerkmale.

4.1 Analyse des Verfahrens

Im folgenden wird angenommen, daf§ die lineare Verzerrung innerhalb eines Sprachseg-
ments konstant ist, also ¢ = 7.

Zuerst erfolgen einige Definitionen zur verwendeten Notation.

e z; = Log-Spektralvektor des Sprachrahmens Nummer ¢ . Das Sprachsegment
setzt sich aus den Sprachrahmen z; zusammen. t=0,1,...N-1

e z; = Log-Spektralvektor des zu z; gehérenden unverfélschten Sprachrahmen.
e n = Log-Spektralvektor fiir das statischen additive Rauschsignal .

e ¢ = Log-Spektralvektor der zeitinvarianten linearen Verzerrung .

Betrachtet man den Mittelwert Z iiber alle Rahmen des Sprachsegments dann folgt mit
(3.13):

N- 1 N-1
E= Z =N Z 21+ q+r(zy,n, q)) (4.1)
g wird als zeitinvariant vorrausgesetzt
N-1 N-1
- 1 1

z=q+N- r(zi,m,q) (4.2)

=0 =0
4=7-F (e, mq) (43)

17



18 KAPITEL 4. MITTELWERTSUBTRAKTION IM LOG-SPEKTRALBEREICH

Durch Einsetzen von (4.3) in (3.13) ergibt sich:

zi=2i+r(zinq)+Z-Z—r(z,n,q) (4.4)
2z —Z=2;—T+r(zin,q)—r(z,n,q) (4.5)

Log-Amplitude

Sprachrahmen eines Sprachsegments

Mittelwenhildung iber alle_Rahxh des Spraghsie”gi‘néms; . =

Frequenz

 Log-Amplitude

Abbildung 4.1: Der Mittelwert iiber alle Rahmen eines Sprachsegments entspricht in erster
Néherung der linearen Verzerrung ¢ plus dem Mittelwert der unverfilschten Sprachrahmen

x.

Formel (4.5) stellt den Vorgang der Mittelwertsubtraktion im Log-Spektralbereich dar.
Bemerkenswert ist, daf die lineare Verzerrung ¢ komplett entfernt wird. Allerdings wird
dabei die Summe der Mittelwerte von z; und r(z;, n, q) zusitzlich abgezogen. Der Mittel-
wert T sollte aus dem Sprachsignal entfernt werden, da er wenig zum Informationsgehalt
beitrédgt und vom Sprecher abhdngt. Wenn der Signalrauschabstand gro8 ist, dann ist der
Mittelwert der Korrekturvektoren r(z,n,q) klein. Wenn also ausreichend groSe Sprach-
segmente mit grofem Signalrauschabstand zur Mittelwertbildung herangezogen werden,
dann entspricht der Mittelwert Z in erster Niherung der lineare Verzerrung ¢ plus dem
Mittelwert der unverfélschten Sprachrahmen Z (siehe Abbildung 4.1).

IRq+T (4.6)

4.1.1 Pausenberiicksichtigung

Beim Training und im spéteren Betrieb sollte der Wert von Z vergleichbar sein. Eine
Voraussetzung dafiir ist, dal die Anzahl der Rahmen iiber die gemittelt wird gro8 ist.
AuBerdem sollte das Verhéltnis der Pausenrahmen zu den Sprachrahmen beim Training
und beim Test gleich sein. Es ist offensichtlich, daB die zweite Bedingung in der Realitit
nicht erfiillt ist. Ein Ausweg stellt die getrennte Ermittlung der Mittelwerte Zpzuse fiir
Pausenrahmen und Zg5, 4cke fiir Sprachrahmen dar.
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Die in [5] gemachten Untersuchungen weisen darauf hin, daf die Berechnung von Zg,rqche
ausreicht. Die Subtraktion von Zp,yse in Pausen ergab sogar durchweg hohere Fehlerraten
als die Subtraktion von Zgprqche. Probleme an den Wortkanten, wo Pausen in Sprache
iibergehen. sind vermutlich eine Ursache.

Da der Signalrauschabstand in Pausen klein ist, hat der Mittelwert der Korrekturvektoren
r(z.n,q) einen grofen Einflul auf den Mittelwert Zpzy5c (Abschnitt 3.4). Er ist deshalb
eine schlechtere Ndherung fiir ¢ + T als Zsprache (4.7).

| ZSprache ~ ¢ +7 | (4.7)

4.2 Erkennungsversuche

Um das zuvor Gesagte zu belegen, wurden einige Versuche ausgefiihrt. Die Mittelwert-
subtraktion wird bereits standardmé&Big in vielen Systemen eingesetzt.

Zwei Verfahren wurden erprobt:

e Mittelwertsubtraktion ohne Pausenberiicksichtigung (z; — z).

e Mittelwertsubtraktion mit Pausenberiicksichtigung (z; — Zsprache)-

Die Versuche wurden mit einem Erkenner fiir kontinuierliche Sprache durchgefiihrt. Zur
Pausenerkennung wurde ein einfaches, energiebasiertes Verfahren verwendet. Die Energie
der Sprachrahmen wird ermittelt, logarithmiert, normalisiert, gefiltert und anschlieend
einer Schwellwerterkennung zugefiihrt.

Zum Training wurden mehr als 10000 Sprachsegmente verwendet. Der Test erfolgte mit
269 Sprachsegmenten aus der Standardtestmenge “VM-Devtest 967 1.

Mittelwertsub- Mittelwertsub-
traktion ohne Pau- | traktion mit Pausen-
senberiicksichtigung | beriicksichtigung

[ Korrekt | 84.8 % 85.0 % |

Tabelle 4.1: Versuchsergebnisse der Mittelwertsubtraktion mit Pausenberiicksichtigung.

!'Die Development-Testmenge fiir die innerhalb des Verbundprojekts “Verbmobil® durchgefiihrten Eva-
luation 1996.
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Kapitel 5

CDCN

Da wir uns im logarithmierten Spektralbereich bewegen, miifite es eigentlich CDLSN (Code
word Dependent Log-Spectral Normalization) heifien. Die Unterschiede zum urspriingli-
chen CDCN (Codeword Dependent Cepstral Normalization) [1] sind jedoch so gering, daf
im weiteren der Ausdruck CDCN verwendet wird.

Wie der Name schon sagt soll mit der Hilfe der Kodebuchvektoren das Eingangssignal
normalisiert werden. Das Eingangssignal soll dabei so verdndert werden, dafl nur noch
Informationen die kodebuchkonform sind erhalten bleiben. Speziell das additive Rauschen
und die lineare Verzerrungen sollen eliminiert werden. Da hierfiir kein explizites Losungs-
verfahren existiert, wird in mehreren Iteration r, n, q und schliellich x geschitzt.

Natiirliche Sprache Spracherkenner

Abbildung 5.1: Durch das Verfahren wird Sprache auf das vom Kodebuch aufgespannte
akustische Modell abgebildet. Dabei werden die Einfliisse unterschiedlicher Kanéle ent-
fernt.

Die Vektoren n und q werden so geschétzt, dafl die korrigierten Sprachrahmen néher an ei-
nem universellen akustischen Sprachmodell liegen. Dieses Modell wird durch ein Kodebuch
repriasentiert. Das Sprachmodell wird dabei durch eine Mischverteilung aus Gauflvertei-
lungen modelliert (siehe Formel 5.1). Die Verteilungskomponenten N (c[k], C[k]) werden
wihrend des Trainings des Spracherkenners durch die Trainingsdaten festgelegt. Jeder
Kodebuchvektor c[k] stellt den Mittelwert einer Komponente der Mischverteilung dar.

21
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Jede Komponente besitzt eine Kovarianzmatrix C[k], durch welche die Varianz der Ver-
teilungskomponente modelliert wird (siehe Abbildung 5.2). Die Linearkombination der
Verteilungskomponenten, mit den a priori Wahrscheinlichkeiten P[k], représentiert das
zum Kodebuch A = {(c[0], C[0], P[0]),..., (c[K — 1],C[K — 1], P[K — 1])} gehérende aku-
stische Modell (siehe Formel 5.1). Die a priori Wahrscheinlichkeiten P[k] ordnen dabei
jedem Kodebuchvektor c[k] eine beim Training berechnete Wahrscheinlichkeit zu.

K-1
p(z) = )Y P[k] - Ny(c[k], C[k]) (5.1)
k=0

Wahrscheinlichkeitsdichte

Kodebuchvektoren

Abbildung 5.2: Die einzelnen Kodebuchvektoren reprisentieren das akustische Modell. Dies
wird durch eine Mischverteilung aus GaufBverteilungen modelliert. Jeder Kodebuchvektor
stellt den Mittelwert einer Komponente der Mischverteilung dar. Zu jeder Komponente
existiert aufierdem eine Kovarianzmatrix durch welche die Varianz der Verteilungskompo-
nente modelliert wird.

Das Ziel besteht darin die zu verarbeitende Sprache so zu transformieren, daf sie dem
universellen Modell mdglichst nahe kommt (siche Abbildung 5.1) . Im allgemeinen liegen
keine hinreichenden statistischen Information iiber die zu transformierende Sprache vor.
Die Transformation wird deshalb durch einen MMSE (Minimum Mean Square Error Esti-
mation) Ansatz gewonnen. Die dazu benétigten Parameter n, q und die Korrekturvektoren
r(x,n, q) werden durch Schétzung gemi ML (Maximum Likelihood) bestimmt. Als Ba-
sis der Schitzung dient der beobachtete Sprachrahmen und die im Kodebuch enthaltene a
priori Information iiber die statistische Zusammensetzung von Sprache. Der Hauptvorteil
von CDCN (Codeword Dependent Cepstral Normalization) liegt darin, da$ die lineare
Verzerrung q passend zum Kodebuch des Spracherkenners ermittelt wird. Zusitzlich wird
das additive Rauschen durch die Korrekturvektoren in die Transformation eingebunden.
Speziell in Situationen mit niedrigem Signal-Rauschabstand hat das additive Rauschen
einen grofen Einflufl auf das Eingangsignal. Ein weiterer Vorteil besteht darin, daf keine
Langzeitinformationen bené6tigt werden. Alle Schiitzungen basieren ausschlieBlich auf dem
gerade beobachteten Sprachsegment. In der praktischen Anwendung ist dieser Umstand
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erwiinscht, um schnell auf sich verindernde Aufnahmebedingungen und Sprecher reagieren
zu konnen (siehe Abbildung 5.3).

uowiSasyoerdg

Abbildung 5.3: CDCN pafit nahtlos in die Vorverarbeitungsschritte des Spracherkenners.
Zur Schitzung der lineare Verzerrung q und des additiven Rauschens werden ausschlielich
Informationen aus dem aktuellen Sprachsegment benutzt.

Der Gebrauch von a priori Wissen iiber Sprachvektoren wurde gleichzeitig von [1] und [7]
vorgeschlagen. Dabei wurde im Cepstralbereich bzw. im logarithmierten Spektralbereich
gearbeitet.

Die hier beschriebene Version basiert hauptséchlich auf [1]. Es wurden jedoch eine Anzahl
von Veridnderungen vorgenommen. Es wird im Log-Spektralbereich gearbeitet, auBerdem
wird ein erweitertes Kodebuch verwendet. Der Log-Spektralbereich erlaubt eine einfache
Uberpriifung des Schitzwerts fiir die lineare Verzerrung §. Aus der Untersuchung der
Mittelwertsubtraktion wissen wir, dal Z ~ ¢ + T ist (4.6). Wenn die Kodebuchvektoren
Mittelwertfrei sind kann ¢* = ¢ + T & Z zur Uberpriifung des Schitzwerts verwendet
werden. Das eigene Kodebuch macht das Verfahren unabhéngig vom verwendeten Spra-
cherkenner. Im Gegensatz zu [1] wurde die Anzahl der Kodebuchvektoren fiir Stille erhdht
und der Algorithmus entsprechend angepaft.

Da ein eigenes Kodebuch fiir CDCN (Codeword Dependent Cepstral Normalization) trai-
niert werden muflte, stellte sich die Frage wie die Signalvorverarbeitung dafiir realisiert
werden sollte. Das Ziel war reine, unverfilschte Sprache zum Training heranzuziehen. Nach
den Erfahrungen mit der Mittelwertsubtraktion (Kapitel 4) und offensichtlichen Paralle-
len zwischen beiden Verfahren wurde die Mittelwertsubtraktion als Vorverabeitungsschritt
beim Training verwendet. Die Wahl eines Startwertes fiir n und q beeinfluit in hohem
MafBle die Konvergenzgeschwindigkeit des iterativen ML (Maximum Likelihood) Verfah-
rens. Eine Anzahl von Versuchen zu diesem Thema fiihrten zu einem Verfahren, das sehr
gute Startwerte liefert.

5.1 Analyse des Verfahrens

Ein Spracherkenner sollte weitgehend unabhéngig von der linearen Verzerrung und dem
additiven Rauschen sein. Viele Verfahren erreichen dies durch Langzeitanalysen oder Mehr-
kanalaufnahmen.

CDCN (Codeword Dependent Cepstral Normalization) ermdglicht die Adaption auf eine
neue Aufnahmesituation innerhalb eines Sprachsegments ohne Zusatzinformationen von
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Stille b.z.w. Sprache
Pause

Abbildung 5.4: Das CDCN Kodebuch besteht aus zwei Teilen. Ein Teil der Kodebuchvek-
toren représentiert Stille bzw. Pausen der andere Sprache.

anderen Mikrofonen. Dabei wird nicht nur die lineare Verzerrung, sondern auch das ad-
ditive Rauschen beriicksichtigt. Alle Verinderungen finden ohne weiterfiihrendes Wissen
iiber Sprachsyntax und Semantik statt.

Zwei Hauptaufgaben sind dabei zu bewiltigen:

1. Zu einem gegebenem Sprachsegment Z miissen die Parameter § und fi so gewihlt
werden, daf §; = z; + ¢ + r(z;, 7, §) im Mittel den beobachteten Sprachrahmen z;
anndhert. Ein ML (Maximum Likelihood) Schétzer wird hierfiir verwendet.

2. Nach der Schatzung von n und q mu8 fiir jeden Sprachrahmen z; der unverfilschte
Sprachvektor z; bestimmt werden. Die Berechnung des Korrekturvektors r steht
dabei im Mittelpunkt. Durch ein MMSE (Minimum Mean Square Error Estimation)
Verfahren wird r so bestimmt, da8 der quadratische Fehler minimiert wird.

5.1.1 Das MMSE Verfahren zur Bestimmung des unverfilschten Sprach-
signals

Ohne explizite Informationen {iber den statistischen Aufbau der beobachteten Spracherah-
men z muf} Information durch passende Modellierung implizit zur Schitzung von x heran-
gezogen werden. Die Dichtefunktion fiir x wird als Linearkombination von K gauBverteilten
Dichten mit Mittelwert c[k] Kovarianzmatrix C[k] und Gewicht P[k] modelliert (vergleiche

(8.1)):

K-1 K-1 '
p(z) =) P[k]-p(z|k) = 3 P[k]- Ny(c[k], C[K]) (5.2)
k=0 k=0

Weiterhin kann die Dichte der Wahrscheinlichkeit fiir unverfilschte Sprache x unter der
Beobachtung z und der Annahme i, § wie folgt ausgedriickt werden:

K-1
Y Plk] - p(zlz. #, 4, k) - p(z|k)
P(al2. 7 4) = ™= (53)

1
k=0
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Diese a posteriori Wahrscheinlichkeit liefert alle Informationen die wir fiir einen MMSE
(Minimum Mean Square Error Estimation) Schétzer bendtigen. p(z|k) ist die Wahrschein-
lichkeitsdichte der k-ten Komponente der Linearkombination. p(z|z, 7, §, k) ist die Dichte
der Verteilung p(z|y, k). Der MMSE (Minimum Mean Square Error Estimation) Schétzer
ergibt sich dann als:

K-1
3" PIK- [ 2 plzlo, 24 k) - plelk) da
zmmse = Elz|z, 7, Q]: k=,.0_1 (5.4)
PR [ p(zle 2, d.k) - plelk) de
k=0

Der wahre MMSE (Minimum Mean Square Error Estimation) Schétzwert fiir x kann wegen
Nichtlinearititen nicht berechnet werden. Da der Signalrauschabstand in Sprachpassagen
groB und in Sprachpausen klein ist kann man folgende Néherung verwenden:

e Wir benutzen die Kodebuchvektoren fiir Pausen zur Bestimmung des additiven Rau-
schens 1.

e Alle anderen Kodebuchvektoren werden zur Bestimmung von § verwendet.

Fiir die Bestimmung des unverfilschten Sprachvektors X; erhdlt man nach lingerer Um-
formung [1] den folgenden Ausdruck:

K-1
T; = Z f[l k] i} (Zi P q o T‘(C[k‘], , 4)) (55)

k=81l

Die a posteriori Wahrscheinlichkeit f[z, k] wird durch folgende Gleichungen berechnet:

_Plﬂ_ 5 e—ﬂ;_kl
i K= _ICEIM2
fli Bl = g Pl 4 (5.6)
= IC[]/2
d[i, k] = eT[i, k] - C1[k] - €[i, k] (5.7)
C[i, k] =2z - q ™ T(C[k‘], ﬁ: ﬁ) - C[k] (58)

5.1.2 Das ML Verfahren zur Bestimmung von n und q

Ausgehend von einer Anzahl N von Sprachrahmen z; werden nun das additive Rauschen
fi und die lineare Verzerrung § bestimmt. Die einzigen zur Verfiigung stehenden Infor-
mationen sind das im Kodebuch A = {(¢[0], C[0], P[0])), ..., (c[K — 1], C[K — 1], P[K — 1])}
reprasentierte Sprachmodell und das aktuell bearbeitete Sprachsegment Z.
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/'y Additives Rauschen
" 8
a posteriori 2
Wahrscheinlichkeiten e
o g
fiir Sprache < g
Frequenz

Kodebuchvektore;

Abbildung 5.5: Bei gegebenem #i und § werden die Sprachrahmen fiir unverfilschte Spra-
che mit Hilfe der a posteriori Wahrscheinlichkeiten des Kodebuches fiir Sprache geschitzt.
Von jedem verfilschten Sprachrahmen wird dabei die lineare Verzerrung  und die Line-

arkombination der Korrekturvektoren r[k] = r(c[k], %, §) abgezogen.
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Da keine a priori Information iiber die Gestalt von n und q vorhanden ist, wird ein ML
(Maximum Likelihood) Verfahren angewandt. Die Parameter fi und § werden dabei so
gewihlt, daB die Wahrscheinlichkeit p(Z|g, #, A) maximal ist.

Durch die Annahme, daB unterschiedliche Sprachrahmen z; unabhéngig sind, kann man
folgenden Ausdruck benutzen:

N-1

p(Z|n, q)) = Y In(p(ziln; q)) (5.9)

=0

Die Maximierung fiir das additive Rauschen fiihrt zu folgendem Ausdruck:

dln(p(Z|n.q)) = 1 0p(zin,q)\ _
on i Z‘; (P(Ziln:Q) on ) =" (510

Ein dhnlicher Ausdruck existiert fiir die lineare Verzerrung q. Nun werden die in Abschnitt
3.4 eingefiihrten Niherungen verwendet:

Ksi " K-1 .
. i&hﬂﬁﬂw P[k] _dSEeech[’rk]
A2 5.11
e (Z TG Y - R B
dSpeech [Z k] T 6£P€€Ch [Z k] . C—l[k] * €Speech [Z k] (512)
especch[i: k] = 2zi —q—r[k] —c[k] :r<g+z (in Sprachpassagen) (5.13)
N ———’
y
dSilence [z k] _— 6?Sjilence [l k] * C_l[k] * €Silence [3 k] (5.14)
€Silence|t; k] = zi —n —s[k] :s < n (in Pausen) (5.15)
S

Y

Der erste Summand in (5.11) héngt in erster Linie von n ab, weil die Kodebuchvektoren
fiir Pausen bzw. Stille unempfindlich gegen q sind. Der zweite hdngt nur von q ab weil
die Kodebuchvektoren fiir Sprache unempfindlich gegen n sind. Die ersten Kg; Kode-
buchvektoren sind hierbei fiir Pausen bzw. Stille zusténdig die restlichen K — Kg; fiir
Sprache.

Weil (5.10) zu einer hochgradig nichtlinearen Gleichung fiihrt, wird ein Iterationsverfahren
zur Approximation von n und q verwendet. Der EM (Estimate Maximize) Algorithmus
ist ein iteratives Verfahren zur Lésung von ML (Maximum Likelihood) Problemen mit
unvollstdndigen Daten.

1. Wihle Startwerte fiir 7o) und (o). Im einfachsten Fall 0. Es ist jedoch von Vorteil
einen besseren Startwert zu wihlen um die Konvergenz des Verfahrens zu beschleu-

nigen.
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2. Berechne die Korrekturvektoren r(j)lk] und s(;)[k] aus (j—1) und §(;_yy und z = c[k].

3. Maximiere die logarithmierte Wahrscheinlichkeit von In(p(Z|n, ). Die neuen Schitz-

werte fiir ;) und §(;j) sind:

N-1Kg;-1

Z > fi)le, k] - (2i = s(5[k])
) = S (5.16)
> ,CZ% fipli- k]

i—0

N-1 K-1
2 2 filik] (z = k] = ;) [K)
iy = ——— (5.17)
> X fylik)

=0 k=K

4. Ende wenn Konvergenz erreicht wurde. Sonst weiter mit 2.

/'y Additives Rauschen

]
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Frequenz
prachrahmen

a posteriori
Wahrscheinlichkeiten
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Y

Kodebuchvektoren

Abbildung 5.6: CDCN schitzt mit den a posteriori Wahrscheinlichkeiten fiir Sprache die
lineare Verzerrung q. Das additive Rauschen n wird mit den a posteriori Wahrschein-
lichkeiten fiir Stille geschdtzt. Die a posteriori Wahrscheinlichkeiten werden fiir jeden
Sprachrahmen eines Sprachsegmentes anhand der beiden Kodebiicher berechnet.
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5.2 Der CDCN-Algorithmus

Zuerst einige Definitionen zur verwendeten Notation.

e N = Anzahl der Sprachrahmen z; im Sprachsegment Z.
e K = Anzahl der Kodebuchvektoren ¢[0], ..., c[K — 1].

e Kg;; = Anzahl der Kodebuchvektoren, die Stille représentieren c[0], ... c[Ksii—
1].

e z; = Log-Spektralvektor des Sprachrahmens Nr.i 1=0,1,....N-1.
e c[k] = Kodebuchvektor k=0,1,...K-1.

e 7(j) = Log-Spektralvektor fiir das statische additiven Rauschsignal (wird als
konstant innerhalb eines Sprachsegments angenommen).

e {(j) = Log-Spektralvektor der zeitinvarianten linearen Verzerrung.

e r(j)lk] = Korrekturvektor fiir die spatere Linearkombination k=
0.1,....K—1.
e f(jli,k] = a posteriori Wahrscheinlichkeit der k-ten Gauflverteilung. k=

0,1,..K—1lundi=0,1,...,N—1.

e P[k] = a priori Wahrscheinlichkeit mit der der Kodebuchvektor k auftritt (
wird wihrend des Trainings ermittelt).

e C[k] = Kovarianzmatrix zum Kodebuchvektor k.

e AuBerdem bezeichnet der Buchstabe j die Iteration also §(;) bezeichnet § in
der Iteration Nr.j.

5.2.1 Schitzung der Parameter n und q mittels ML (Maximum Like-
lihood) Ansatz

1. Wihle Startwerte fiir 2(g) und (o). Eine geeignete Wahl ist #(g) = 0 und go) =z =
1 N-1
ﬁ * Zz:O 2.

2. Zuerst werden die Korrekturvektoren s bzw. r bestimmt (3.17).

ri)[k] = In (1 + e(ﬁ(]—l)_é(_;—l)—c[k])) (5.18)

sjylk] = In (1 i 6(0[k1+4u—1)“f‘(1—1))> (5.19)

3. Nun werden die a posteriori Wahrscheinlichkeiten berechnet. f[i,k] entspricht der

Wahrscheinlichkeit p(k|z, ;1) (j—1)), daB der Rahmen z; den Kodebuchvektor
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c[k] als unverfilschten Sprachrahmen z; enthilt.

foplik = E[k]zl:[/z ; —= (5.20)
& iempre e

dij)li, k] = e{)li. k] - C72[k] - (5 [i, k] (5.21)

e(i)[i: k] = 2zi = G(_1) — r(;)[k] — c[k] (5.22)

4. Das additive Rauschen n wird neu geschétzt. Dabei hilft das a priori Wissen, daf
der Signalrauschabstand in Passagen mit Stille klein ist. Deshalb wird fi durch die a
posteriori Wahrscheinlichkeiten des Kodebuchs fiir Stille neu berechnet. Zusitzlich
wird die Annahme gemacht, daf bei Stille s[k] & 0 ist (3.19). Mit (3.14) folgt dann

nxy;:
N-1Kg;-1
f(])[z k] : (Z,')
~ 1=0 k=0
i) = T N1 Keiol (5.23)
f(j) [7' k]
=0 k=0

5. Die Berechnung der linearen Verzerrung § basiert auf den a posteriori Wahrschein-
lichkeiten fiir Rahmen in Sprachpassagen. In Sprachpassagen ist der Signalrauschab-
stand grof und der Schatzwert fiir r[k] ist gut.

N-1 K-1
2. 2 Sl k- (zi = k] = ;) [K])
4Gy = = szS”N_l = (5.24)
Z Z f(j)[irk]
1=0 k=Kg;;

6. Ende wenn i und g konvergieren. Sonst weiter mit 2.

5.2.2 Berechnung des unverfilschten Log-Spektralvektor #; durch MM-
SE

Nach Abschnitt 5.1.1:

K-1
di=z-q¢— Y fli,kl-r[k] i=0,1,..N-1 (5.25)
k=1\‘-5ll



Kapitel 6

Implementierung

Nun folgen einige Uberlegungen zur Wahl der Startwerte fiir 7 und §. Die Verringerung
der von CDCN bendtigten Rechenzeit steht dabei im Mittelpunkt. Im Anschluf wird
die Implementierung von CDCN (Codeword Dependent Cepstral Normalization) unter
Janus gezeigt. Den AbschluB des Kapitels bilden einige Versuche, die erste Einblicke in
die Arbeitsweise des Verfahrens zeigen sollen.

6.1 Bestimmung der Startwerte fiir 7 und ¢

Da die Konvergenz des Verfahrens garantiert ist [1], konnen die Startwerte fiir 2 und ¢
beliebig gewihlt werden. Es hat sich jedoch gezeigt, dafi die Wahl der Startwerte einen
grofien EinfluB auf die Konvergenzgeschwindigkeit hat. Weiterhin hingt die Konvergenz-
geschwindigkeit stark von den verwendeten Sprachsegmenten ab. Fiir Sprachsegment aus
der Kodebuchtrainingsmenge konvergiert das Verfahren schneller als fiir Sprachsegmente,
die auf eine andere Art gewonnen wurden. Weiterhin beeinfluft der Signalrauschabstand
die Konvergenzgeschwindigkeit. Ein niedriger Signalrauschabstand verringert die Konver-
genzgeschwindigkeit. Bei ungiinstiger Wahl der Startwerte kann die Anzahl der notigen
Iterationen sehr grofl werden.

§
§

50 Iterationen

50 Iterationen

Abbildung 6.1: Zwischenwerte wihrend 50 Iterationen mit einem Sprachsegment aus der
Trainingsmenge. Die linken Kurven zeigen die lineare Verzerrung ¢ die rechten Kurven

zeigen das additive Rauschen 7.

31
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Abbildung 6.1 zeigt § und 1 fiir ein Sprachsegment aus der Trainingsmenge. Es wurden 50
Iteration ausgefiihrt. Nach zuerst sehr rascher Annéherung werden immer kleinere Schritte
gemacht. Ein brauchbarer Wert fiir ¢ wird erst nach mehr als 30 Iterationen erreicht. Als
Startwert wurde fiir 2 und ¢ Null gew#hlt. In Abbildung 6.2 werden die Ergebnisse fiir
ein Sprachsegment, welches nicht aus der Kodebuchtrainingsmenge stammt, gezeigt. Nach
ungeféhr 30 bis 40 Iterationen ist ein verwertbarer Endzustand erreicht.
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Abbildung 6.2: Ein Sprachsegment welches nicht aus der Trainingsmenge stammte. Erst
nach iiber 30 Iterationen erreicht § einen akzeptablen Wert.

6.1.1 Der Mittelwert als Startwert fiir §

Die Wahl der Startwerte sollte so erfolgen, daf mit moglichst wenigen Iterationen ein
brauchbarer Wert fiir # und § erreicht wird. Brauchbarer Wert bedeutet in diesem Zu-
sammenhang, daf der Abstand zum tatsichlichen Grenzwert der Iteration moglichst klein
ist.

In [1] wurde 7 durch eine Vorberechnung bestimmt und § zu Null gesetzt. Wir werden hier
jedoch ein anderes Verfahren benutzen. Die Ergebnisse aus dem Abschnitt zur Mittelwert-
subtraktion bilden dazu die Grundlage. Zuerst beschrinken wir uns deshalb auf die Wahl
der linearen Verzerrung. Wir wihlen 7 = 0. Zur Bestimmung von § ziehen wir die Ergeb-
nisse aus der Mittelwertsubtraktion heran. Dort wurde gezeigt, daf Z als erste Niherung
fir ¢ + 7 betrachtet werden kann (siehe Formel 4.6). Deshalb wird der Mittelwert Z als
Startwert fiir ¢ gew#hlt. Dabei ist der Aufwand, den Mittelwert zu berechnen, klein im
Vergleich zum Aufwand eine Iteration des Algorithmus auszufiihren.

Erneute Versuche jedoch mit dem Mittelwert z als Startwert fiir g ergaben eine drastisch
gesteigerte Konvergenzgeschwindigkeit. Der Startwert des additiven Rauschens # war Null.
Besonders bei Sprachsegmenten aus der Trainingsmenge wurde innerhalb von fiinf bis zehn
Iterationen ein sehr guter Wert erreicht (siehe Abbildung 6.3).

Fiir nicht zur Trainingsménge gehérende Sprachsegmente wurde ebenfalls eine Konver-
genzbeschleunigung erzielt. Trotzdem sind immer noch sehr viele Iterationen nétig um
eine fiir alle Frequenzen gut angensherte Kurve fiir g zu erhalten (siehe Abbildung 6.4).

6.1.2 Zweistufenberechnung des Startwertes fiir 7

Aus den vorangegangenen Versuchen steht nun der Mittelwert = des Sprachsegments als
effizienter Startwert fiir die lineare Verzerrung § zur Verfiigung. Seine Berechnung ist
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Abbildung 6.3: Durch die Wahl des Mittelwertes Z als Startwert fiir ¢ wurde eine erhebliche
Konvergenzbeschleunigung erreicht. Die Kurven wurden wiederum fiir ein Sprachsegment
der Trainingsmenge erstellt. Der Startwert von # war Null und es werden 50 Iterationen
dargestellt.
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Abbildung 6.4: Ein Sprachsegment welches nicht aus der Trainingsmenge stammte. Nach
zehn Iterationen werden schon sehr gute Werte erreicht. Es werden wiederum 50 Iteratio-
nen gezeigt, wobei der Startwert fiir 2 Null und fiir ¢ der Mittelwert z war.
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einfach und die erreichte Verbesserung der Konvergenzgeschwindigkeit signifikant.

Beim spéteren Einsatz im Spracherkenner wiren zehn bis zwanzig Iterationen durchaus
noch zu begriinden da der Erkennungslauf ein Vielfaches der Zeit davon benétigt. Beim
Training des Spracherkenners ist jedoch die Vorverarbeitung das Rechenzeit bestimmende
Moment. Zehn bis zwanzig Iterationen bedeuten je nach Trainingsverfahren fast eine Ver-
zehnfachung der Rechenzeit gegeniiber der Zeit, die ohne CDCN (Codeword Dependent
Cepstral Normalization) fiir das Training benstigt wiirde.

Es bestiinde noch die Méglichkeit den Mittelwert nur iiber Segmente mit Sprache zu
berechnen. Einen besseren Startwert fiir das additive Rauschen zu wihlen erscheint jedoch
vielversprechender. Es gibt zwei Griinde hierfiir:

1. Da die Mittelwersubtraktion beim Trainieren der CDCN-Kodebiicher verwendet
wird, erscheint die Wahl des Mittelwertes Z als natiirliche Wahl fiir den Startwert
von ¢.

2. Egal wie gut der Startwert fiir § gew#hlt wird, spitestens nach der ersten Iteration
wird ¢ neu berechnet. Bei dieser Neuberechnung spielt der Startwert von # in der
Form des Korrekturvektors r[k] eine grofe Rolle.

Um das System nicht negativ zu beeinflussen, wire eine Wahl von # geeignet, bei der die
im Algorithmus benutzten Verfahrensschritte benutzt werden. Der geradlinigste Weg wiire
i einfach iiber die a posteriori Wahrscheinlichkeiten f[i, k] mit (5.23) zu bestimmen. Das
Berechnen der a posteriori Wahrscheinlichkeiten benétigt den Hauptteil der Rechenzeit
im Algorithmus. Deshalb wurde ein zweistufiges Verfahren entwickelt.
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Abbildung 6.5: Die zweistufige Berechnung des Startwertes von 7. Bei einem Sprachseg-
ment aus der Trainingsmenge konvergiert das Verfahren schon nach drei bis vier Schritten.

1. Der Startwert fiir g ist der Mittelwert %, der Startwert fiir f ist Null.

2. e Die Korrekturvektoren r[k], die a posteriori Wahrscheinlichkeiten fl¢, k] und &
werden berechnet.
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e Abweichend vom Algorithmus werden in der ersten Iteration an dieser Stelle
die Korrekturvektoren r[k] neu berechnet. Dies geschieht vor der Berechnung
von §. Damit flieBt der neue Wert von i direkt in die Berechnung von § ein.

e Alle weiteren Iteration werden ohne Anderung ausgefiihrt.
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Abbildung 6.6: Fiinfzehn Iterationen mit einem Sprachsegment welches nicht zur Trai-
ningsmenge gehorte. Erneut ist eine Verbesserung in der Kovergezgeschwindigkeit zu se-
hen.

Durch das Neuberechnen der Korrekturvektoren r[k] in der ersten Iteration fliefit der neue
Schitzwert von fi sofort in die Berechnung von § ein. Die garantierte Konvergenz des
Algorithmus wird durch diese Anderung nicht beeinfluit, da sie nur in der ersten Iteration
stattfindet.

Bei Sprachsegmenten aus der Trainingsmenge erhilt man dadurch nach drei bis vier Ite-
rationen fast optimale Werte (siehe Abbildung 6.5). Die Konvergenzgeschwindigkeit bei
nicht zur Trainingsmenge gehdrenden Sprachsegmenten ist ebenfalls angestiegen (siehe
Abbildung 6.6) .

Es besteht nun die Mbglichkeit beim Training des Spracherkenners mit sechs bis zehn
Iterationen zu arbeiten. Voraussetzung ist, daf ausschliefllich Sprachsegmente aus der
Trainingsmenge des CDCN-Kodebuchs benutzt werden. Im spéteren Betrieb kann dann
mit zehn bis dreiflig Iteration gearbeitet werden, was eine fast zu vernachléssigende Ver-
langsamung zwischen ein und fiinf Prozent bedeutet.

6.2 Realisierung von CDCN unter Janus

Der Algorithmus wurde in C programmiert. Weiterhin wurden einige Skripten zur Initia-
lisierung in TCL/TK erstellt.

Janus besitzt eine Objektstruktur in die CDCN (Codeword Dependent Cepstral Norma-
lization) als Methode eingebettet wurde. Das ausgewshlte Mutterobjekt war durch die
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bendtigte Funktionalitdt fast vollstindig bestimmt. Vorab eine kurze Aufzéhlung der in
diesem Zusammenhang benutzten Objekte:

o FeatureSet ist das Basisobjekt zur Sprachsegmentverarbeitung. Wie der Name
schon sagt sind in diesem Objekt eine Menge von Feature-Objekten zusammen-
gefaBt. Ein Feature kann zum Beispiel ein Sprachsegment enthalten. Im allgemei-
nen sind Feature-Objekte ein oder zweidimensionale Felder fiir die eine Reihe von
Signalvorverarbeitungsmethoden zur Verfiigung stehen. Die wohl gebrduchlichsten
Methoden sind dabei das Laden von Sprachsegmenten, die Fouriertransformation,
die Logarithmierung und die Mittelwertsubtraktion.

® Durch das Objekt CodebookSet werden die Kodebiicher verwaltet. Im Code-
bookSet sind mehrere Kodebiicher zusammengefaBt. Jedes Kodebuch setzt sich aus
Kodebuchvektoren und Kovarianzmatrizen zusammen. Auferdem existiert zu jedem
CodebookSet ein FeatureSet als Unterobjekt. Basismethoden sind das Laden und
das Speichern von Kodebiichern und verschiedene Methoden, die fiir das Training
der Kodebiicher benéstigt werden.

e DistribSet ist iiber einem CodebookSet definiert. Es enthilt fiir jeden Kode-
buchvektor c[k] die a priori Wahrscheinlichkeit P[k]. Grundlegende Methoden sind
wiederum das Laden und Speichern, sowie Methoden fiir Test und Training.

Zwei Mutterobjekte standen zur Wahl. Als Methode die Feature-Objekte verarbeitet
ware FeatureSet als Objekt geeignet gewesen. Das benétigte Kodebuch und seine Funk-
tionalitdt hétten dann jedoch umstéindlich realisiert werden miissen. Deshalb kam nur
noch DistribSet als Objekt in Frage (siehe Abbildung 6.7). Darin sind alle Informa-
tionen iiber a priori Wahrscheinlichkeiten und Kodebiicher als Unterobjekte enthalten.
Es mag zwar auf den ersten Blick ungewohnt erscheinen, ein so komplexes Objekt in
der Signalvorverarbeitung einzusetzen, jedoch hitte jede andere Realisierung das explizite
und nichgekapselte Mitfiihren der Kodebiicher bedeutet. Daf Informationen aus h&heren
Schichten mit einflieBen ist ja gerade eine herausragenden Eigenschaft von CDCN. Als
Methode von DistribSet konnte dank der eigenen Kodebiicher eine kompakte und gut
gekapselte Systemerweiterung geschaffen werden.

6.2.1 Datenstrukturen

DistribSet ist das Objekt in Janus , welches zentral die Kodebiicher und die dazugehori-
gen Verteilungen beinhaltet. Dadurch pafite es gerade ideal zu unserem Verfahren.

Folgende Datenstrukturen wurden darin benutzt:
e Kodebuch fiir Sprache.
e Kodebuch fiir Stille
e Verteilung fiir Sprache (a priori Wahrscheinlichkeiten P[k]) .

e Verteilung fiir Stille.
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Abbildung 6.7: Die Einbindung von CDCN in die Objektstruktur von Janus . CDCN ist
als Methode von DistribSet implementiert. Alle nétigen Komponenten wie Kodebiicher
und Verteilungen sind in diesem Objekt enthalten.

Die Kodebiicher sind durch Kodebuchvektoren mit zugehérigen Kovarianzmatrizen reali-
siert. Die Kovarianzmatrizen haben dabei Diagonalgestalt, was keine notwendige Voraus-
setzung ist, jedoch die Zeit zum Berechnen der a posteriori Wahrscheinlichkeiten verrin-
gert. Zu jedem Kodebuchvektor existiert ein Verteilungskoeffizient P[], der die a priori
Wahrscheinlichkeit fiir das Auftreten des Vektors reprisentiert. Die Kodebiicher, Kovari-
anzmatrizen und Verteilungen wurden in einem Trainingslauf berechnet. Als Trainingsda-
ten wurden die Trainingsdaten des Spracherkenners benutzt. Dies gewihrleistet, dafi die
im CDCN-Kodebuch reprisentierte Sprache konsistent mit der des Spracherkenners ist.
Die Mittelwertsubtraktion wurde als Vorverarbeitungsschritt beim Training der CDCN-
Kodebiicher gewahlt.

Zusitzlich wurden verschiedene Ausgabefunktionen integriert, die die Fehlersuche und die
Leistungsabschitzung ermdglichen sollen. So konnen die geschitzten Vektoren fi und §
abgefragt werden, aufierdem besteht die Moglichkeit die a posteriori Wahrscheinlichkeiten
fiir das bearbeitete Sprachsegment auszugeben.

6.2.2 An welcher Position soll CDCN eingesetzt werden?

Es gibt mehrere Punkte in der Signalvorverarbeitung eines Spracherkenners an denen man
CDCN einbinden kann. Die Méglichkeit direkt auf die logarithmierten Kurzzeitspektren
(10 Millisekunden) aufzusetzen erscheint zunéchst sehr unbedenklich. Sie hat jedoch meh-
rere gravierende Nachteile. Direkte Spektren enthalten viele sprecherspezifische Kompo-
nenten, die nicht im Kodebuch reprisentiert werden sollten. Das Kurzzeitspektrum enthilt
die Anregung, die sich zum Beispiel bei stimmhaften Lauten durch eine Grundfrequenz
(Fo) und zugehdrige Oberwellen bemerkbar macht. Fp ist sprecherabhéngig und ist fiir die
Erkennung nicht erforderlich !. AuBerdem mu8 durch die hohe Dimension des Kodebuch-
vektorraums das Kodebuch eine grofie Anzahl von Vektoren enthalten um gut modellieren
zu konnen. Ein hochdimensionales Kodebuch mit einer grofien Anzahl von Vektoren hat
einen hohen Rechenzeitbedarf.

!Dies gilt zumindest fiir européische Sprachen wie Deutsch und Englisch.
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Abbildung 6.8: Die Melscale-Bénder werden als die gewichtete Summe der Spektralkom-
ponenten mit der zugehdrigen Fensterfunktion berechnet. Die Frequenzachse der Mels-
scaledarstellung ist nicht mehr linear sie wird als Mel-Frequenz bezeichnet.

Amplitude

Mel-Frequenz

Genau dies sind auch die Griinde warum viele Spracherkenner auf Filterbinken basie-
ren. Diese haben den Vorteil das Problem der unterschiedlichen spektralen Reprisenta-
tion verschiedener Stimmlagen zu entschirfen. Es erfolgt der Ubergang auf das geglatte-
te Spektrum (Einhiillende). Dabei wird das Spektrum durch Fensterfunktionen zu weni-
gen geeigneten Béndern zusammengefait (siehe Abbildung 6.8) . In unserem Fall wird
von 129 Spekralkomponenten zu 30 Bindern iibergegangen. Die Fensterfunktionen sind
auf die Frequenzauflésung des menschlichen Gehors abgestimmt. Die Breite der einzel-
nen Bandfenster wichst niherungsweise exponentiell mit der Frequenz. Dadurch werden
niedrige Frequenzanteile mit einer hohen Auflésung dargestellt, hohe Frequenzen mit nied-
riger Aufldsung. Untersuchungen haben gezeigt, daf der Bereich oberhalb von 4000 Hertz
wenig zum Sprachverstindnis beitrigt. Darum ist es sinnvoll die niedrigen Frequenzen
besser aufzulésen als die hohen. Allein die Reduzierung auf 30 Komponenten ergibt eine
Verringerung der Rechenzeit um den Faktor vier. Durch die niedrigere Dimensionalitit
der Kodebuchvektoren werden weniger Kodebuchvektoren gebraucht. Deshalb kann man
von einer weiteren Halbierung der Rechenzeit gegeniiber CDCN (Codeword Dependent
Cepstral Normalization) mit direkten Spektralvektoren ausgehen.

Es stellt sich die Frage, ob dann nicht gleich im Cepstralbereich (siehe Abschnitt 3.3)
gearbeitet werden soll. Prinzipiell spricht nichts dagegen. Die Reduzierung auf 13 Cep-
stralkomponenten wiirde eine weitere Beschleunigung bringen. Die dafiir verwendete Fou-
riertransformation ist eine lineare Operation, so da CDCN sowohl im Cepstral als auch im
Log-Spektralbereich anwendbar ist. Jedoch miiite zur Berechnung der Korrekturvektoren
r stdndig zwischen Cepstral und Log-Spektralbereich hin und her gerechnet werden.

Deshalb wird hier nicht in die Cepstraldarstellung iibergegangen, sondern direkt im Log-
Spektralbereich gearbeitet.
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6.3 Versuche mit CDCN

Nun folgen einige Versuche zur Arbeitsweise von CDCN. Dabei wird die Mittelwertsub-
traktion als Referenzsystem benutzt. Es soll untersucht werden was CDCN (Codeword
Dependent Cepstral Normalization) anders macht. Die Féhigkeit unterschiedliche Aufnah-
meumgebungen zu normalisieren steht dabei im Vordergrund. Als Ausgangsdaten diente
dabei ein willkiirlich ausgewihltes Sprachsegment, welches das gesprochenene Wort “gut”
enthielt. Es werden fiinf Mikrofone betrachtet: das Tischmikrofon AT 9750, das Standmi-
krofon AT 9820X, das Ansteckmikrofon, das Headset HME 1410K und das Headset HMD
410.
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Abbildung 6.9: Das Zeitsignal des Wortes “gut” aufgenommen mit dem Headset HME
1410K.

Der Sprecher des Sprachsegments trug das Headset HME 1410K, so daf§ die zugehdrige
Aufnahme den gréSten Signalrauschabstand hat. Es wird deshalb als Referenz benutzt.
Das zweite Headset HMD 410 wurde vom zweiten Sprecher getragen und hat deshalb den
niedrigsten Signalrauschabstand im hier verwendeten Sprachsegment. Auf dem Tisch im
Aufnahmeraum befanden sich das AT 9750 und das Standmikrofon AT 9820X in etwa 90
Zentimeter Abstand vom Sprecher. An der Brust des Sprechers war das Ansteckmikrofon

befestigt.
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6.3.1 Gegeniiberstellung der Kurzzeitspektren

Die folgenden Abbildungen enthalten die Gegeniiberstellung der Kurzzeitspektren der
Resultate von CDCN und der Mittelwertsubtraktion. Dabei wurde jeweils das gesamte
Sprachsegment bearbeitet. Aus Platzgriinden werden Jedoch nur die 38 zum Wort “gut”
gehdrenden Sprachrahmen gezeigt. Abbildung 6.9 zeigt das Zeitsignal des gewshlten Aus-
schnitts.

Deutlich ist zu sehen, daB es groBe Unterschiede zwischen den beiden Verfahren gibt.
CDCN (Codeword Dependent Cepstral Normalization) verdndert durch die Korrektur-
vektoren r[k] jeden Sprachrahmen separat. Aufféllig ist dies bei den Sprachrahmen fiinf
und vierzehn wo CDCN offenbar einige Sprachrahmen vermutete (siehe Abbildung 6.11).
Tatséchlich befinden sich an diesen Positionen Knackgerdusche (siche Abbildung 6.9). Bei
der Aufnahme mit dem schlechtesten Signalrauschabstand hat CDCN Vorteile, weil nicht
wie bei der Mittelwertsubtraktion alle Rahmen gleich behandelt werden (siehe Abbildung
6.14) .

Abbildung 6.10: Das Wort “gut” aufgenommen mit dem Headset HME 1410K. Links das
von CDCN gelieferte Ergebnis und rechts das durch Mittelwertsubtraktion erhaltene.

Abbildung 6.11: Das Wort “gut” aufgenommen mit dem Tischmikrofon AT 9750. Links
CDCN rechts Mittelwertsubtraktion.
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Abbildung 6.12: Das Wort “gut” aufgenommen mit dem Standmikrofon AT 9820X. Links
CDCN rechts Mittelwertsubtraktion.
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Abbildung 6.13: Das Wort “gut” aufgenommen mit dem Ansteckmikrofon. Links CDCN,
rechts Mittelwertsubtraktion.

Abbildung 6.14: Das Wort “gut” aufgenommen mit dem Headset HMD 410. Links CDCN,
rechts Mittelwertsubtraktion.
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6.3.2 Vergleich mit dem Referenzmikrofon HME 1410K

Um die Féhigkeit zur Normalisierung der Aufnahmeumgebung darzustellen, werden im
folgenden die Differenz zum Kurzzeitspektrums des Referenzmikrofons HME 1410K dar-
gestellt.

Eine gute Normalisierung bedeutet, da8 die Differenz der Kurzzeitspektren zweier Mikro-
fone moglichst glatt ist. In Abbildung 6.15 bis Abbildung 6.18 ist deutlich zu sehen, daf
die Sprachrahmen 20 bis 30 bei Verwendung von CDCN eine héhere Glitte als bei Ver-
wendung der Mittelwertsubtraktion aufweisen. Genau diese Sprachrahmen enthalten den
GroBteil der Sprachinformation die restlichen Rahmen sind Sprachpausen.
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Abbildung 6.15: Die Differenz des Kurzzeitspektrums zum Referenzmikrofons HME 1410K
fiir das Tischmikrofon AT 9750. Links CDCN rechts Mittelwertsubtraktion.
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Abbildung 6.16: Die Differenz des Kurzzeitspektrums zum Referenzmikrofons HME 1410K
fiir das Standmikrofon AT 9820X

6.3.3 A posteriori Wahrscheinlichkeiten
Einen tieferen Einblick in die Arbeitsweise von CDCN (Codeword Dependent Cepstral

Normalization) erhdlt man durch die Betrachtung der berechneten a posteriori Wahr-
scheinlichkeiten. Zu den in den vorangegangenen Abschnitten gemachten Versuchen wer-
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Abbildung 6.17: Die Differenz des Kurzzeitspektrums zum Referenzmikrofons HME 1410K
fiir das Ansteckmikrofon.
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Abbildung 6.18: Die Differenz des Kurzzeitspektrums zum Referenzmikrofons HME 1410K
fiir das Headset HMD 410.
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den nun die zugehérigen a posteriori Wahrscheinlichkeiten gezeigt (Abschnitt 6.3.1). Ver-
tikal ist die berechnete Wahrscheinlichkeit aufgetragen, horizontal die Kodebuchvektoren.
Die Vektoren von Null bis fiinfzig représentieren dabei Stille oder Pausen die restlichen
zweihundert reprisentieren Sprache. Rechts sind die Nummern der Sprachrahmen aufge-
tragen. Wiederum werden 38 Sprachrahmen des Wortes “gut” dargestellt. Der dargestellte
Ausschnitt zeigt die a posteriori Wahrscheinlichkeiten des letzten CDCN-Laufs.
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Abbildung 6.19: Das Referenzmikrofons HME 1410K zeigt deutlich wie gut das Kodebuch
Sprache représentiert. Zu fast jedem Sprachrahmen paft genau ein Kodebuchvektor.

Abbildung 6.19 zeigt die a posteriori Wahrscheinlichkeiten fiir das Referenzmikrofons HME
1410K. Bemerkenswert ist die fast eindeutige Zuordnung eines Kodebuchvektors fiir Spra-
che zu einem Sprachsegment. Der Grund dafiir ist der groSe Signalrauschabstand und
die gute Reprdsentation von Sprache im Kodebuch. In Abbildung 6.20 und Abbildung
6.21 sieht man, daf die Pausenwahrscheinlichkeiten fiir die Sprachsegmente 15 bis 38 fast
Null sind. Die Unterscheidung zwischen Sprache und Pausen funktioniert also. Selbst fiir
das Headset HMD 410 ist noch eine deutliche Unterscheidung méglich, obwohl sehr viele
Kodebuchvektoren zur gleichen Zeit aktiv sind.
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Abbildung 6.20: Das linke Bild zeigt die a posteriori Wahrscheinlichkeiten fiir das Tisch-
mikrofon AT 9750 das rechte Bild fiir das Standmikrofon AT 9820X.
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Abbildung 6.21: Links sieht man die a posteriori Wahrscheinlichkeiten fiir das Ansteckmi-
krofon und rechts fiir das Headset HMD 410.
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Kapitel 7

Erstellung der Testdaten

Zum Test der Fahigkeit von CDCN muBten Aufnahmen mit unterschiedlichen Mikrofonen
erstellt werden. Als besonderer Aspekt galt dabei die Vergleichbarkeit der Daten. Wenn
ein Dialog simultan auf mehreren unterschiedlichen Mikrofonen aufgenommen wird, ist
diese Forderung erfiillt. Die Verwendung der institutseigenen Aufnahmegerite (Aufnah-
mebox direkt an eine Workstation angeschlossen) zusammen mit einem gewdhnlichen Dat-
Recorder schied von vorneherein aus, da es Probleme bei der synchronen Aufnahme gab.
AuBerdem unterscheiden sich die beiden Verfahren so stark, daf Fragen nach der Ver-
gleichbarkeit erst geklirt werden miiiten. Als néchste Moglichkeit wurde das Verwenden
von zwei simultanen baugleichen Dat-Rekordern erwogen. Dabei besteht ebenfalls das Pro-
blem des Synchronisierens der beiden Recorder. Zusitzlich ensteht wie beim vorherigen
Verfahren ein nicht unerheblicher Bedienungsaufwand der beiden Geréte. Schliefllich fiel
die Wahl auf einen Achtkanal-Dat-Recorder. Er kann acht Kanile auf einmal aufnehmen.
Fiir Mehrkanalaufnahmen ist dieses Gerit gut geeignet da alle acht Kanile exakt gleich
ausgelegt sind. Der Nachteil an diesem System ist, daB die aufgenommen Daten spéter in
einem sehr zeitaufwendigen Verfahren auf einen Rechner iiberspielt werden miissen.

7.1 Die Aufnahme der Audiodaten

Zur Aufnahme wurde der 8-Kanal Dat-Recorder Sony PC-208 werwendet. Mit dem Sony
PC-208 kénnen 8 Kanile gleichzeitig bei 20 kHz Abtastrate aufgenommen werden. Es
besteht dabei die Mdglichkeit die aufgenommen Daten spiter digital auf einen PC zu
iiberspielen. Weiterhin wurde ein 8-Kanal Vorverstérker verwendet. Dieser bietet fiir jeden
Kanal ein separates BandpaB-Filter und eine separate Verstarkungseinstellung.

Ein als Teil der Diplomarbeit angefertigter Signalgeber mit zwei Sinussignalen (1000 Hz
und 2000 Hz) wurde zum Markieren der Aufnahmen verwendet (siehe Abbildung 7.1 und
7.3)

Jedes Sinussignal dauert mindestens 200 Millisekunden um die spatere Verarbeitung zu
erleichtern. Aufierdem wurde in der Elektronik des Signalgebers der zeitliche Ablauf des
der Signale vorgegeben. So muf zuerst ein 1000 Hz Ton und dann eine gerade Anzahl
von 2000 Hz Ténen erfolgen, bevor wieder ein 1000 Hz erlaubt wird. Das 1000 Hz Signal
dient zum Aufteilen in einzelne Aufgaben (Sessions). Durch das 2000 Hz Signal werden
die Sprachsegmente (Utterances) eingerahmt (siehe Abbildung 7.2) .
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Abbildung 7.1: Der im Rahmen der Diplomarbeit gebaute Signalgenerator zum akustischen
Markieren der Bandaufnahmen. Die griine Taste (links) erzeugt einen 1000 Hz Ton die rote
Taste (rechts) einen 2000 Hz Ton.

1000 Hz 2000 Hz
Sprache % . Sprache
AN I\
| [ | I T I | | [ I [ | [ | i | [ [ [ I
Zeit

Abbildung 7.2: Die Markierung der Sprachsegmente geschieht durch zwei Sinusténe mit
1000 Hz bzw 2000 Hz.

Durch die zusétzlich aufgezeichneten Sinussignale kénnen die gesammelten Daten auto-
matisch in Sprachsegmente zerlegt werden. Durch das 1000 Hz Signal erfolgt eine einfache
Zuordnung der Sprachsegmente zu den Aufgaben und den beteiligten Sprechern. Weiterhin
wurde wihrend des Aufnahmebetriebs Buch iiber die Aufgaben und die Sprecher gefiihrt.

Es wurden fiinf Mikrofone verwendet. Davon waren drei separate Mikrofone und die rest-
lichen Bestandteil von zwei Headsets ! (siehe Abbildung 7.4):

1. Audio Technica AT 9750

2. Audio Technica AT 9820X Cé .

3. Audio Technica Ansteckmikro i .

4. Headset Sennheiser HME 1410K (Sprecher 1) @ .

5. Headset Sennheiser HMD 410 (Sprecher 2) @ .

7.2 Das Aufnahmeszenario

Als Szenario fiir die Aufnahmen wurde das am Institut und von anderen Spracherkennungs-
gruppen héufig verwendete “Reise spontan” benutzt. Dabei miissen jeweils zwei Sprecher

'Kopfhérer mit Mikrofon.
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Abbildung 7.3: Schaltplan des Signalgenerators. Die gesamte Steuerung wird von einem

programmierbaren Logikbaustein (GAL16V8) iibernommen. Der NE555 dient zur Erzeu-

gung eines Rechtecksignals mit 4000 Hertz. Ein integrierter Leistungsverstarker (LM386)
verstirkt die Signale damit sie mit dem Lautsprecher horbar gemacht werden kénnen.
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Abbildung 7.4: Der durch Mittelung erhaltene Kanal der verwendeten Mikrofone. Das
HMD 410 (oben) dient dabei als Referenz und entspricht in den anderen Abbildungen
der Nullinie. Das Ansteckmikrofon ist das Mikrofon mit den schlechtesten Eigenschaften,
es klingt sehr dumpf. Die hohen Frequenzen werden von ihm gedimpft. Das Headsetmi-
krofon HME 1410K ist am besten fiir Sprachaufnahmen angepafit. Es hebt den Bereich
zwischen 500 Hertz und 5000 Hertz an. Das Tischmikrofon AT 9820X ist stark Richtungs-
empfindlich (Was man natiirlich nicht an der Kennlinie sehen kann). Das AT 9750 ist
ein Allroundmikrofon mit annehmbarer Ubertragungskennlinie. Es unterscheidet sich vom
Ansteckmikrofon durch einen gréfleren Signalrauschabstand.
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eine Terminabsprache fiir ein Geschiftstreffen titigen. Zeitangaben, Terminkonflikte und
Anreise werden dabei eingeflochten. Jeder der Sprecher erhélt einen Zeitplan und eine Auf-
gabe, die beschreibt wo das Treffen stattfinden soll. Der Dialog erfolgt frei in natiirlicher
Sprache. .

Die Aufnahmen wurden bei geschlossener Tiir in einem Seminarraum durchgefiihrt. Da
realistische Daten gewonnen werden sollten, wurden keine weiteren Mafinahmen zur Ver-
besserung der Aufnahmebedingungen gemacht. Sprecher waren ausschlieflich Studenten.

Nach zwangloser BegriiBung wurde den beiden Teilnehmern kurz das Szenario erkldrt.
Diese Phase wurde so kurz wie méglich gehalten, um spontane Gespréche zu begiinstigen.
Als nichstes wurde dann ein kurzer Test ohne Aufnahme gemacht. Danach begann die
Aufnahme. Dabei waren die beiden Sprecher gezwungen zu improvisieren. Bis auf wenige
Ausnahmen klappte dies auf Anhieb.

Zu jeder Aufnahme wurde ein Aufnahmeprotokoll ausgefiillt, das die Namen der beiden
Sprecher, die Uhrzeit, die bearbeitete Aufgabe, die genaue Bandposition am Beginn und
Sprechereigenheiten wie Lispeln, Dialekt oder Akzent enthielt (Anhang C).

Kleinere Fehler wie Versprecher und Papierrascheln, wurden toleriert. Sie sind Bestandteile
von Spontansprache. Nur fiir grofiere Zwischenfragen wurde die Aufnahme neu gestartet.

7.3 Segmentierung der Audiodaten

Die zusitzlich aufgenommenen Sinustdne wurden zum halbautomatischen Schneiden ver-
wendet. Dabei wurde der erste Kanal zuerst fouriertransformiert, dann das Ergebnis loga-
rithmiert und eine Schwellwertfunktion angewendet. Die so erhaltenen Rohschnittpunkte
wurden zum manuellen Anfahren der Sprachsegmente beim Transkribieren benutzt. Es hat
sich gezeigt, dal durch die Sinustone ein sicheres Auffinden der Sprachsegmente gewdhr-
leistet ist. Der Umstand, dafl im Aufnahmeraum viele Schallreflektionen vorhanden waren
wirkte sich ungiinstig auf das genaue Schneiden aus. Wenn ein Sprecher sofort nach dem
Signalton zu sprechen begann, konnte es zu Uberlagerungen mit dem Echo des Signaltons
kommen. Auch war durch das Echo das Auffinden des genauen Endes des Signaltons nur
schwer zu automatisieren.

Als Lésung dieses Problems bietet sich an den Signalton auf einem getrennten Kanal auf-
zunehmen. Oft ist dies jedoch nicht méoglich weil es nicht einfach ist zusétzliche synchrone
Kanile bereitzustellen. Deshalb ist es ebenfalls ausreichend die Testpersonen zu kleinen
Pausen vor und nach einem Signalton aufzufordern. Als dritte Mdoglichkeit besteht die
Eliminierung der stark bandbegrenzten Echos durch einen Filteralgorithmus. Dabei muf}
jedoch darauf geachtet werden, da8 das Sprachsignal so wenig wie mdglich verfélscht wird.
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Kapitel 8

Erkennungsergebnisse

Hier soll nun die Leistungsfihigkeit von CDCN durch einige Versuche gezeigt werden.
Dabei geht es im besonderen Mafie um die Fiahigkeit zur Anpassung an andere Aufnah-
mebegebenheiten.

Standardvorverabeitung
readadc,mel,log,cepstr...

Spracherkenner

Abbildung 8.1: CDCN (Codeword Dependent Cepstral Normalization) stellt einen Teil der
Vorverarbeitung des Spracherkenners dar. Durch das eigene Kodebuch wird eine weitge-
hende Unabhingigkeit vom dariiberliegenden Erkenner erreicht. Dabei ist das Kodebuch
nur von den Trainingsdaten und der Pausendetektion abhéngig.

Als Basissystem diente ein Vorldufer des Evaluationssystems, das mit deutlichem Vor-
sprung die VM-Evaluation September 96 gewonnen hat. Dieses System besteht aus 10000
Kodebuchverteilungen, die iiber 2500 Kodebiichern definiert sind. Die Erkennungsrate liegt
bei diesem System bei ungefihr 85%. Das System ist sprecherunabhéngig und verarbeitet
kontinuierliche Sprache. Der Wortschatz und die verwendeten Grammatiken sind fiir Ter-
minabsprachen ausgelegt. Von vorneherein sollten alle Anderungen so gehalten werden, daf
ein leichtes Ubertragen auf andere Spracherkenner unter Janus méoglich ist. Wenn man die
GroBe des Systems (2500 Kodebiicher) betrachtet wird klar, daB8 eine Vorverarbeitung mit
den systemeigenen Kodebiichern nur mit sehr viel Rechenaufwand méglich ist. Auerdem
basieren die Kodebuchverteilungen auf dem verwendeten HMM, so dafl Kodebuchvekto-
ren nicht ohne weiteres fiir CDCN verwendet werden konnen. Deshalb wurde CDCN als
eigenstiindiges System konzipiert. Dabei wird lediglich in die Signalvorverarbeitung und
nicht in den eigentlichen Erkenner eingegriffen. Es wird ein eigenes relativ kleines Kode-
buch verwendet, dafl nur von den Trainingsdaten und der Pausendetektion und nicht vom
Erkenner abhingt (siehe Abbildung 8.1) . So kann durch minimale Anderung des Systems

und anschlieBendes Neutrainieren das Verfahren eingebaut werden.
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8.1 Test des Basissystems

Um zu zeigen welchen EinfluB CDCN auf die Leistung des Spracherkenners hat, wird nun
ein fiir CDCN angepafites System mit dem Basissystem verglichen. Die dabei verwendeten
Testdaten unterscheiden sich nur wenig in ihren Kanaleigenschaften von den benutzten
Trainingsdaten.

Das Basissystem benutzt die Mittelwertsubtraktion mit Pausenberiicksichtigung zur Ka-
nalkompensation. Zum Training wurden mehr als 10000 Sprachsegmente verwendet.

Als Testdaten wurde “VM-Devtest 96" ! verwendet. Die Testdaten bestehen aus 268
Sprachsegmenten, die nicht zum Training benutzt wurden. Dabei wurden fiir die Aufnah-
me der Testdaten andere Sprecher verwendet als fiir die Aufnahme der Trainingsdaten. Es
sind darin Spachsegmente von mehreren Sprechern beiderlei Geschlecht enthalten, wobei
die Testdaten unter den selben Bedingungen aufgenommen wurden wie die Trainingsdaten.
Die beiden getesteten Spracherkenner unterscheiden sich lediglich in der Signalvorverar-
beitung. Die gesamte Mittelwertsubtraktion des Basissystems wurde entfernt und CDCN
dafiir eingefiigt.

Die Leistung des Systems mit CDCN ist vergleichbar mit der Leistung des Basissystems
mit Mittelwertsubtraktion (siehe Tabelle 8.1).

[ | Basissystem P3 [ CDCN 10 Iterat | CDCN 30 Iterat |
| Korrekt | 85.0% 84.4% | 84.5% |

Tabelle 8.1: Ergebnisse mit der Standardtestmenge des Systems.

8.2 Test mit Mehrkanalaufnahmen

Hier soll untersucht werden in wie weit CDCN (Codeword Dependent Cepstral Normali-
zation) in der Lage, ist Aufnahmen mit unterschiedlichen Kanaleigenschaften zu normali-
sieren.

Basis der Tests sind die im Rahmen der Diplomarbeit erstellten Mehrkanalaufnahmen
(Kapitel 7). Diese Daten unterscheiden sich vollstiindig von den zum Training verwende-
ten Daten. Die Trainingsdaten wurden direkt an einem Rechner mit Mikrofonanschluf
aufgenommen, die Mehrkanalaufnahmen wurden mit einem DAT-Recorder gemacht. Die
bei den Mehrkanalaufnahmen verwendeten Headsets HME 1410K und HMD 410 sind ver-
gleichbar mit den Headsets der Trainingsdaten. Jedoch unterscheidet sich die Eingangs-
elektronik des DAT-Recorders und der zur Aufnahme verwendeten Rechner so stark, daf
die Aufnahmen sehr verschieden sind. Weiterhin wurden die Aufnahmen mit mehreren
Mikrofonen in einem anderen Raum gemacht. Das Tischmikrofon AT 9750, das Standmi-
krofon AT 9820X und das Ansteckmikrofon haben komplett andere Kanaleigenschaften
als die bei der Aufnahme der Trainingsdaten verwendeten Headsets. Dadurch, daf diese
drei Mikrofone einen grofien Abstand zum Mund des Sprechers haben, enthalten die mit

'Die Development-Testmenge fiir die innerhalb des Verbundprojekts “Verbmobil® durchgefiihrten Eva-
luation 1996.
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ihnen gemachten Aufnahmen mehr Storgerdusche. Ihr Signalrauschabstand ist geringer als
der der Headsets.

Die Ergebnisse in Tabelle 8.2 belegen diesen Sachverhalt. Die Erkennungsrate des Basissy-
stems ist um mehr als zwanzig Prozent gesunken. Dafiir verantwortlich ist der niedrigere
Signalrauschabstand, aber auch die ungeniigende Kanalkompensation durch die Mittel-
wersubtraktion. CDCN erreicht um sieben bis zwdlf Prozent bessere Ergebnisse. Dadurch
ist die Fahigkeit von CDCN zur Kanalnormalisierung belegt. Deutlich ist zu sehen, daf
durch eine hShere Anzahl von Iterationen eine weitere Leistungssteigerung mdglich ist.
Die dabei erreichbare Leistungssteigerung hingt von der verwendeten Aufnahmeumge-
bung ab und ist begrenzt. Dennoch kénnen in manchen Féllen beachtliche Steigerungen
erzielt werden. Beim Standmikrofon AT 9820X ist dieser Zusammenhang zu sehen. Durch
zusitzliche zwanzig Iterationen wurde eine Steigerung von fast zehn Prozent erreicht.

rKorrekt ] AT 9750 | AT 9820X I Ansteckmikro J HME 1410K | HMD 410
Basissystem 50.7 % 32.1% 43.8% 72.6% 75.5%
CDCN 10 Iterat. | 61.2% 41.0% 56.0% 74.6% 77.9%
CDCN 30 Iterat. | 63.1% 50.0% 59.8% 74.1% 78.0%

Tabelle 8.2: Tests auf den mit fiinf Mikrofonen aufgenommenen Daten.
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Kapitel 9

Vorschlag fiir weitere Arbeiten

Obwohl die in dieser Arbeit gezeigten Ergebnisse sehr ermutigend sind, steht die Erken-
nungsrate heutiger Spracherkenner noch weit hinter den Fahigkeiten des menschlichen
Gehors zuriick. Speziell unter fremden Aufnahmebedingungen werden selbst mit CDCN
als Kanalkompensationsverfahren vergleichsweise geringe Erkennungsraten erreicht.

Dabei stellt sich die Frage wo die Probleme bei der Kanalkompensation liegen. Die folgen-
den Punkte fallen dabei auf:

1. Die Kanalmodellierung kdnnte zu grob sein.

2. Informationen aus hoheren Schichten des Spracherkenners kdnnten die Kanalkom-
pensation wirkungsvoll unterstiitzen.

Da die Kanalmodellierung mit sehr grofier Sorgfalt ausgewdhlt wurde (Kapitel 3) und
auflerdem Rechenzeiteffizienz eine Rolle spielt wird der erste Punkt nur schwer zu verbes-
sern sein. Informationen aus hoheren Schichten zur Kanalkompensation zu benutzen ist
sicherlich ein vielversprechender Ansatz jedoch mufl wegen der hohen Komplexitit auf die
Rechenzeit geachtet werden.

Bei den Arbeiten zu CDCN (Codeword Dependent Cepstral Normalization) trat die feh-
lende Vokaltraktnormalisierung héufiger als Randproblem in Erscheinung. Wenn keine
Vokaltraktnormalisierung durchgefiihrt wird, dann sind die a posteriori Wahrscheinlich-
keiten die in CDCN benutzt werden unzuverldssig. Es wire also wiinschenswert vor der
Bearbeitung durch CDCN eine Vokaltraktnormalisierung auszufiihren. Der Umstand, daf§
im Kodebuch von CDCN eine Reprédsentation der Sprache die beim Training verwendet
wurde existiert fiihrt zu folgender Uberlegung.

Die im Kodebuch vorhandenen Vokaltraktinformationen miiten zur Vokaltraktnormali-
sierung herangezogen werden. Nebenbei sei bemerkt das CDCN dies nicht leisten kann
da CDCN rein additiv arbeitet (5.25). Zur Vokaltraktnormalisierung benétigt man eine
Transformation, die im allgemeinen nicht rein additiv ist. Dennoch muff es méglich sein,
die Informationen des Kodebuchs zur Normalisierung zu benutzen.

9.1 Kodebuchabhingige Vokaltraktnormalisierung

Hier wird nun die Idee fiir ein solche System skizziert. Als Name wire CDFW (Codebook
Dependent Fequency Warping) geeignet.

S7
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Frequenz __ Frequenz (warped) |

Abbildung 9.1: Vorschlag fiir ein Verfahren welches die Informationen des Kodebuchs zur
Vokaltraktnormalisierung nutzt.

Genau wie schon CDCN soll das Verfahren ausschlieBlich auf der Sprachreprasentation in
einem Kodebuch A = {(c[0], C[0], P[0]), ..., (c[K — 1], C[K — 1], P[K — 1])} basieren. Die-
ses Kodebuch muf nicht notwendigerweise das von CDCN benutzte sein. Ziel ist es eine
Vokaltrakttransformation W) zu finden die die Ausgangsrahmen 2; so transformiert, daf
das Ergebnis w; besser zum Kodebuch paBt (siehe Formel 9.1).

w; = Wy (z) (9.1)

9.2 ML Verfahren zur Bestimmung von W,

Zur Bestimmung von W), kann ein ML (Maximum Likelihood) Ansatz verwendet werden.
Durch die Annahme, da unterschiedliche Sprachrahmen z; unabhingig sind, kann man
folgenden Ausdruck benutzen:

N-1

In(p(Z|Wy)) = D In(p(zi] W) (9-2)

1=0

Dabei wird p(z;|W,) durch eine Mischverteilung aus GauBverteilungen modelliert (siehe
Abschnitt 5.1.2):

&OPK) _Timeimen
2

p(zi|W)) =a- Ig} W "€ (9.3)
E[i, k‘] = W,\(Z,’) = C[k] (9.4)

Die Maximierung von (9.2) ist in dieser allgemeinen Form nicht einfach. Es gibt jedoch
einige a priori Informationen, die eine Losung erméglichen sollten. Die Transformation W,
ist nicht beliebig. Nur der Einflul des Vokaltrakts soll durch Wy ausgeglichen werden. Als
Transformation konnte man zum Beispiel eine Matrix als lineare Transformation wihlen.
Gingige Verfahren zur Vokaltraktnormalisierung benutzen zum Beispiel Transformatio-
nen, die nur von einem Parameter abhingen. Dies kann zu einer einfachen Matrixdarstel-
lung fiihren.



Kapitel 10

Zusammenfassung

In Kapitel 3 wurde als Basis fiir die weiteren Arbeiten ein vereinfachtes Modell des Ubertra-
gungskanals vorgestellt. Besonderes Augenmerk wurde dabei auf die spitere Anwendung
in Spracherkennern gelegt. Durch diese Voriiberlegungen konnte in Kapitel 4 eine Ana-
lyse der Mittelwertsubtraktion im logarithmierten Spektralbereich durchgefiihrt werden.
Dabei wurde der Zusammenhang zwischen der linearen Verzerrung und dem Mittelwert
eines Sprachsegments n&her betrachtet. Es konnte gezeigt werden, daf§ der Mittelwert eine
erste Niherung der lineareren Verzerrung darstellt. AuBerdem konnte gezeigt werden, dafl
die Pausenberiicksichtigung bei der Mittelwertberechnung eine bessere Niherung fiir die
lineare Verzerrung liefert.

Die theoretische Analyse von CDCN (Codeword Dependent Cepstral Normalization) in
Kapitel 5 leitet den Hauptteil dieser Diplomarbeit ein. CDCN transformiert Sprachdaten
aus unterschiedlichen Aufnahmeumgebungen in ein durch die Trainingsdaten des Spra-
cherkenners festgelegtes akustisches Modell. Als Basis dient dabei ein Kodebuch, welches
dieses Modell représentiert. Ein ML (Maximum Likelihood) Schitzverfahren bestimmt da-
bei die linearen Verzerrung und das additiven Rauschen. Anschlielend wird ein Schitzwert
fiir unverfélschte Sprache durch einen MMSE (Minimum Mean Square Error Estimation)
Ansatz gewonnen.

Die Untersuchungen zur Wahl der Startwerte in Abschnitt 6.1 ermdglichten einen ersten
Einblick in die Arbeitsweise von CDCN. Das Konvergenzverhalten sollte dabei verbes-
sert werden. Mit den Erfahrungen aus der Mittelwertsubtraktion wurde schrittweise ein
Verfahren zur Bestimmung der Startwerte fiir die lineare Verzerrung und das additive
Rauschen entwickelt. Der Abschnitt 6.2 zeigte die Einbindung von CDCN in Janus sowie
einige Implementierungsdetails.

Eine Reihe von Versuchen an einem willkiirlich herausgegriffenen Sprachsegment stellten in
Abschnitt 6.3 die beiden Kanalkompensationsverfahren Mittelwertsubtraktion und CDCN
gegeniiber. Die Fahigkeit von CDCN Sprachrahmen zu normalisieren wurde dabei im
direkten Vergleich mit der Mittelwertsubtraktion bestitigt.

Auf die Erstellung der Aufnahmen mit fiinf Mikrofonen wurde in Kapitel 7 eingegangen.
Einer kurzen Begriindung des Aufnahmeverfahrens folgte die Beschreibung der genauen
Vorgehensweise beim Aufnehmen. AuBerdem wurden einige Probleme bei der Ausfiihrung

der Aufnahmen angesprochen.
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Die erstellten Aufnahmen bildeten die Grundlage der Tests, die in Kapitel 8.2 durchgefiihrt
wurden. Ein Spracherkenner fiir kontinuierliche Sprache wurde dort als Testsystem ein-
gesetzt. Durch die Verdnderung der Signalvorverarbeitung des Erkenners standen zwei
Systeme fiir Tests zur Verfiigung. Erstens das Basissystem selbst, welches auf der Mit-
telwertsubtraktion mit Pausenberiicksichtigung basierte, und zweitens ein modifiziertes
System, welches CDCN (Codeword Dependent Cepstral Normalization) benutzte. Die da-
mit erhaltenen Resultate zeigten deutlich, da8 CDCN eine effiziente Kanalkompensation
leistet. Bei den Tests mit den erstellten Mehrkanalaufnahmen schnitt CDCN immer deut-
lich besser als die Mittelwertsubtraktion ab.

Den Abschlufl der Diplomarbeit bildete ein Vorschlag zur Vokaltraktnormalisierung. Darin
wurde eine &hnliche Vorgehensweise wie bei CDCN vorgeschlagen. Jedoch sind nicht die
lineare Verzerrung und das additive Rauschen das Ziel des Verfahrens, sondern eine Funk-
tion die den Vokaltrakt unterschiedlicher Sprachsegmente in eine normalisierte Darstellung
tiberfiihrt.

Im Verlauf dieser Diplomarbeit hat sich gezeigt, daf CDCN ein elegantes und leistungsfihi-
ges System zur Kanalkompensation ist. CDCN hatte in beinahe allen Tests einen positiven
Einfluf auf die Leistung im Vergleich zum Basissystem. Dadurch, daf§ keine Informationen
aus dem eigentlichen Spracherkenner benutzt werden, ist CDCN ein kompaktes und leicht
auf andere Spracherkenner iibertragbares Verfahren. Dabei ist der Rechenaufwand beim
Test klein im Vergleich zum Rechenaufwand des Erkenners.

Ein Nachteil ist der hohe Rechenaufwand beim Training des Spracherkenners. Durch ein-
maliges Abspeichern der Trainingsdaten nach der ersten Berechnung durch CDCN und
anschlieBendes Neuladen kann der Rechenaufwand jedoch reduziert werden. Ein weiterer
Nachteil ist das zusétzliche Kodebuch. Seine Grofe ist zwar vernachlédssigbar im Vergleich
zum Kodebuch des verwendeten Spracherkenners, dennoch mufl seine Gréfie und die Art
und Weise wie es trainiert wird sorgféltig gewéhlt werden.
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Anhang A

Schnittstellenbeschreibung

Die Benutzerschnittstelle von CDCN (Codeword Dependent Cepstral Normalization) be-
steht im wesentlichen aus einer Funktion zum Initialisieren des Basisobjekts und der eigent-
lichen Arbeitsfunktion. Die folgende Beschreibung bezieht sich auf die TCL-Schnittstelle
von Janus .

Die Benutzung ist deshalb denkbar einfach. Das Aufrufen der Funktion cdcninit wihrend
der Erkennerinitialisierung initialisiert alle bendtigten Datenstrukturen. Durch eine Reihe
von Parametern ist eine einfache Konfiguration méglich. Wahrend der Initialisierungs-
phase werden die Verteilungen und die Kodebiicher geladen und anschliefend fiir CDCN
modifiziert.

Der Aufrufsyntax von cdcninit ist:
cdenInit <SystemID> [optionale Parameter]

Als optionale Parameter stehen zur Verfiigung:
e -dssdesc <DistibSet> lddt die Verteilungsbeschreibung.
e -dssparam <Distibutionweights> lddt die Verteilungsgewichte.
e -cbsdesc <CodebookSet> lddt die Kodebuchbeschreibung.
e —cbsparam <Codebooks> lddt die Kodebiicher.

Ein Beispiel:

Die Verteilungsbeschreibung wird aus cdcn_desc/cdcnDistribSet die Kodebuchbeschrei-
bung aus cdcn.desc/cdcnCodebookSetMel geladen. Anschliefend werden die Verteilungs-
gewichte aus cdcn_createmelv/3i.dss.gz geladen und die Kodebiicher aus
cdcn_createmelv/3i.cbs.gz.

# Initialisierung von CDCN: Basisobjekt = CDCNdss

# Zuerst werden die ben'"otigten Skripten geladen
source ../cdcn_desc/cden.tcl
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#Dies ist der eigentliche Initialisierungsaufruf

cdenlnit P3  -dssdesc cdcn_desc/cdcnDistribSet \
—-dssparam cden_create_melv/3i.dss.gz \
-cbsdesc cdcn_desc/cdcnCodebookSetMel \
—-cbsparam cdcn_create_melv/3i.cbs.gz

I T — _— e e e

Damit ist die Initialisierung abgeschlossen. Im Betrieb wird CDCN hauptsichlich in “Fea-
turedescription” Dateien eingesetzt. Dies sind separate TCL-Skripten die die gesamte
Signalvorverarbeitung definieren. Die Arbeitsfunktion heifit cden und ist eine Methode
des Objekts CDCNdss vom Typ DistribSet welches bei der Initialisierung angelegt wurde.

Der Aufrufsyntax von cdcn ist:
<DistribSet> cdcn <CDCNKodebuch> <Pausenkodebuch> <Segment> [Parameter]

Als optionale Parameter stehen zur Verfiigung:

® -itcout <Zahl> legt die Anzahl der Iterationen fest.
® -init <Zahl> legt die Art und Weise der Initialisierung der Startwerte fest.
— wnit = 10 Der Startwert fiir q ist der Mittelwert des Sprachsegments. Der
Startwert von n wird durch das zweistufige Verfahren bestimmt.
— wnit = 3 Der Startwert fiir q und n ist Null.
— tnit = 2 Der Startwert fiir q ist der Mittelwert des Sprachsegments. Der Start-
wert von n ist Null.
® -n <Feature> gibt den Schitzwert fiir n zuriick.

® -q <Feature> gibt den Schitzwert fiir q zuriick.

e -f <Feature> gibt die a posteriori Wahrscheinlichkeiten zuriick.

Ein Beispiel fiir den Aufruf von cdcn. Die Objekte CDCNdss, CDCN und SIL(|) wurden bei
der Initialisierung angelegt. Im Beispiel werden 10 Iterationen ausgefiihrt. Der Startwert
von q ist der Mittelwert des Sprachsegments. Der Startwert von n wird durch das zwei-
stufige Verfahren bestimmt. Das Sprachsegment MEL wird dabei bearbeitet. Das Ergebnis
wird in das in der Kodebuchbeschreibung festgelegte Ziel geschrieben.

CDCNdss cdcn CDCN SIL(|) MEL -init 10 -itcount 10



Anhang B

Checkliste fiir
Mehrkanalaufnahmen

Um vergleichbare Aufnahmebedingungen bei mehreren Aufnahmesitzungen zu bekommen
wurde folgende Checkliste erstellt. Bei jedem erneuten Aufstellen der Aufnahmegeréte

wurde anhand dieser Liste vorgegangen.

B.1 Checkliste fiir die Multi-Mikro Aufnahmen

Dat O ]

Tisch
©

% ) Jo
2

b

(- —

®

S1 Position von Sprecher 1.

S2 Position von Sprecher 2.

1 Mikrofon Nr. 1 Audio Technica AT 9750

2 Mikrofon Nr. 2 Audio Technica AT 9820X é ;

3 Mikrofon Nr. 3 Audio Technica Ansteckmikro & y
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Audio Audio Audio Headset Headset
Technica | Tech- Technica | Sennhei- | Sennhei-
AT 9750 | nica AT | Ansteck- | ser HME ser HMD
9820X mikro 1410K 410
(Spre- (Spre-
Cé‘ & cher 1) cher 2)

Mikrofon Nr. 1 2 3 4 5

°
10 dBe

Loas| | 8 9 8 8 9

4 Mikrofon Nr. 4 Headset Sennheiser HME 1410K (Sprecher 1)

5 Mikrofon Nr. 5 Headset Sennheiser HMD 410 (Sprecher 2)

Tabelle B.1: Einstellung der Verstiarkung am Vorverstirker.

Q)
Q)

B.2 Aufstellen und Inbetriebnahme

1.
2

. ter auf der Riickseite auf QM-

. ter auf der QOberseite auf ON

Dat-Recorder auf den Tisch stellen.

Verstdrkung am Vorverstirker einstellen (siche Tabelle B.1).

. Mikrofone 1 bis 5 am Vorverstirker anschliefen (Reihenfolge wie in Tabelle B.1

dargestellt).

Bei Mikrofon 1 muf der Schal-

-

Stromversorgung an den Dat-Recorder anschliefien.

NI stehen.

Bei Mikrofon 2 muf} der Schal-

stehen.

7. Stromversorgung fiir Piepser (Steckernetzteil) anschliefen.

8. Dat-Recorder einschalten.

9. Dat-Band einlegen.

10. Vorverstirker einschalten.

11. Der Dat-Recorder muf8 mit doppelter Geschwindigkeit laufen. (so oft auf

driicken bis Lampe fiir 2-fache Geschwindigkeit leuchtet).



B.2.

12.

13.

14.

15.

16.

17.

AUFSTELLEN UND INBETRIEBNAHME 67

Die zuletzt geschriebene Id anfahren: [Search| ...,
oder oder [Ch/Next || «ovvrrnnrerminrennieneeneeenineeinnn. Id .

Warten bis Lampe neben nicht mehr blinkt.

ID auf den angefahrenen Wert setzen: Up | oder IDown I oder | Ch/Next .

Recorder fiir die Aufnahme vorbereiten: |Rec ] .... [Pause .

Die Lautstirke des Piepsers einstellen: gedriickt halten und Lautstérkeregler
am Piepser solange nach rechts drehen bis ein deutlicher Ausschlag auf Kanal 1 des
Dat-Recorders sichtbar ist.

Wenn die griine Diode des Piepsers leuchtet dann einmal auf die griine Taste
driicken.
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B.3 Aufnehmen

Fiir jede Aufgabe (Session) muf dieser Block wiederholt werden.

e Id Notieren.

Session Start: .... (die griine Diode des Piepsers leuchtet).

® Der Sprecher muf} die rote Taste solange er spricht gedriickt halten.

Sprecher 1 beginnt darauf folgt Sprecher 2 u.s.w. . Fiir jedes aufzunehmende Utteran-

ce wird Folgender Vorgang wiederholt: driicken .... sprechen .... loslassen

Session Ende: (die griine Diode ist erloschen) .... .

B.4 Aufnahme beenden

1. Id notieren.

2. .... 15 Sekunden warten .... .

B.5 Ausschalten

1. Vorverstiarker ausschalten.

2. Dat-Band mit auswerfen.

3. Dat-Recorder ausschalten.

4. Stromversorgungsstecker ziehen.

5. Mikrofone aus dem Vorverstirker ziehen é & @ @ ;

6. Recorder und alles andere wieder aufriumen.




Anhang C

Formular fiir die Aufnahmen

Zu jedem Sprecherpaar wurde das folgende Formular ausgefiillt.

Formular fiir die Multi-Mikro Aufnahmen

Sammler:

Dat-Band: Datum: Zeit:

A Sprecher 1: Frau/Mann (nichtzutreﬂendes streichen)
B Sprecher 2: Frau/Mann (nichtzutreffendes streichen)

ID

2. Dialog:
3. Dialog:
4. Dialog:

(Fiir Dialog Nr. 4 bitte Monat Januar verwenden!)
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