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Kapitel 1
Einleitung

Aufgaben, die fiir einen Menschen trivial erscheinen, sind oft nur sehr
schwierig fiir eine Maschine zu losen. Wenn ein Mensch eine Zeitung liest
oder ein Bild anschaut, versteht er nicht nur den Inhalt. sondern hat sich
auch unbewusst ein komplexes, mentales Modell zurechtgelegt, welches ihm
die Aufgabe des Verstehens erst erméglicht.

Jeder Mensch, der gelernt hat zu lesen, muss sich nicht darauf konzentrie-
ren, die strukturellen Eigenschaften eines Dokumentes aufzuschliisseln, um
den Titel eines Artikels zu finden - ein Blick geniigt. Eine Maschine hat leider
noch keine vergleichbaren Fahigkeiten. Obwohl sie in vielen Bereichen dem
Menschen iiberlegen ist, gehort die Mustererkennung nach wie vor zu einer
der am schwierigsten zu lésenden Aufgabe.

Dokumente mit zusétzlichen Daten zu versehen und Daten aus Dokumen-
ten sinnvoll zu extrahieren ist eine Grundvoraussetzung fiir viele Aufeaben-
stellungen im Bereich der automatischen Informationsverarbeitung. Sind die
Informationen in den Dokumenten eindeutig strukturiert, kann eine Maschi-
ne das Problem mithilfe einfacher Regelsysteme elegant lésen, nur ist dies oft
so nicht der Fall. Gerade bei Medien, die nur fiir den menschlichen Gebrauch
geschaffen worden sind, gestaltet sich die Informationsextraktion besonders
schwierig, und im Falle von Seitenbeschreibungssprachen wie Postscript oder
PDF ist keine triviale Losung mehr zu finden.

Diese Diplomarbeit stellt ein System vor, welches uniiberwacht Informa-
tionen aus im PDF vorliegenden Veréffentlichungen extrahiert und klassifi-
ziert,

(nhy
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1.1 Motivation

Die Unabhéngigkeit der Darstellung eines in einer Seitenbeschreibungs-
sprache verfassten Dokumentes von der darstellenden Software und des dar-
unter liegenden Betriebssystems und Geriites ist bestimmt ein Faktor, der
zur breiten Verwendung von Formaten wie PDF und PostScript gefiihrt hat.
Je mehr Informationen in dieser Art gespeichert werden, desto gréfer ist der
Bedarf, diese Information zu katalogisieren oder anderweitig zu verarbeiten.

Die Idee zu dieser Arbeit entstammt der Bemiihung, Dialogsysteme mit
zusitzlichen Informationen zn unterstiitzen. In [Hindel (2008)] stellt Ronny
Handel bereits ein System zur Informationsextraktion aus semistrukturierten
Webdaten vor, welches nach einer Internetrecherche zu spezifiziertem Vor-
und Nachnamen eine Liste wissenschaftlicher Publikationen bereitstellt. Die
Anzahl der dabei entdeckten Publikationen im PDF motiviert die Schaffung
eines Systems, aus diesen Dateien dhnliche Informationen zu extrahieren.

1.2 Fragestellung

Gegeben sei eine im PDF vorliegende Verdffentlichung. Anhand visuel-
ler Eigenschaften sollen Informationen extrahiert und zur Verfiigung gestellt
werden.

Die zu extrahierenden Informationen uinfassen die Autoren der Verdffent-
lichung inklusiver ihren Affiliationen mit Institutszugehérigkeit, Anschrift,
Adresse, Telefonnummer, Internet- und Emailadressen. Des weiteren sollen
der Titel der Veroffentlichung, die Zusammenfassung, angegebene Schliissel-
worter und das Veroffentlichungsdatum bestimmt werden.

Einmal trainiert soll das System in der Lage sein, diese Informationen
aus spezifierten Publikationen im PDF automatisch und uniiberwacht zu ex-
trahieren, und {iber eine Anwendungsschnittstelle anderen Programmen zur
Verfiigung zu stellen.

1.3 Uberblick

1.3.1 System

Zur Erfiillung der Fragestellung ist ein mehrstufiges System entwickelt
worden, welches in der Lage ist, ein im Vektorformat vorhandenes Doku-
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ment in eine zweidimensionale Datenstruktur zu transformieren, ein passen-
des Gestaltungsraster zu finden, Elemente der Makro- und Mikrotypographie
in Merkmalsvektoren zu aggregieren und mithilfe eines CRF zu klassifizieren.

Das System gliedert sich in fiinf aufeinander aufbanende Untersysteme:

PDFBox

Parser

Segmenter

Tagger

Labeler

Liest das spezifizierte PDF-Dokument ein und stellt eine Liste soge-
nannter Glyphen (siehe Abschnitt 4.1.1 auf Seite 25) den anderen Kom-
ponenten zur Verfiigung. Sie bildet den Eintrittspunkt in das System.

Filtert bzw. korrigiert die Glyphen und speichert sie in eine mehrlagige
Corner Stitching Datenstruktur (siehe Abschnitt 4.1.2 auf Seite 27)
zur effizienten Weiterverarbeitung. Gleichzeitig werden Informationen
wie die Seitenausmafe, gefundene Fonts und gegebenenfalls vorhandene
Metainformationen extrahiert.

Gruppiert die Glyphen zu zusammenhiingenden Gestaltungsrastern an-
hand visueller Eigenschaften.

Erkennt makro- und mikrotypographische Merkmale und aggregiert
diese in Merkmalsvektoren. Auf Segmentebene bestimmen Tagger die
Lesereihenfolge und einige Merkmale der Makrotypograpfie (das Sei-
tenformat, Zeilenbreite und -abstand, die Spaltengliederung sowie die
Schriftgrofe), auf Glyphebene zusitzlich die Auszeichnungsarten (u.a.
fett, kursiv) und die Fontfamilie.

Klassifiziert die Segmente anhand der gesammelten Merkmalsvekto-
ren in Klassen der vom System gesuchten Informationen mithilfe eines
Conditional Random Field (siche Kapitel 2.2 auf Seite 16).

Eine besondere Herausforderung ergibt sich aus den Abhingigkeiten zwi-
schen den Untersystemen: ein Fehler im Parser propagiert sich in allen weite-
ren Untersystemen, fehlerhafte Segmentierungen stellen die Tagger vor grofe
Probleme, und kein CRF kann aus fehlerhaften Beobachtungen sinnvolle
Riickschliisse ziehen.

Trotzdem haben sich einige elegante Losungen finden lassen, die in den
folgenden Kapiteln vorgestellt werden.

1.3.2 Ausarbeitung

Kapitel 2 befasst sich mit den mathematischen Grundlagen relationalen
Lernens, insbesondere der Anwendung graphischer Modelle auf spezifische
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Problemstellungen. Nach einer kurzen Einfiihrung in Markov Prozesse, und
bevor auf die Conditional Random Fields eingegangen wird, werden dhnli-
che Modelle vorgestellt, die letztendlich zu der Entwicklung der CRF gefiihrt
haben: beginnend mit Hidden Markov Modellen, iiber Maximum Entropy
Markov Modelle, deren Vorziige und Nachteile, bis schlieklich den Markov
Random Fields, den direkten Vorfahren der CRF. Abschliekend wird prisen-
tiert, wie ein CRF auf ein spezifisches Problem eingestellt werden kann.

Im Kapitel 3 wird auf verwandte Arbeiten sowohl im Bereich der In-
formationsextraktion mit CRF als auch im Bereich der Segmentierung von
Texten eingegangen. Besonderes Augenmerk liegt hier auf den Ansatz und
die Ergebnisse von |Peng und McCallum (2004)], da das Thema ihrer Arbeit
der hier betrachteten Fragestellung sehr dhnelt. Es wird gezeigt, in welchen
Punkten sich die Ansiitze unterscheiden, und welche Beschrinkungen der von
den Autoren vorgestellte Ansatz mit sich bringt.

Die eigene lmplementierung mit den wichtigsten Algorithmen wird im
darauf folgenden Kapitel 4 vorgestellt. Ein exemplarischer Lauf einer Publi-
kation durch das System bringt die Algorithmen miteinander in Verbindung,
und stellt im Groben die Arbeitsweise des Gesamtsystems vor.

Zur Evaluation wird im Kapitel 5 zunéichst auf die Entstehen des Korpus
eingegangen und der Tagger vorgestellt, der im Rahmen dieser Diplomarbeit
fiir die Erstellung der Trainingsdaten programmiert wurde. Der Korpus ist
auf eine spezielle Art und Weise definiert, so dass mit den richtigen Metriken
sowohl der Segmentierer als auch das Conditional Random Field von ihm
profitieren. Die Prisentation dieser Metriken und die Auswertung der Lir-
gebnisse folgen direkt im Anschluss, und eine Diskussion der Resultate und
deren Implikationen schliekt das Kapitel ab.

Im letzten Kapitel werden die Ergebnisse dieser Arbeit noch einmal im
Ganzen zusammengefasst, und ein Blick in mogliche, zukiinftige Entwicklun-
gen und Erweiterungen geworfen.



Kapitel 2
Grundlagen

—

Die Aufgabe, jeder Beobachtung » € X einer Beobachtungssequenz _\
bestehend aus moglichen Beobachtungen X' eine Kennzeichnung! ¢ € () aus
einer finiten Menge () méglicher Kennzeichen zuzuweisen, ist in Forschungs-
gebieten wie der Bioinformatik, Computerlinguistik und Spracherkennung
ein bekanntes Problem. Grafische Modelle stellen eine natiirliche Art dar.
stochastische Abhéngigkeiten zwischen den Beobachtungen und ihrer Klas-
sifizierung zu modellieren.

In diesem Kapitel stelle ich das in dieser Arbeit verwendete Conditional
Random Field zur Modellierung bedingter Wahrscheinlichkeitsverteilungen
vor, sowie die Vorziige seiner Verwendung im Gegensatz zu generativen Mo-
dellen. Im Folgenden werden zuniichst Modelle vorgestellt, die dem CRF
dhnlich und deren Kenntnis zum Verstindnis des Kapitels notwendig sind.

2.1 Vorganger des Conditional Random Fields

2.1.1 Markov-Kette 1. Ordnung und Markov Eigenschaft

Markov Prozesse beschreiben Vorginge, die sich als Sequenz X' = 1. ... .. rr
mit r, € (, + € [1.7] von Zustinden aus einer endlichen Zustandsmenge
Q={q;: ., ¢, } darstellen lassen. Meist haben diese Vorgiinge einen Zeithe-

zug, und es kann zu jedem Zeitpunkt immer nur ein Zustand aktiv.

Zusiitzlich sind mogliche Transitionen (g,.¢;). ¢;.¢; € ) zwischen allen
Zustiéinden aus der Zustandsmenge () definiert und besitzen eine Eintritts-

Yim Folgenden auch als Label bezeichnet
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wahrscheinlichkeit, die angibt, wie wahrscheinlich der Wechsel vom Zustand
¢, in den Zustand ¢; ist

Sei plq;. q;) die Wahrscheinlichkeit fiir die Transition aus dem Zustand ¢,
in den Zustand g;, so lisst sich die Markov-Kette 1. Ordnung definieren {iber

e die endliche Zustandsmenge @ = {¢, .. .. ek
Pla-qi) - plagr, gn)
e die Transitionsmatrix A = : T ’
F("{u—ﬁ"]} R ‘[J("Jn-r]u)
e den Initialisierungsvektor 7 = (p(1y = q1)..... pley = q,)), der die

Wahrscheinlichkeit fir jeden Zustand definiert, Startzustand zu sein.

Es gilt:

ZH(Q) = 1 sowie Z p(q.q) =

qeq) qe)

Diese Definition erfiillt gleichzeitig die Markov Eigenschaft: der aktuelle
Zustand in der Zustandssequenz X ist stochastisch nur von einer endlichen
Anzahl Vorgiingerzustinde abhéngig. Im Fall der Markov-Kette erster Ord-
nung ist dies genau ein Zustand. So sind also auch keine Abhingigkeiten
auf zukiinftige Zustinde definiert, woraus sich direkt der Zeitbezug einer
Markov-Kette erkldaren lasst.

2.1.2 Hidden Markov Modell

Abbildung 2.1: Das graphische Modell eines Hidden Markov Modells

Dieses Modell entspricht der Markov-Kette mit dem Unterschied, dass
die dort spezifizierten Zustdnde jetzt nicht mehr direkt Beobachtbar sind,
Es ist aber bekannt, dass beim Eintritt in einen der versteckten Zustinde
eine von mehreren moglichen Beobachtungen gemacht werden kann, deren
Auftrittswahrscheinlichkeit direkt vom versteckten Zustand abhangig ist.
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Die grundlegende Idee ist, aus einer Beobachtungssequenz N=uy..... e
des Beobachtungsalphabets N auf die wahrscheinlichste Sequenz der ver-
steckten Zustinde Y = Yls ooy yr #u schlieken. Die versteckten Zustinde
stammen aus einer endlichen Zustandsmenge ) = {¢y..... I}, s gilt also
Yy, € Y y, € Q).

Neben den bereits von der Markov-Kette bekannten Definitionen der end-
lichen Zustandsmenge (), der Transitionsmatrix A und dem Initialisierungs-
vektor 7 ist fiir die Definition eines HMM noch die Generierungsmatriz B3
notig, die die Wahrscheinlichkeit angibt, irgendein x; € \' im Zustand ¢, zu
heobachten. Sei |X'| = 1 die Menge moglicher Beobachtungen, dann gilt:

pleila) - plag.)
B = i
]"(-"'m I{_{| ) rer Pl wrd )

Im Folgenden bezeichnet M = (7. A. I3) ein vollstandig definiertes HMM.

Zum testen und trainieren des HMM sind zwei Fragestellungen bei gege-
bener Beobachtungssequenz X' effizient zu berechnen:

1. Die Wahrscheinlichkeit )
P(X|M)

die angibt, wie wahrscheinlich eine Beobachtungssequenz X gegeben
dem Modell A/ ist. Zum einem gibt dieser Wert einen ersten Hinweis
auf die Giite des unterliegenden Modells an, und zum anderem kann
ein Algorithmus auch fiir bestimmte Trainingsalgorithmen weiterver-
wendet werden. Diese Aufgabe kann z.B. mit dem Forward-Backward-
Algorithmus gelost werden.

2. Die wahrscheinlichste Zustandssequenz

ﬁnax = argmax (I-’{_‘EDT'. A ))

3t

die die gegebene Beobachtungssequenz X generiert. Neben dem Forward-
Backward-Algorithmus bietet sich hier der Viterbi-Algorithmus an, der
nicht versagt, wenn Transitionen nicht definiert oder eine Wahrschein-
lichkeit von () haben.

Zum Trainieren der Parameter 4,5 und 7 werden diese zufillig initia-
lisiert (wobei natiirlich die Summe aller Werte in den Parametern genau
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1 sein muss) und mithilfe des Baum — Weleh-Algorithmus oder anderen
Expectation — Mawrimization-Algorithmen optimiert. Dabei ist zu beachten,
dass diese je nach Implementierung in lokale Maxima konvergieren kénnen.

Ein weiteres Problem ist die strikte Unabhiingigkeitsannahme jedes Ele-
mentes der Beobachtungssequenz X: jedes », € X ist nur vom emittieren-
den, versteckten Zustand y, stochastisch abhingig. Damit ist es unmaglich,
komplexere und sequenziibergreifende Merkmale zur Klassifizierung von
heranzuziehen, um z.B. den Kontext einer Beobachtung mit einzubeziehen.

Weiter ist fiir eine reine Klassifizierung einer Beobachtungssequenz die
Verwendung multivariater Verteilungen kontraintuitiv: die Féhigkeit der selbst-

standigen Generierung von Beobachtungssequenzen verkompliziert unnéti-
gerweise die Anwendung dieses Modells.

2.1.3 Maximum Entropy Markov Modell

Abbildung 2.2: Das graphische Modell eines Maximum Entropy Markov Mo-
dells

Das Maximum Entropy Markov Modell - wie vorgestellt in [McCallum
u.a. (2000)] - ist eine nicht-generative Weiterentwicklung des zuvor vorge-
stellten Hidden Markov Modells.

Im Gegensatz zum HMM sind die Elemente der Beobachtungssequenz
X nicht atomar, sondern kénnen aus mehreren sich gegenseitig iiberlappen-
den Merkmalen bestehen. Weiterhin wird nicht die multivariate Verteilung
P XY ), sondern die bedingte Wahrscheinlichkeit

,
P(YIX) =[] Pulyr-1.70)

=1

betrachtet, womit die oben genannten Defizite in der Klassifizierung teil-
weise umgangen werden kénnen (siehe dazu auch [Sutton und Mecallum
(2006)]). Der aktuelle Zustand hiingt also sowohl vom vorherigen Zustand
als auch von der aktuellen Beobachtung ab.
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Wie zuvor ist Q) = {¢..... g, } die endliche Menge versteckter Zustiinde.
Die in den Abschnitten 2.1.1 und 2.1.2 vorgestellten Transitionswahrschein-
lichkeiten ’(¢,.q;) (definiert durch die Transitionsmatrix A) und Generie-
rungswahrscheinlichkeiten /?(.r,.¢,) (definiert iiber die Generierungsmatrix
[3) werden in MEMMs durch die Funktion

Py = 'Iu|.Ur—| = {5, )

ersetzt, welche die Wahrscheinlichkeit eines Zustandes ¢, € ) gegeben
seines Vorgiangerzustandes ¢; und der Beobachtung ; definiert - anders als
bei HMMs ist die Beobachtung nicht nur vom aktuellen Zustand abhéngig,
sondern von der Transition zwischen den Zusténden aus ().

Im Folgenden sind |()| Funktionen P, definiert als

Flgile:) = Py = gilie=r = ¢, %)

Diese Erweiterung der Parametrisierbarkeit erméoglicht es, Transitionen
mit mehreren, stochastisch voneinander abhiingigen Merkmalen zu modellie-
Tel.

Maximum Entropy Prinzip

Bei einem MEMM wird die Annahme getroffen, dass das beste Modell
fiir die zu untersuchenden Daten jenes ist, welches konsistent zu den in Trai-
ningsdaten gefundene Zusammenhinge ist, aber sonst keinerlei Annahmen
macht: alle nicht trainierte Kombinationen aus Vorgingerzustand, aktueller
Zustand und Observation sollen aus diesem Grund untereinander gleichver-
teilte Wahrscheinlichkeiten wiedergeben.

Die Zusammenhiinge werden als finite Anzahl binir- oder reellwertige
Merkmalsfunktionen eingefiihrt, die zusitzliche Aussagen zu jeder Observa-
tion machen kénnen.

Sei .y eine Beobachtung. ¢, ein méglicher Nachfolgezustand, b : r e X —
{0.1} eine bindrwertige Funktion und s ein Zielzustand, so definieren wir die
Merkmalsfunktion durch

_ . 1 falls b(a;) = 1 und s = y,
./lh..-»("'-' B .Uf) =
() sonst
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Nach dem Maximum Entropy Prinzip wird vorausgesetzt, dass der Wert
einer Merkmalsfunktion der so genannten Mazimum Entropy Bedingung ge-
horcht. Fiir jeden Vorgingerzustand ¢' und jedes Merkmal o = (h. 5) muss
die bedingte Wahrscheinlichkeit 72;(s|.X') folgende Gleichung erfiillen:

e o

1 _ I — .
— Tos{To s ) = s E E Plald'. ) fos(ee. q)
T I i
T k=1 9 k=1 yeYy
Die Folge t;..... t,,; entspricht jenen Positionen in den Sequenzen, in

denen y;, den Wert ¢" annimmt und die Transitionsfunktion P(q|q’..r;, ) ak-
tivieren.

So hat nun mit jede Transition folgende Wahrscheinlichkeit:

1
pili) = e B -“\tr ‘rr L
P(qilgi, x) % P > Nafulzr ar)

a

Man beachte. dass die Wahrscheinlichkeiten zum Folgezustand lokal vom
Vorgiingerzustand iiber Z normalisiert wird.

Man erhilt so pro Zustandsiibergang ein ezponentielles Modell.

Label Bias

Jedes MEMM leidet wie viele andere Verfahren auch an dem Problem,
unter bestimmten Voraussetzungen fiir bestimmte Observationen immer die
gleichen Zustiinde anzunehmen (siche [Lafferty u.a. (2001)]).

Ist der Vorzustand y, gegeben, parametrisiert ein MEMM die Verteilung
iiber den nichsten Zustand als ein Mazimum-Entropy Modell. Die Summe
der Transitionswahrscheinlichkeiten eines jeden Zustands muss 1 ergeben.
Aus der Formel fiir die bedingte Wahrscheinlichkeit einer Zustandssequenz
Y bei gegebener Beobachtungssequenz

P(Y|X) = P(ylar) - [ | Pwilyi-r. @) (2.1)

erkldrt sich das so genannte Label Bias Problem: selbst wenn bei gegebener
Beobachtungssequenz die Wahrscheinlichkeit einer Zusta.ndssequ(inz Y} lokal
betrachtet hoher ist, konnte das Modell eine andere Sequenz Y. bevorzu-
gen, wenn die Zustéinde in f-'; durchschnittlich weniger mégliche Transitionen
in andere Zustinde bietet. Beim MEMM werden die Transitionswahrschein-
lichkeiten einer zur Beobachtungssequenz gehorigen Zustandssequenz jeweils
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vom aktuellen Zustand (lokal) in der Sequenz auf 1 normalisiert, d.h. an
der Position y, der Zustandssequenz werden alle méglichen Folgezustinde
in der Sequenz unter Auswertung der Observation mit Wahrscheinlichkeiten
versehen, die in der Summe 1 ergeben miissen.

Yy W = ""‘-'-'-::.:1::;;
® w®
® ® ®

“,[0zE)

Abbildung 2.3: Beispiel fiir Label Bias: Ausschnitt der Transitionswahrschein-
lichkeiten zwischen vier Zustéinden iiber vier Observationen

In der Abbildung 2.3 werden exemplarisch Transitionswahrscheinlichkei-
ten zwischen vier Zusténden ¢;. . . . . (74 liber vier Observationen (im Bild nicht
dargestellt) gezeigt. Die durchgezogenen Linien zeigen jeweils die wahrschein-
lichste Transition von einem Zustand zu seinem Nachfolger. Werden die Tran-
sitionswahrscheinlichkeiten lokal betrachtet, wiirde die wahrscheinlichste Zu-
standssequenz von ¢, sofort auf ¢, wechseln und dort bleiben. Berechnet
man jedoch den wahrscheinlichsten Pfad nach der Formel (2.1) stellt sich
heraus, dass die Zustandssequenzen {¢i.q\.qi.q} und {q1,q1. 1.2} wahr-
scheinlicher sind. Da ¢, mehr Nachfolger als ¢, definiert, und MEMMs die
Transitionswahrscheinlichkeiten lokal normieren, wird nicht in den Zustand
> gewechselt.

2.1.4 Markov Random Field

Diese Vorform des Conditional Random Field ist definiert als ein unge-
richteter, azyklischer Graph ¢ = (V. E) mit der Knotenmenge " und Kanten-
menge . Jeder Knoten im Graph entspricht genau einem Zustand aus dem
Zustandsalphabet (), und die iiber die Kanten gegebenen Nachbarschaften
zwischen den Knoten entsprechen der stochastischen Abhéngigkeit zwischen
den Zustinden. Dabei gilt die Markov-Eigenschaft: seien die Elemente in
(2, C ( diejenigen Zustiinde, deren korrespondierende Knoten im Graphen
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mit einem zu ¢ € () korrespondierenden Knoten iiber eine Kante verbunden
sind, so gilt fiir das Modell die bedingte Wahrscheinlichkeit

P(q|Q,) = P(y|Q)

Im Gegensatz zu den zuvor vorgestellten Modellen kénnen Zustinde nicht
nur von vorherigen Zustinden stochastisch abhingig sein, sondern auch von
nachfolgenden, so wie sie im ungerichteten Graphen verkniipft sind. Auf-
grund der Markov-Eigenschaft sind allerdings nur direkte Nachbarschaften
voneinander abhingig.

Zur Berechnung der bedingten Wahrscheinlichkeiten werden eine Menge
2 positiv reellwertige Potentialfunktionen eingefithrt, die auf Cliquen® defi-
niert sind:

Qe Ae, CV = R", A, ist die i-te Clique im Graph

Normalisiert mit dem Faktor
Z = Z (H Qr',(.{l-;,- ces -,U,‘-’)
- 0

ergibt sich die Wahrscheinlichkeit fiir eine Labelsequenz mit:

5oL
P(Y) = [T they)
0

2.2 Linear Chain Conditional Random Field

G\ f';"\ Gy Cor
=X —

Abbildung 2.4: Das graphische Modell eines Conditional Random Fields

2Cliquen sind definiert als eine Teilmenge von Knoten cines Graphen, die paarweise
miteinander - also vollstAndig - verkniipft sind
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2.2.1 Begriffe und Definitionen

Das Conditional Random Field entspricht den MRF (siche Abschnitt
2.1.4), ist aber wie die MEMM (sieche Abschnitt 2.1.3) kein generierendes,
sondern konditionelles Modell, und betrachtet die bedingte Wahrscheinlich-
keit einer 7ustandﬁsoquonzﬂ bei gegebener Beobachtungssequenz X

Wie beim MEMM kann jeder Zustand aus der Sequenz Y} von der gesam-
ten Beobachtungssequenz abhéngig sein, und kann wie das MRF sowohl von
vorherigen wie auch nachfolgenden Zustanden abhingig sein.

Potentialfunktionen

Die Potentialfunktionen sind denen der MRF-Modelle sehr dhnlich und
erscheinen in der Form

—

b(X.i) falls ©Q aktiv fiir y, .y,

0 sonst

Wie man aus den Funktionsdefinition ersehen kann, ist es moglich, Po-
tentialfunktionen zu entwerfen, die nur bei bestimmten Transitionen einen
positiven Wert zuriick liefern. Gleichzeitig ist es aber auch méglich. den Vor-
giangerzustand zu ignorieren, man spricht in diesem Fall von so genannten
State Features, ansonsten von einem Transitional Feature. Es ist auch mog-
lich, die Observation zu ignorieren, um die in MP zuerst erwihnten Transiti-
onswahrscheinlichkeiten in der Klassifikation mit einzubezichen. In komple-
xeren CRF Modell ist es auch méglich, auf mehr als einen Vorgiingerzustand
zuzugreifen.

Die Potentialfunktionen kiénnen mit bindren oder reellwertige Merkmals-
funktionen parametrisiert werden, die sich meist dadurch auszeichnen, ohne
weitere Kenntnis der Menge moglicher Observationen Charakteristiken der
Observation zu beschreiben. Dies schlieft jedoch nicht aus, Merkmalsfunk-
tionen zu definieren. die auf Datenbanken basieren.
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Beispiel
Sei (yioq. i X.1) eine Potentialfunktion. die mit einer bi-

niren Merkmalsfunktion b(X. /) parametrisiert ist. Es gelte:

h(.‘f, 5 = {l getFontsize(.r;) + getFontsize(.r, 1)

() sonst
und
, = WX D) ey = TITLE. 4 # M-
SZA(U,_|,_{/'_,\,?) — ( .J’f 1 J, / Jf |
0 sonst
so gilt 2, = 1 genau dann, wenn es einen Zustandswechsel

von TITLE zu einem anderen Zustand aus () gab, und sich
die Schriftgrofke geindert hat.

Falls eine Potentialfunktion fiir eine Transition y;—1. ¥ definiert und zu
berechnen ist, so wird das Resultat dieser Merkmalsfunktion zuriickgegeben.
Das Verhalten eines CRF wird durch jeweils eine Gewichtung A pro Poten-
tialfunktionen (2, festgelegt.

2.2.2 Bedingte Wahrscheinlichkeit

Wie bereits erwithnt handelt es gich bei einem CRF um ein konditionelles
Modell, und die bedingte Wahrscheinlichkeit ist wie beim Markov Random
Field

= . ] “L“ &F
PIY|X)=="=¢ I I 2 (=15 Yis X 58)
Z(X) 7=

Man beachte, dass hier nicht lokal Normalisiert werden muss: im Gegensatz
»um MEMM leidet das CRF also nicht am Label Bias. Zum trainieren der
Potentialfunktionen wird der Vektor X eingefiihrt, der diese einzeln gewichtet.
Nach [Hammersley und Clifford (1971)] lasst sich diese Formel auch noch
in seine Exponentialform umschreiben, und somit ergibt sich die bedingte
Wahrscheinlichkeit

1
55 |
P(YU\P. z\\) = ———=-eXp ( x\L-QA.(,(j,'_;.'tj.,. X, f))
2L %) HZ_,:



2.2, LINEAR CHAIN CONDITIONAL RANDOM FIELD 19

Die Normalisierungsfunktion 7 ist dabei definiert durch

2K, X) Z(\])(ZZ/\;Q; (it 4in X o ))

¥ !
Wie man sieht, wird fiir die Berechnung eines CRF nur ein exponentielles
Modell benotigt.

Trainieren eines Conditional Random Fields

Das Trainieren eines Conditional Random Fields passt den Gewichtungs-
vektor A auf die Trainingsdaten so an, so dass die Wahrscheinlichkeit fiir ge-
gebene Observationssequenzen X' und Zustandssequenzen Y maximal wird
(Maximum-Likelihood). Es wird der Logarithmus der oben beschriebenen be-
dingten Wahrscheinlichkeit gebildet und maximiert. Sei H eine Menge von
Trainingsbeispielen (X,. },,] dann ist die zu maximierende Formel gegeben

durch:
= Z lu}‘.{ Pj\“—},
he
Einfachheitshalber werden die Potentialfunktionen im Folgenden bereits auf-
summiert:

-'\_:f.'. )

T

X) =th (Wie1 432 X 0))

Die Log-Likelihood-Funktion kam nun einfach aufgelost werden nach

— e 1
E(A) = AeF(Yh, X)) + log —
Z (’Z Z(X))

heH

— Z(Zx\;ﬂ(},, 4 j,)—lU.L_.Z(\h))

heH IS

—.-

Da diese Funktion konvex ist, wird nicht in die Gefahr gelaufen, in einem
lokalen Minima héngen zu bleiben. Man setze nun einfach die Ableitung
nach einem A, auf 0 und 16st die Gleichung auf, um die Erwartungswerte der
Funktion iiber die Trainingsverteilung zu berechnen. Der Erwartungswert
iiber die Modellverteilung

Z (Y| X0, N)Er(y| X))

yeY' !

muss jedoch mit iterativen oder Gradient basierenden Methoden berech-
net werden, wie sie in [Lafferty u.a. (2001)] beschrieben werden.
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Kapitel 3

Verwandte Arbeiten

3.1 Informationsextraktion mit Conditional Ran-
dom Fields

Zur Informationsextraktion mithilfe von Conditional Random Fields gibt
es bereits eine Reihe von Arbeiten, da sich das Modell sehr in den zur Anwen-
dung in der Named Entity Recognition und der Computerlinguistik eignet.
Bereits bei seiner Einfilhrung in [Lafferty u. a. (2001)] wurde es im Bereich
des Part-of-speech Taggings mit seinen Vorfahren - den HMMs und MEM Ms
- verglichen.

Ein weitaus fortschrittlicheres Verfahren nach [Zhu . a. (2005)] nutzt lay-
outspezifische Merkmale zur Informationsextraktion mithilfe einer modernen
Variante der CRF. Mit einem auf Internetseiten angepassten zweidimensio-
nalen Conditional Random Field werden zwei verschiedene Arten von Inter-
netseiten analysiert: Internetseiten mit zum Verkauf angebotenen Produkten
mit vier Klassifikationen (der Produktname, ein Bild, der Preis und die Be-
schreibung), und Forscherseiten zur Klassifizierung des Namens, der Telefon-
numier, der Emailadresse und Anschrift. Bei ihrem Vergleich mit Linear-
Chain Conditional Random Fields konnten die Autoren die Effektivitit ihres
Ansatzes auf Trainingsdaten mit multidimensionalen Abhingigkeiten bewei-
5011,

In einer dieser sehr dhnlichen Arbeit zeigen Andrew MeCallum und Fu-
chun Peng in [Peng und McCallum (2004)| die Méglichkeit, mithilfe wohldefi-
nierter Featurevektoren und Conditional Random Fields ebenfalls publikati-
onsspezifische Informationen zu extrahieren. Dabei verglichen sie die Ergeb-

21
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nisse der Klassifizierung durch ein CRF mit anderen Modellen wie HMMs!
und SVMs?,

Der Trainings- und Testkorpus fiir ihre Untersuchung hesteht aus berei-
nigten Texten. und die genutzten Merkmalsfunktionen umfassen sowohl ty-
pographische als auch textinhaltliche Merkmale. Dabei sind die Texte bereits
aus ihrem Vektorformat extrahiert und bereinigt, d.h. es wird nur der Text
bis zur Einleitung oder - falls diese nicht auf der ersten Seite existiert - bis
zum Ende der Seite betrachtet, der restliche Inhalt darf verworfen werden.

In ihrer Arbeit stellen sie drei unterschiedliche Merkmalsklassen vor, die
sie zum trainieren und testen des CRF verwenden: Lokale Merkmale, Lay-
outmerkmale und Externe Merkmale, und betrachtet werden die extrahierten
Worter in Lesereihenfolge als Beobachtungssequenz.

Unter den oben genannten Einschrankungen und mit den in Tabelle 3.1
beschriebenen Merkmalen klassifizieren die Autoren mit einem HMM 93.1%,
einer SVM 92,9%, und mit einem CRF 98,3% der Worter richtig.

Diese Ergebnissen miissen allerdings im Rahmen der Problemeinschriin-
kungen diskutiert werden. Es wird eine unfehlbare Bestimmung der Lese-
reihenfolge, der Worttrennung und der Zeilenzuweisung vorausgesetzt. doch
diese Informationen sind in Vektorformaten wie PDIF verloren und miissen
rekonstruiert werden (siehe Kapitel 4 auf Seite 25). Die Merkmalsfunktionen
PHONEORZIP, ACRO, NOTES und AFFILIATION setzen Expertenwissen
voraus, und sind im Rahmen ihrer Arbeit auf den englischen Sprachraum
beschrinkt. Auferdem ist es notwendig, fiir die Merkmale BIBTEX DATE,
BIBTEX AUTHOR, NOTES und AFFILIATION ein Lexikon zu fiihren
und regelméfig zu aktualisieren.

3.2 Segmentierung von PDF Dokumenten

Die Schwierigkeit, Seitenstrukturen eines PDF Dokumentes selbst mit
Adobe-eigenen Anwendungen wie PDFEdit aus der Adobe SDK wiederher-
zustellen, wurde bereits in [Chao u. a. (2001)] bemerkt. Ohne segmentierende
Algorithmen und geometrische Positionsanalyse ist eine Rekonstruktion nicht
maoglich.

Da der Informationsaustausch iiber Dokumente im PDF immer mehr an

Beliebtheit zunimmt, gibt es eine ganze Reihe von Forschungsteams, die mit
den unterschiedlichsten Verfahren Lisungen zu diesem Problem vorstellen.

'Hidden Markov Modell
2Support Vector Machine
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In [Yuan u.a. (2006)] stellen die Autoren ein regelbasiertes System zur
Rekonstruktion der Seitenstruktur von Dokumenten im PDF vor. Dabei wird
der extrahierte Text mit wohldefinierten Markierungen verschen (tag injec-
tion) und mit einem mustervergleichenden Algorithmus ausgewertet.

Das AIDAS-System nach [Anjewierden (2001)] verfolgt hybride Algorith-
men (Bottom-Up Rekonstruktion und Top-Down Expertensystem), bei dem
logische Strukturen der Seiten wie Absitze, Listen oder Uberschriften ganzer
Dokumente wiederhergestellt werden konnen.

Ein anderer Ansatz, der visuelle Merkmale zur Informationsextraktion
aus Dokumenten im PDF ausnutzt, stellen die Autoren in ihrem Artikel
Visual Information Extraction (siehe |[Aumann u.a. (2006)]) vor: mithilfe
von Dokumententemplates wird in einem Top-Down-Verfahren die verloren
gegangene Seitenstruktur wiederhergestellt.

Die Verfahren unterscheiden sich vor allem dadurch, wie speziell bzw. all-
gemein giiltig sich ihr Ansatz darstellt, und welche Klassen von Dokumenten
sie rekonstruieren konnen. Noch mehr Méglichkeiten bietet das Forschungs-
gebiet der optischen Texterkennung (OCR), da hier ebenfalls cine Segmen-
tierung des Textes vor seiner Interpretation stattzufinden hat. Da sich diese
mit bekannten Vertretern wie z.B. der Rekursive XY-Cut auch durch ihre
Sprachunabhéngigkeit auszeichnen und auf rein visuellen Informationen ope-
rieren, eignen sie sich hervorragend zur Weiterverwendung im Rahmen dieser
Arbeit.
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| Name | Beschreibung
. Lokale Merkmale
INITCAP | Grok geschriebenes Wort N
ALLCAPS | Kapitalisiertes Wort
CONTAINSDIGITS | Enthilt Ziffern
ALLDIGITS | Enthélt ausschlieflich Ziffern
PHONEORZIP | Erkannt als Telefonnummer bzw. Postleitzahl
CONTAINSDOTS | Ein Punkt innerhalb des Wortes
CONTAINSDASH | Ein Minuszeichen innerhalb des Wortes
ACRO | Erkannt als Abkiirzung
LONELYINITIAL | Buchstabe gefolgt von Punkt: Initialien
SINGLECHAR | Ein einzelner Buchstabe
CAPLETTER | Ein einzelner grof geschriebener Buchstabe
PUNC | Satzzeichen
URL | Erkannt als URL iiber regulidre Ausdriicke
EMAIL | Erkannt als Email iiber regulire Ausdriicke
WORD | Als Wort erkannt

Layoutmerkmale

LINE START
LINE_IN
LINE_END

Befindet sich am Zeilenanfang
In der Mitte der Zeile
Am Ende der Zeile

Externe Merkmale

BIBTEX_AUTHOR
BIBTEX _DATE
NOTES
AFFILIATION

Name in Autorenlexikon gefunden

Erkannt als Datumsangabe

Ausdriicke zur Publikationsart (appeared, submitted)
Ausdriicke zur Zugehérigkeit (institution, Lab)

Tabelle 3.1: In [Peng und McCallum (2004)] genutzte Potentialfunktionen
zur Verwendung im Klassifizierer




Kapitel 4

Ansatz zur
Informationsextraktion

4.1 Implementierte Verfahren und Algorithmen

4.1.1 Extraktion der Glyphen aus PDF Dokumenten

Verschiedene Open Source Entwicklungen bieten alternativ zu komimer-
ziellen Produkten Analyseméglichkeiten der im Vektorformat gespeicherten
Glyphen. Im Rahmen dieser Arbeit ist das von der Apache Foundation® be-
treute Projekt PDFBoz? mit dessen Unterprojekt FontBoz in der Version
0.8 verwendet worden. Diese Projekte sind freie Java-Implementierung der
PDF Spezifikationen unter der Apache Lizenz v2.0°

Die Extraktion der Glyphen aus einem Dokument im PDF stellt diese
Projekte vor eine groke Herausforderung. Die Spezifikationen sehen nicht nur
eine Vielzahl verschiedener Schriftartenfamilien (wie z.B. TrueType, AFM,
BitMapFonts) vor, sondern auch unterschiedliche Moglichkeiten, Schriftart-
beschreibungen in einem Dokument zu hinterlegen.

Glyphen im PDF

Ein Glyph verbindet im PDF spatiale Information - seine Position, Brei-
te und Héhe - mit typographischen Merkmalen: der verwendete Font mit

"http://www.apache.org
?llttp://'pdﬂ.mx.a]mx'lm.m‘g
http://www.apache.org/licenses/ LICENSE-2.0

25
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seinen Spezifikationen, dessen Name, Familie, Grofe und Skalierung. Zusiitz-
lich steht je nach Implementicrung der Text, den ein spezifisches Glyph re-
prasentiert, im Glyph zur Verfiigung. Ein Glyph kann einige Buchstaben
oder ganze Sitze darstellen, aber auch Steuerzeichen, die verschiedene PDF-
Applikationen z.B. zur Steuerung eigener Funktionen verwenden.

Das Format gibt Entwicklern von dokumentenerzeugenden Anwendungen
im PDF vielerlei Freiheiten. Leerzeichen konnen innerhalb eines Glyphs oder
indirekt iiber die Abstinde zwischen zwei Glyphobjekten spezifiziert werden.
Das Druckbild eines Glyphen kann durch verschiedene Kombination aus ho-
rizontaler bzw. vertikaler Skalierung, der angegebenen Fontgréfe sowie frei
spezifizierten Transformationsmatrizen angepasst werden, und die zusétzlich
vorhandenen Breiten- und Héhenangaben werden oftmals fehlerhaft oder gar
nicht belegt, da das Druckbild von diesen Metainformationen unabhéingig ist.

Die Problematik macht sich im verwendeten Parser dadurch bemerkbar,
dass die Glyphen einiger Dokumente bzw. einige Glyphen innerhalb eines
Dokumentes nur unzureichend weitergegeben werden. Ohne eine Plausibili-
titskontrolle hzw. Korrektur sind die extrahierten Glyphen nicht im System
verwendbar.

Normalisierung der Glyphen

Zwei Verfahren werden angewendet, um die beschriebenen Schwachstel-
len in einer automatischen Glyphanalyse zu bereinigen. Im ersten Verfahren
wird die Tatsache ausgenutzt, dass das Druckbild den genauen Zustand eines
Glyphen darstellt, wie es von einem Anzeigeprogramm oder Druckertreiber
verstanden wird. Geraten die ausmultiplizierten Grékenangaben eines Gly-
phen unter einen experimentell bestimmten Schwellwert, so wird das Glyph
auf ein Bitmap gedruckt und die Héhe und Breite pixelgenau bestimmt. Die
so gewonnenen Hohenangaben werden pro spezifizierten Font gesammelt und
das Maximum hestimmt. Am Ende der Analyse des Dokumentes wird allen
Glyphen mit der gleichen Fontspezifikation diese Hohe zugewiesen. Ist im
Glyph der beschriebene Text hinterlegt, so werden die Breitenangaben iiber
die Anzahl der Zeichen gemittelt, um eine Annidherung an die Zeichenbreite
auf gleiche Weise zu ermitteln.

Das zweite Verfahren dient der Gruppierung von Glyphen in Zeilen, und
behebt Probleme in der Leerzeichenberechnung, der Erkennung von Aufzdhlungs-
und anderen Sonderzeichen sowie von hoch- bzw. tiefgestellten Text, und er-
leichtert die Bestimmung der Lesereihenfolge. Der verwendete Algorithmus
ist eine Abwandlung des in |Breuel (2002a)| vorgestellten Verfahren namens
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Robust Least Square Baseline Finding inklusiver der Erweiterung mit Neben-
bedingungen nach [Breuel (2002b)] und entstammt dem Gebiet der optischen
Zeichenerkennung.

4.1.2 Zweidimensionale Datenstruktur

Zur Bewiltigung der Fragestellung ist eine effiziente, zweidimensionale
Datenstruktur notwendig. Die Tagger, simtliche Segmentierungsalgorithmen
sowie die Trainings- und Testroutinen benotigen nicht nur stindigen Zugriff
auf einzelne Glyphen, sondern sollten auch in der Lage sein, Textregionen
im Ganzen auszulesen und zu annotieren. Inshesondere besteht die Notwen-
digkeit, Textregionen zu vereinigen oder ihre Schnitt- bzw. Differenzmenge
effizient zu bestimmen. Da das Training des CRF auf einen Korpus bereits
annotierter Publikationen angewiesen ist, ist die Persistenz dieser Daten-
struktur eine weitere wichtige Anforderung.

In [Ousterhout (1982)| stellt John Ousterhout eine zweidimensionale Da-
tenstruktur fiir Layout-Applikationen in der Schaltkreisherstellung im Be-
reich der VLSI' vor. Die Corner Stitching Datenstruktur ermdglicht es. Be-
reiche in einem zweidimensionalen Feld effizient zu speichern, zu markieren
und auszulesen.

Corner Stitching Datenstruktur

Corner Stitching ist eine Datenstruktur, die Objekte in zwei Dimensionen
sortiert. Besondere Bedeutung wird hierbei der effizienten Nachbarschaftssu-
che beigemessen, und unterscheidet sich inshesondere von anderen mehrdi-
mensionalen Datenstrukturen wie z.B. multidimensionale Bindrbiume da-
durch, dass der leere Raum zwischen den zu speichernden Objekten explizit
in der Datenstruktur spezifiziert ist, und dass das gesamte zweidimensionale
Feld zu jedem Zeitpunkt wohldefiniert ist.

Alle Objekte sowie der leere Raum zwischen ihnen werden als nicht iber-
lappende, rechteckige Tiles reprisentiert. Jedes Tile ist definiert iiber seine
Attribute, die die Koordinaten der linken oberen sowie rechten unteren Ecke
des Rechtecks angeben, und vier Zeiger, die sog. corner stitches (siehe Abb.
4.1). Diese speziellen Zeiger verbinden ein Tile derart mit seinen Nachbarn,
dass Riickschliisse auf die relative Lage der Nachbarn gezogen werden kon-
11e1:

Wery Large Seale Integration: Integrationsgrad, kennzeichnend fiir Schaltkreise mit
iiher 100.000 Transistoren
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Abbildung 4.1: Beispiel eines Tiles mit den vier Stitches

e der Rightest-Top-Zeiger (RT) weist auf den Nachbarn, dessen untere
Kante einen gemeinsamen Punkt mit der oberen rechten Ecke des Tiles
besitzt.

o der Top-Right-Zeiger (TR) weist entsprechend auf den Nachbarn, des-
sen linke Kante einen gemeinsamen Punkt mit der oberen rechten Ecke
des Tiles besitzt.

e der Leftest-Bottom-Zeiger (LB) entgpricht punktsymmetrisch dem Rightest-

Top-Zeiger. Er weist auf den Nachbarn, dessen obere Kante einen Punkt
mit der unteren linken Ecke des Tiles aufweist.

e der Bottom-Left-Zeiger (BL) entspricht punktsymmetrisch dem Top-
Right-Zeiger und weist auf den Nachbarn, dessen rechte Kante sich
cinen Punkt mit der unteren linken Ecke des Tiles teilt.

Mithilfe dieser Datenstruktur kénnen so die Glyphen eines PDF Doku-
mentes riumlich gespeichert werden, und erfiillen die o.g. Anforderungen zur
weiteren Verarbeitung,.

Da sich Glyphen in einem PDF Dokument gegenseitig iiberlappen konnen,
ist bei der Implementierung dieser Datenstruktur darauf geachtet worden,
schnell Kollisionen der Tiles zu erkennen. Bei Kollision wird eine neue Corner
Stitching Schicht erstellt, und im weiteren Verlauf werden die Glyphen auf
alle erzeugten Schichten gleichverteilt. Dies stellte sich im Rahmen dieser
Anwendung sogar als effizienter als die traditionelle Implementierung nach
|Ousterhout (1982)] heraus, da sich die Anzahl der Tiles in den Schichten
um mehrere Gréfenordnungen verringerte. und nur in Extremfillen mehr als
drei Schichten vonndten sind.
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Oﬁ;el'ation Liste | K-d Ba:;lm Quadtree | Corner Stitching -
Punktsuche N log N ) T +log N VN
Nachbarsuche N log N T+ log N |
Bereichsuche N n T'+mn n
Objektsuche niN nlog N n(T 4+ log N) "
Objekt hinzufiigen 1 log N log N VN +n

Tabelle 4.1: Laufzeitklassen einiger Datenoperationen nach [Marple u. a.
(1990)].

N: Gesamtzahl der Objekte in der Datenstruktur.

n: Anzahl Objekte pro Knoten bzw. Anzahl Objekte im gesuchten Bereich
T': Anzahl Objekte pro Knoten im Quadtree

4.1.3 Rekursiver XY-Cut

Der Rekursive XY-Cut ist ein baumbasierter Segmentierungsalgorithmus,
bei dem ein Dokument rekursiv der Lénge nach horizontal und vertikal ge-
schnitten wird, bis ein Endkriterium erreicht wird (nach |[Nagy u. a. (1992)]).

In seiner naivsten Form such der Algorithmus in jedem Schritt nach der
groftméglichen horizontal bzw. vertikal ausgerichteten leeren Fliiche, teilt
an dieser Stelle das Dokument in zwei Hélften und ruft sich rekursiv mit
den neuen Fliachen parametrisiert auf, wobei er bei jedem Abstieg (also bei
jedem rekursiven Aufruf) die gesuchte Ausrichtung der Weikfliche wechselt.
Ein mogliches Abbruchkriterium kann beispielsweise die Grike der Fliche
sein, auf der gesucht wird.

Je nach Fragestellung variieren die Implementationen des Algorithmus.
Stéren L-formige Weikflichen die Suche nach einem guten Schuitt, so kann
statt nach durchgehenden horizontalen bzw. vertikalen Weifflichen zu suchen
nach T-formigen Weikflichen gesucht werden.

Im Rahmen dieser Arbeit stand jedoch vielmehr die Frage im Vorder-
grund, auf welche Art der bestmégliche Schnitt gewiihlt werden kann. und
wie das Abbruchkriterium zu definieren ist. In Experimenten hat sich schnell
herausgestellt, dass der beste Schnitt in lingst nicht allen Fillen derjenige
mit der grokten Weikfliche ist: vor allem die Namen der Autoren und ihre
Emailadressen zeigten Teilweise so geringen Abstand, dass sie von diesem
Algorithmus niemals getrennt werden konnten. Es stellt sich jedoch heraus,
dass man sich nicht nur auf eine einzige Bewertungsfunktion zur Wahl des
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Schnitts beschranken muss.

Mithilfe der auf Segmentbasis operierenden Merkmalsfunktionen, die ei-
gentlich zur Analyse der Segmente im CRF verwendet werden. kann die Giite
eines Schnittes berechnet werden. Analysieren Merkmalsfunktionen Bereiche,
in denen mehrere, unterschiedliche Textformatierungen enthalten sind, wei-
sen sie diesen nur eine geringe Konfidenz zu. Da semantisch zusammengehié-
rende Elemente in einer Publikation meist ein dhnliches Schriftbild aufweisen.
ist somit klar, dass das betrachtete Segment so nicht ausreichend zur Wei-
terverarbeitung ist.

Je mehr Formatierungen gefunden werden, desto héher ist die Wahr-
scheinlichkeit, an einer semantisch sinnvollen Position im Dokument segmen-
tiert zu haben. So bleibt nur noch, den Rekursiven XY-Algorithmus derart
anzupassen, dass er die Summe aktiver Merkmalsfunktionen als Bewertungs-
funktion verwendet.

Der fiir das System entwickelte Algorithmus fiihrt iiber alle méglichen
Schnitte Buch, und wiihlt genau die Kombination an Schnitten, die iiber alle
Segmente die meisten aktiven Merkmalsfunktionen vorzuweisen hat.

4.1.4 Pyramidensegmenter

Diese Segmentierungsart entstammt der Idee, ein Dokument aus verschie-
denen Entfernungen zu betrachten: je weiter entfernt der Betrachter sich zum
Text befindet, desto verschwommener sind die Details und das Auge nimmt
nur noch zusammengehorende Strukturen wahr. In [Tan und Zhang (2000)]
zeigen die Autoren die Ubertragung dieser Idee in einen Algorithmus.

Initialisierung

Die zu konstruierende Pyramidenstruktur besteht aus einer Sequenz
Py, ... P; quadratischer Bindrfelder P, mit den Ausmafen 2% x 2/~ wobei
L € NT die maximale Hohe der Pyramide beschreibt und angemessen zu
bestitminen ist. Jedes Binérfeld P wird rekursiv aus seinem Vorgénger /7,
konstruiert. Sei P(x.y) = 1 = wahr wenn das Bit an der Position =.y €
0,257 — 1] im Binérfeld P — i gesetzt ist, dann gilt:

1 Poa(zy)VEa(le+1Ly)VEa(ey+ ) VE e+ 1y+1)

() sonst

Pi(x,y) =
(4.1)
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Abbildung 4.2: Konstruktion eines Biniirfeldes aus seinem Vorgénger

Sei /1 € R die Hohe des zu segmentierenden PDF Dokumentes, so bestim-
men wir das Levelmaximum (die Héhe der Pyramide) mit

L = |log, h|

Zur Initialisierung des Basislevels I, kénnen nun alle Glyphen passend ska-
liert auf das 2" x 2" grofe Binirfeld gedruckt werden (siche dazu auch den
Abschnitt 4.1.1 auf Seite 26), und alle weiteren Binirfelder 7. .. .. P ent-
sprechend der Formel 4.1 initialisiert werden. In der praktischen Anwendung
sind die letzten drei Bindrfelder nicht von Bedeutung und kénnen meist aus-
gelassen werden.

Zwei gesetzte Bits im Bitfeld gelten als benachbart, falls sie sich im Feld
beriihren oder direkt diagonal zueinander liegen. Formal gilt also: (2. y)
und (2, y) mit (&, y) # (& ) sind genau dann benachbart, wenn P (.. y) =
Pili.g) = 1und [r+y—7r—y)| < 2. Eine Menge gesetzter Bits im Bitfeld gilt
genau dann als zusammenhédngende Komponente, wenn ein Pfad benachbarter
Bits zwischen allen méglichen Bitpaaren der Menge gefunden werden kann.
Zwei benachbarte Bits gehdren also immer der gleichen zusam menhéngenden
Komponente an.

Algorithmus Der Algorithmus sucht ausgehend von einem algorithmisch
gefundenen Startlevel zusammenhdngende Komponenten, die - in mehreren
Schritten optimiert - auf das zu segmentierende Dokument zuriick tibertragen
werden und dort die gefundenen Segmente definieren:

1. Bestimme das Startlevel anhand der relativen Dichte der Bitfelder. Die
Dichte eines Bitfeldes P, ist der Quotient aus der Anzahl gesetzter Bits
und allen Bits im Feld. Die relative Dichte eines Bitfeldes P.i =0
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ist definiert als der Quotient aus der Dichte des Bitfeldes 7 und der
Dichte des Basislevels 1. Das Startlevel S = | bezieht sich dann auf
das grofite Bitfeld 7 mit der relativen Dichte = 3.1.

Abbildung 4.3: Links: Bitmap eines PDF im Startlevel, verbundene Kompo-
nenten mit gleicher Farbe markiert (Schritt 1). Rechts: unterbesetzte Spalten
in groken Komponenten geloscht (Schritt 2)

2. Suche im Bitfeld Ps nach unterbesetzten Spalten in grofien zusammen-
hingenden Komponenten. Eine zusammenhéngende Komponente wird
als grofie zusammenhdingende Komponente bezeichnet, wenn die An-
zahl gesetzter Bits der Komponente groker ist als 2 - 257 /100. Ist dies
nicht der Fall, werden sie als kleine zusammenhdingende Komponente
definiert.

3. Betrachte pro zusammenhingender Komponente alle Bits innerhalb ih-
res Fangrahmens. Der Fangrahmen einer Komponente ist das kleinst-
mogliche Rechteck, welche alle Bits der Komponente enthilt. Zeilen-
weise von links nach rechts: Setze alle Bits bis zum ersten gesetzten
Bit der Komponente in gleicher Reihe auf 1. Dieser Schritt fiillt samt-
liche Einrtickungen auf der linken Seite auf, und sie gehoren so zur
zusammenhingenden Komponente.

4. Samtliche kleine zusammenhdngende Komponente, die sich innerhalb
des Fangrahmens einer grofen zusammenhéngende Komponente befin-
den, werden mit dieser zusammengefiihrt.

5. Alle iibrig gebliebenen, kleinen Komponenten werden anhand der Newton-
Metrik n = 2.3 (siehe |[Tan und Zhang (2000)]) paarweise miteinan-
der verbunden, falls n = 1. Dabei ist 1, die Anzahl gesetzter Bits der
kleinen Komponente 7, und - der euklidische Abstand der Mittelpunkte
zwischen den beiden betrachteten Komponenten.
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Abbildung 4.4: Links: Linkseinriickungen sind aufgefiillt (Schritt 3). Rechts:
kleine Komponenten innerhalb grofer Komponenten werden mit diesen zu-
sammengefiihrt (Schritt 4)

Abbildung 4.5: Links: kleine Komponente nach Newton-Metrik verbunden
(Schritt 5). Rechts: Paragraphen sind anhand der rechtsseitigen Einrtickung
gespalten (Schritt 6).

6. Betrachte zeilenweise die rechtsseitige Einriickung der grofen Kompo-
nenten in Bezug auf ihren Fangrahmen: ist diese griker als die durch-
schnittliche rechtsseitige Einriickung innerhalb der Komponente, spalte
die Komponente am Ende der Einriickung in ihren oberen und unte-
ren Teil. Dieser Schritt spaltet Paragraphen, die sonst als ein grofes
Segment erkannt werden wiirden.

7. Ubertrage die Fangrahmen der verbundenen Komponenten auf die Ko-
ordinaten des urspriinglichen Dokumentes: sémtliche Glyphen, die sich
innerhalb einer riicktransformierten Komponente befinden, gelten als
Segment.

Aufgrund der hervorragend Ergebnisse, die der Algorithmus fiir das Con-
ditional Random Field liefert (siehe dazu die Abschnitte 5.2.1 und 5.3.1). ist
dieser Algorithmus der einzige noch aktive Segmentierer im System.
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Abbildung 4.6: Bitmap eines PDF im Startlevel, verbundene Komponenten
mit gleicher Farbe markiert

4.2 Arbeitsweise der Komponenten

PDFBox
FontBox

Glyphen

Corner Stitching
Datenstruktur

Segmentizrung

==m| Tagger

Zudlandssequenz |<5==

Abbildung 4.7: Das System im Uberblick

Neben den Kernkomponenten sind eine Vielzahl weiterer Komponenten
daran beteiligt, die Analyse zu ermdglichen. Im Folgenden wird die Analyse
eines PDFs exemplarisch beschrieben, um einen Uberblick iiber die Arbeits-
weise des implementierten Systems vermitteln zu kénnen.

Wie in der Abbildung 4.7 angedeutet, sind fiinf Hauptkomponenten an
der Analyse einer Publikation beteiligt. Die Toolkits PDFBox bzw. Fontbox
bilden dabei eine Ausnahme, da sie im System nur als Schnittstelle zu den
PDF-Dateien genutzt werden und seien hier nur der Vollstindigkeit halber
erwihnt.

Sind die Glyphen generiert, werden sie dem Parser zur Verfiigung ge-
stellt. Dieser fithrt eine Reihe von Filterfunktionen aus, bei denen fehlerhafte
Glyphen entweder repariert oder verworfen werden. In den meisten Féllen
handelt es sich dabei um Steuersymbole, die von manchen PDF-Erzeugern
im Format versteckt werden (siehe dazu auch Abschnitt 4.1.1).

Sind die fehlerhatten Glyphen korrigiert, werden sie in die mehrlagige Cor-
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ner Stitching Datenstruktur iibertragen (Abschnitt 4.1.2). An diesem Punkt
fingt der Tagger an, Informationen zu sammeln. Die Namen und Skalierun-
gen der Fonts werden in Histogramme gespeichert, und es wird ein minimaler
Rahmen berechnet, in den alle Glyphen hineinpassen. Dies ist notwendig,
um die in Tabelle 5.3 erwihnten Merkmale commonFont, smallesFont, lar-
gestFont, top. bottom,top Third, middle und bottom Third zu berechnen.

Im Trainingsfall 1ddt der Tagger auch die vordefinierten Label und testet
die geladenen Daten auf Integritiit: sind Glyphen gar nicht oder mit mehr
als einem Label versehen, wird je nach Konfiguration abgebrochen, oder es
wird die graphische Oberfliche zum Labeln gestartet.

Der Segmenter wird mit dem minimalen Rahmen und den Glyphen in
der 2D-Datenstruktur parametrisiert und berechnet die Segmente (siehe Ab-
schnitte 4.1.4 und 4.1.3). Der Tagger lidt diese Segmente und berechnet aus
ihnen die Merkmale leftAlign, rightAlign, centered, block, smallestLS und lar-
gestLS. Hierzu startet der Tagger verschiedene Algorithmen zur Berechnung
der Zeilen und fiihrt einen topologischen Sortieralgorithmus durch. um die
Lesereihenfolge der Segmente zu bestimmen.

Die sortierten Segmente und die vom Tagger gesammelten Informatio-
nen werden nun dem CRF-Modul iibergeben, welches daraus die wahrschein-
lichste Labelsequenz berechnet. Diese Informationen kiénnen nun iiber eine
Anwendungsschnittstelle erfragt werden.
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Kapitel 5

Experimente und Ergebnisse

5.1 Erstellung des Publikationskorpus

Zum Trainieren der Conditional Random Fields sowie zur Auswertung
verschiedener Segmentierungsalgorithmen und der Giite der Informationsex-
traktion wurde im Verlauf der Diplomarbeit ein Datenkorpus aus 350 Publi-
kationen erstellt.

Die Publikationen im Datenkorpus erstrecken sich iiber eine breite Aus-
wahl an Themengebieten, Sprachen und Formatierungen. um sicherzustel-
len, nicht einen speziellen Typus zu bevorzugen und damit die Effektivitiit
des Systems unnétig einzuschriinken. Es hat sich gezeigt, dass unterschiedli-
che Forschungsgebiete oft ihren eigenen Publikationsstil entwickeln. der sich
deutlich in der Typographie der betrachteten Dokumente widerspiegelt: wiih-
rend beispielsweise im mathematisch /technischen Bereich zwelspaltige Texte
dominieren, deren Erscheinung der Einfluss bekannter Textsatzprogramme
wie Latex deutlich anzusehen ist, wird in anderen Gebieten eher einspalti-
ger Text mit doppeltem Zeilenabstand bevorzugt. Ahnliche Beobachtungen
kénnen auch bei Dokumenten aus unterschiedlichen Sprachriumen angestellt
werden. Allgemein kann festgestellt werden, dass Jje weiter sich publizierende
Entititen voneinander entfernen, desto eher evolvieren sie einen zueinander
unterschiedlichen Stil.

Google Scholar' bietet eine leistungsstarke Schnittstelle zur Suche nach
Publikationsdokumenten, und bietet ebenfalls die Méglichkeit, die Ergebnisse
auf Dokumente im PDF zu beschriinken. Damit fillt es leicht, eine zufillige

'http://scholar.google.de

37
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Menge unterschiedlicher Publikationen zu sammeln, ohne sich unbewusst auf
bestimmte Themengebiete oder Sprachen festzulegen.

Fiir jede im Korpus vorhandene Publikation sind Bereiche definiert, die
die semantische Struktur des Textes beschreiben. Jedem Glyph auf den rele-
vanten Seiten ist also genau ein Tag zugewiesen (siehe Tabelle 5.1). Um die
Markierung von Bereichen mit Tags im Korpus zu erleichtern ist im Rahmen
dieser Diplomarbeit ein Programm entstanden, welches es ermdglicht, diese
Bereiche eindeutig fiir ein PDF-Dokument zu definieren und persistent zu
speichern.

s
Fils Halp

P eaman

tavedrann

T¥ T ahow tags

B show tsxi

aistfibutian
11,00 ho@i yeu?

EGEKFE=AGYPETImM

195,81 ELET]
sl 32840

Abbildung 5.1: Glyphendarstellung in der Tag-Anwendung. Bereiche mit ge-
farbten Hintergrund sind entsprechend ihrer Farbe mit I-?]'lli"llll der links an-
gefiihrten moglichen Tags markiert, die in grun pefarbten Glyphen werden
gerade selektiert.

Im sogenannten Batchmodus durchsucht das Programm einen Ordner
nach PDF Dateien, iiber die keine oder unvollstindige Tag-Informationen
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vorliegen, und ermdglicht dem Benutzer, mithilfe einer grafischen Benutzer-
oberfidche diese Bereiche mit Tags zu versehen. So kann jederzeit der Korpus
erweitert werden, indem einfach PDF-Dateien in den Korpusordner kopiert
werden.

Name des Tags Semantische Bedeutung
abstract Die Einleitung der Publikation
affil Institut, Anschrift u.i.
author Die Namen der Autoren
email Emailadressen
heading Kapitel- oder Sektionsiiberschriften
keyword Angegebene Schliisselwérter zur Publikation
published Informationen zum Verlag, Konferenz u.i.
tel Telefon /Fax /Handy
text Der Publikationstext
title Uberschrift der Publikation
web Internetadressen
other Zu keinem Tag passende Glyphen

Tabelle 5.1: Tags und ihre Bedeutung

Aus dem Korpus lisst sich nun fiir jede Publikation jederzeit das ge-
wiinschte Ergebnis der Informationsextraktion auslesen, da die dort gesuchten
Informationen als eigenstéindige Bereiche definiert sind. Da die gesuchten In-
formationen nicht in einen auf Klartext basierten Korpus spezifiziert sind.
sondern {iber Bereiche mit direktem Bezug zum korrespondierenden Doku-
ment, konnen diese Bereiche auch zur Evaluierung der Segmentierer verwen-
det werden, worauf im folgenden Kapitel noch genauer eingegangen wird.
Allerdings darf sich so nichts mehr an der geometrischen Interpretation der
Glyphen éndern, da sonst die Bereiche die Glyphen nicht mehr akkurat an-
notieren (siehe dazu Abschnitt 4.1.1 auf Seite 26).

5.2 Metriken

5.2.1 Metrik zur Evaluierung der Segmentierungsalgo-
rithmen

Wie bereits erwihnt soll der Korpus auch zur Evaluierung der Segmentie-
rer verwendet werden. Dazu muss zunichst betrachtet werden, welche Seg-
mentierung im Zusammenhang dieser Arbeit optimal ist.
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Sei X = ny...... g di_(-:‘ Beobachtungssequenz, anhand derer das CRF die
gesuchte Zustandskette Y = ¢y, .. .. yr. y; € (Q aus dem endlichen Zustand-
salphabet () h@‘er:hnnt. Wie in Kapitel 4.2 beschrieben, wird die Beobach-
tungssequenz .\ aus den topologisch sortierten Textsegmenten gebildet, die
der Segmenticrungsalgorithmus aus der aktuell betrachteten Publikation be-
rechnet hat. Ist die Publikation im Korpus aufgenommen worden, so ist auch
bekannt, welche Teile des Textes zu welchem Zustand aus () gehéren. Diese
Textteile stellen im Prinzip die Informationen dar, die das System extrahie-
ren kinnen soll. Optimal wére also ein Algorithmus, der den Text genan in
(0| Teile segmentiert, so dass in jedem Segment nur Text vorkommt, der ge-
nau einem Zustand in () zugeordnet ist. Dieser Optimalzustand ist praktisch
nicht zu erreichen, da die Publikationen sich so nicht darstellen.

Die nichstbeste Segmentierung, die praktisch zu erreichen und messbar
ist, unterteilt den Text aus der Sicht der gesuchten Information akkurat, d.h.
jede gesuchte Information ldsst sich aus einer Untermenge aller Segmente
akkurat rekonstruieren. Formal kann dies so ausgedriickt werden: sei

8= {8y iSu} i GET | J8i=T

eine Segmentierung, jedes Segment S; € S eine Menge Glyphen aus der
betrachteten Glyphmenge 77, und

die Menge der Textbereiche, deren Elementen anhand der Trainingsdaten
immer genau ein Zustand aus () zugeordnet ist.

Aus der Sicht der gesuchten Informationen I ist eine Segmentierung also
genau dann akkurat, wenn jedes ihrer Elemente I, aus einer Untermenge der
gefundenen Segmente gebildet werden kann, also wenn gilt:

rcsSvie(l,|Q| (5.1)

Es ist leicht zu erkennen, dass ein trivialer Segmentierungsalgorithmus.
der beispielsweise jeden Buchstaben eines Textes in ein eigenes Segment ab-
spaltet, auf jeden Fall dieses Kriterium erfiillt.

Allerdings wird in unserem Fall nach einem effektiven Segmentierungs-
algorithmus gesucht, der das CRF optimal in seiner Aufgabe der Informati-
onsextraktion unterstiitzt. Wird das Kriterium (5.1) verletzt, analysiert das
CRF Segmente, die es gar nicht richtig klassifizieren kann, da sich mehr als



5.2, METRIKEN 41

eine der zu entschliisselnden Informationen im gleichen Segment befinden.
Das Kriterium eignet sich also gut dafiir, bekannte Segmentierungsalgorith-
men auf ihre Effektivitiit in diesem speziellen Anwendungsfall zu priifen und
miteinander zu vergleichen

Sei wieder eine Segmentierung S = {5;.....S5,,} und die gesuchten In-
formationen I' gegeben. Zuniichst wird fiir jedes Segment S, bestimmt, mit
welchem I'; € T es sich die grokte Schnittmenge teilt. Dieses I'; bezeichnen
wir im folgendon als die Hauptkomponente des Segments S,. Sm Sr; € S
definiert als die Vereinigungsmenge aller Segmente, deren Hcmp‘rkmnponento
I'; ist, und Sf , seine Komplementérmenge. Dann kénnen wir fiir T,

TruePositive(T;) = [[Sy, N T

FalsePositive(T;) = H-S'r_, \ Ty| .

TrueNegative(I';) = H-E’ﬁ \ T| (5.2)
FalseNegative(I';) = [|I'; \ Sy ||

mit einer beliebigen Norm ||-|| berechnen (die Norm, die allen Ergebnissen

in Kapitel 5.3 zugrunde liegt. ist definiert als die Summe der Buchstaben aller
Glyphen im Textsegment ).

In der folgenden Evaluation werden die Mafe Precision, Recall und Accu-
racy verwendet, die wie folgt definiert sind:

TruePositive
TruePositive + FalsePositive

Precision =

Bl o e lT}‘uePosutwe . (5.3)
TruePositive + FalseNegative

TruePos. + TrueNeg.
TruePos. + TrueNeg. + FalsePos. + FalseNeg.

Accuracy =

5.2.2 Metriken zur Evaluierung des CRF

Die Informationen, die das CRF zu extrahieren hat, stehen bereits mar-
kiert im Korpus zur Verfiigung, und koénnen so direkt zur Evaluierung her-
angezogen werden,

Anders als im Falle des Segmenters muss keine Hauptkomponente mehr
fiir Segmente berechnet werden, da diese einen Zustand aus ( 2 schon zuge-
wiesen bekommen haben.



42 KAPITEL 5. EXPERIMENTE UND ERGEBNISSE

Sei I analog zu Abschnitt 5.2.1 definiert, und Sr. ¢ § die Vereinigungs-
menge aller Segmente, denen das CRF den Zustand I;.] zugewiesen hat. Dann
kénnen wir genau wie in (5.2) fiir alle I'; mit einer beliebigen Norm || - || fol-
gende Kennwerte berechnen:

TruePositive(I;) = |[Sy, N T|

FalsePositive(I';) = ||--“:?'r, \ Ty|

TrueNegative(I';) = ||‘3]§‘ \ Tyl (5.4)
FalseNegative(T';) =  [|T; \ Sr ||

Die zweite Metrik, die zur Evaluation verwendet wird, ist die Konfusions-
matriz. In dieser quadratische Matrix werden die vom CRF ermittelten Label
(also die gesuchten Informationen) mit den tatsdchlichen Labeln kombiniert
und ihre Auftrittshaufigkeit gezahlt. Dabei korrespondieren die Spalten mit
den tatséchlichen, gesuchten Zustéinden aus (), und die Zeilen mit den ermit-
telten Ergebnissen. Die richtigen Klassifikationen sind also auf der Hauptdia-
gonalen zu finden.

5.3 Ewvaluation

5.3.1 Evaluation der Segmenter

Im Verlauf der Ausarbeitung haben sich zwei verschiedene Ansétze zur
Segmentierung der Publikationsdokumente durch ihre Effektivitit im Hin-
blick auf die weitere Auswertung durch den Klassifizierer hervorgetan:

e XY-Cutline Segmenter

e Pyramidensegmenter

Wie bereits in Kapitel 5.1 beschrieben kann der gleiche Trainings- und
Testkorpus verwendet werden, der zur Evaluation des Conditional Random
Fields erstellt wurde. Da die Segmentieralgorithmen kein Training benétigen,
sind alle 350 Publikationen segmentiert und anhand der im Abschnitt 5.2.1
vorgestellten Metrik miteinander verglichen worden:

Da OTHER meist nur einige wenige Glyphen beinhaltet, ist der Rekursive

XY-Cut nicht in der Lage, diese verniinftig auszuwerten und wurde daher
weggelassen. Es ist deutlich zu erkennen, dass das Pyramidenverfahren besser
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“Rekursiver XY-Cut | Pyramidenverfahren
[ Precision | Recall | Precision | Reeall
ABSTRACT | 0,71 0,60 0,98 0.96
AFFIL 0,88 0,87 0,97 1
KEYWORD 0,42 0,32 0.84 0,71
OTHER - - 0,99 0.84
PUBLISHED 0,76 0,41 0,99 0.87
_ TRYT 0,95 0,98 0,99 1
TITLE 0,92 0,91 0,99 0,97

Tabelle 5.2: Evaluierung und Vergleich der Segmenter

als der Rekursive XY-Cut in der Lage ist, dem CRF akkuratere Segmente zu
iibermitteln.

Andere getestete Verfahren wie beispielsweise die Growing Bounding Box
haben sich friith aus nicht robust oder leistungsstark genug herausgestellt:
entweder mussten sie derart sensitiv parametrisiert werden, dass sich die An-
zahl der Segmente als zu hoch zur Weiterverwendung im CRF herausstellten,
oder verlangten Expertenwissen und waren so mit der Idee einer auf visuellen
Merkmalen basierten Informationsextraktion nicht mehr vereinbar.

5.3.2 Evaluation des CRF

Experiment

In mehreren Liufen sind immer jeweils 300 Publikationen zum Trainieren
des CRF und 50 zum Testen zufillig ausgewihlt und ihre Ergebnisse gemittelt
worden. Die verwendeten Merkmalsfunktionen fiir die Potentialfunktionen
des CRF sind in Tabelle 5.3 zu finden.

Die vom CRF zu erzeugende Zustandssequenz - im folgenden auch als
Labelsequenz bezeichnet - setzt sich aus folgender Zustandsmenge zusammen:

e ABSTRACT Die Einleitung der Publikation. Entspricht dem Tag ab-
stract.

e AFFIL Die Namen, Anschriften und Emailadressen der Autoren. Ent-
sprechen den Tags affil, author, email und tel.

e PUBLISHED Das Publikationsdatum, der Herausgeber oder die Kon-
ferenzbezeichnung und vergleichbare Informationen. Entsprechen den
Tags published und web.
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Name | Beschreibung

Layoutmerkmale - Zustand

leftAlign | Text ist links ausgerichtet
rightAlign | Text ist rechts ausgerichtet
centered | Text zentriert
block | Text im Blocksatz
commonFont | Meistgenutzer Font im Dokument
largestFont | Maximale Skalierung der Schrift im Dokument

smallestFont
smallComponent
largeComponent

Minimale Skalierung der Schrift im Dokument
Segment fiillt weniger als 10% der Seitenfliche
Segment fiillt mehr als 10% der Seitenfliche

smallestLS | Geringster Zeilenabstand aller Segmente
largestLS | Grokter Zeilenabstand aller Segmente
top | Segment befindet sich am oberen Rand
bottom | Segment befindet sich am unteren Rand
topThird | Segment im oberen Drittel der Seite
middle | Segment von anderen Segmenten umgeben
bottomThird | Segment im unteren Drittel der Seite
Layoutmerkmale - Transition
fontSwitch | Fontwechsel zwischen Segmenten
scaleSwitch | Skalierungswechsel zwischen Segmenten

columnSwiteh

Spaltenwechsel zwischen Segmenten

EXPERIMENTE UND ERGEBNISSE

Tabelle 5.3: Genutzte Potentialfunktionen zur Verwendung im Klassifizierer

TITLE Der Titel der Publikation. Entspricht dem Tag title.

e TEXT Der Inhalt der Publikation. Entspricht dem Tag heading und
teat.

e KEYWORD Die Liste der Themengebiete, die behandelt werden. Ent-
spricht dem Tag keyword.

¢ OTHER Symbole, Randnotizen der Verleger bzw. juristische Notizen
zum Copyright und andere sehr selten vorkommende Informationen.
Entspricht dem Tag other.

In der Tabelle 5.4 sind die nach der in Abschnitt 5.2.2 definierten Metrik
berechneten Ergebnisse zusammengefasst.
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Precision | Recall | Accuracy
ABSTRACT | 0,64 0,64 0,82
AFFIL 0,70 0,87 0,98
- KEYWORD 0,99 0,19 0,97
OTHER 0,41 0,10 0,92
PUBLISHED | 0,26 0.19 0,97
TEXT 0,86 0,88 0,84
TITLE 0,71 0,70 0,99

Tabelle 5.4: Evaluierung des Conditional Random Fields

Ergebnis

Die Ergebnisse sind abhéingig von der Giite der Segmentierer. Obwohl
sich der Pyramidensegmentierer als sehr robust herausgestellt hat. ist nicht
zu erwarten, dass er giinzlich fehlerfrei laufen kann. Ist die Segmentierung
fehlerhaft, iiberdecken sich die Segmente nicht genau mit den Segmenten im
Korpus, und das CRF ist gar nicht in der Lage, bessere Ergebnisse zu erzielen.

9.3.3 Fehleranalyse

Die mehrfach angesprochene Abhingigkeit des CRF vom Pyramidenseg-
mentierer ist in der Evaluierung gut zu erkennen, Dort, wo der Segmentierer
gute Ergebnisse liefert (TEXT, TITLE, AFFIL und ABSTRACT), kann auch
das Conditional Random Field gute Arbeit leisten.

Betrachten wir nun die vergleichsweise geringeren Recall-Werte von KEY-
WORD, PUBLISHED und OTHER in der Segmenterbewertung. Keywords
stehen in Publikationen hiufig direkt unterhalb der Einleitung und direkt
oberhalb des Textes. und es hat sich gezeigt, dass die Keywords dann zusam-
men mit dem Abstract, Text oder beiden in ein Segment gruppiert werden.
Das bestiitigt sich ebenfalls in der Konfusionsmatrix, die zeigt, dass nur selten
richtig klassifiziert wurde: von 122 Segmenten sind 114 Segmente filschlicher-
weise als ABSTRACT bzw. TEXT klassifiziert.

Es liegt in der Natur der zur Segmenterbewertung verwandten Metrik
(siehe Abschnitt 5.2.1), grofere Textfelder bei der Zuweisung der Hauptkom-
ponente den kleineren vorzuziehen, also wird das CRF in den meisten Fillen
mit dem Label ABSTRACT oder TEXT trainiert. Die geringe Bereitschaft
des CRF, in den Zustand KEYWORDS zu springen (siehe Zeile KEYW in
Konfusionsmatrix, Tabelle 5.5) verstiirkt diese Vermutung. Eine manuelle
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Analyse der Ergebnisse des Segmentieralgorithmus hat die Vermutung be-
stiatigt. Der sehr hohe Precision-Wert von Keywords zeigt allerdings, dass
das CRF sehr wohl in der Lage ist, richtig zu klassifizieren, falls akkurat
segmentiert wurde.

Die mit PUBLISHED markierten Informationen stehen meist in gleicher
Schriftart wie der Text der Publikation, und werden héufig einfach nur mit
einem horizontalen Strich von diesem getrennt. Leider war es mit PDFBox
nicht moglich, diesen Strich auszulesen, sonst kénnte eine Merkmalsfunktion
eingefiihrt werden, die bessere Ergebnisse liefern konnte.

OTHER bezeichnet im Gegensatz zn PUBLISHED und KEYWORD kei-
ne spezifischen Informationen, sondern dient als Sammelbezeichnung fiir Seg-
mente, die anders nicht zugeordnet werden kénnen. Es miisste eine Vielzahl
neuer Label eingefiihrt werden, um diese Segmente verniinftig auswerten zu
kénnen, doch hat sich experimentell gezeigt, dass der Korpus hierfiir zum
trainieren noch zu klein ist: die Komplexitiat des Conditional Random Fields
steigt pro neuem Segment exponentiell an, worunter die Klassifizierung leidet,
und die zur Zeit verwendeten Label stellen mit OTHER einen Kompromiss
zwischen Genauigkeit und Berechenbarkeit dar.

| ABSTR | AFF | PUBL | TITLE | TEXT [ OTHER | KEYW |
ABSTR | 903 106 | 36 11 440 196 83
AFFIL 72 716 | 33 324 58 20 0
PUBL 0 0 12 0 9 4 0
TITLE 11 119 | 23 206 14 10 0
TEXT 308 07 78 22 3360 544 31
OTHER 0 0 0 0 0 3 0
KEYW 1 0 0 0 0 0 8

Tabelle 5.5: Konfusionsmatrix Conditional Random Field

5.4 Diskussion

Es hat sich die Vermutung bestéatigt, dass selbst kleine Fehler im Segmen-
tierer grofle Probleme in der Klassifizierung ergeben. Dies betrifft vor allem
jene Label, die oft nur aus einigen wenigen Glyphen bestehen, und die sich

visuell wenig vom restlichen Inhalt einer Publikationsseite abheben, wie es
bei KEYWORDS der Fall ist.
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Eine Losung des Problems wiire, die Einfiihrung von nicht-visuellen Merk-
malen zuzulassen. Merkmale, die heispiclsweise Wérterhiicher bendtigen. kinn-
ten auf bestimmte Schliisselworter wie Keyword oder Abstract reagieren und
so die Leistungsfihigkeit der Informationsextraktion steigern.

Allerdings wiirde damit erstens die Sprachunabhingigkeit verloren gehen,
und zweitens miissten die Glyphen direkt und nicht nur in Gruppen als Seg-
ment betrachtet werden. Glyphen konnen aus Buchstaben, Teilwértern oder
ganzen Sétzen bestehen (siche Abschnitt 4.1.1), also miisste der Inhalt der
Glyphen einer Zeile zuniichst fusioniert und daraufhin in Wérter unterteilt
werden. Um dies iiberhaupt zu erméglichen, miissen die Glyphen zuniichst
in Zeilen segmentiert und die Leerzeichen berechnet werden.

Leider sind die Positions- und Gréfenangaben der Glyphen nicht immer
korrekt, und wenn die Wortextraktion fehlschligt, ist auch ein auf Worter-
biicher basierter Ansatz nicht effektiv. Solange also der verwendete Parser
diese Probleme nicht behebt, sollte von diesem Ansatz abgesehen werden.

Eine andere Lésung wire die Erweiterung des Systems um Expertenmo-
dule, die sich auf die Analyse spezifisch gelabelter Segmente konzentrieren
Dies ist der zur Zeit wohl praktikabelste Ansatz, mit dem das System ver-
bessert werden kann.
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Kapitel 6

Zusammenfassung

6.1 Ergebnisse der Arbeit

In dieser Arbeit wurden die Grundsiitze der Informationsextraktion an-
hand visueller Eigenschaften erldutert. Es ist ein System vorgestellt worden.
welches ein Dokument im PDF in eine effiziente, zweidimensionale Struk-
tur umwandelt, segmentiert, und welches mithilfe eines Conditional Random
Fields semantische Informationen zuriickgewinnen kann. die bei der Doku-
menterzeugung verloren gegangen sind.

Von besonderer Bedeutung war es, den Einfluss nétiger Expertensyste-
me so weit es geht zu reduzieren, um eine thematisch und sprachlich breit
geficherte Auswahl an Publikationen verarbeiten zu kénnen.

Es wurde gezeigt, dass ein aufeinander aufbauendes, hierarchisches Sys-
tem von der Robustheit und Effektivitét jeder einzelnen Komponente abhiin-
gig ist, und es wurden Losungen présentiert, die genau diese Voraussetzungen
erfiillen.

6.2 Ausblick

Das in dieser Arbeit vorgestellte System bietet in jedem Teilbereich Raum
fiir Verbesserungen und Weiterentwicklungen.

Die Extraktion der Glyphen aus einer im PDF erstellen Datei war bis
Abschluss der Diplomarbeit immer noch ein grokes Problem. Obwohl Ado-
be das Portable Document Format unter eine freie Lizenz gestellt hat, ist

49
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die Extraktion des Inhalts immer noch fehlerbehaftet. Solange das Extrakti-
onsmodul nicht robust und zuverlissig auf alle Dokumente anzuwenden ist.
leiden alle davon abhéngigen Module unter der Fehlerpropagation.

Viele Gruppen in der Open Source Gemeinde haben sich dem Problem
schon angenommen, doch ist bis heute noch kein konkurrenzfihige Lésung
priisentiert worden. Jede Verbesserung am Parser wiirde die Zuverlissigkeit
des Systems immens erhéhen.

In dieser Arbeit wurden zur Informationsextraktion ausschlieflich Merk-
male verwendet, die in der Publikation zu finden waren, und lisst viele Infor-
mationsquellen unberiihrt. Wie sich gezeigt hat. ist die Extraktion des Titels
einer Publikation einer der leichtesten Aufgaben fiir das System. Man kinnte
die Titelextraktion vom restlichen System entkoppeln und dazu verwenden,
im Internet bekannte Datenbanken wissenschaftlicher Publikationen wie (-
teSeer! oder SpringerLink?® abzufragen. Damit kénnten Merkmalsfunktionen
eingefiihrt werden, die den Suchraum bereits stark einschrianken.

Véllig unangetastet ist auch die Moglichkeit, das gleiche System auf die
Analyse von Literaturverzeichnissen anzuwenden, wie sie in jeder Publikation
zu finden sind.

Vor allem aber sollte an einer Fusion dieser Ansiitze gearbeitet werden. Es
kiinnte cine Ontologie geschaffen werden, die unsicheres Wissen aus verschie-
denen Quellen akzeptiert und miteinander in Relation bringen kann. Das Ziel
sollte sein, die verschiedenen Ansétze, die nach dem gleichen Wissen streben.
in Konkurrenz laufen zu lassen. und ihre Ergebnisse zu korrelieren. Jedem
System konnte ein Konfidenzgrad erteilt werden. und finden verschiedene
Ansitze die gleiche Information, steigt die Konfidenz der Eintrige an ent-
sprechender Stelle. Dies wiirde aus einer Menge unsicherer, probabilistischer
Verfahren ein méchtiges Werkzeug zur Informationsgewinnung schaffen.

"http://citeseer.ist.psu.edu
Zhttp:/ /www.springerlink.de
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