Kiinstliche neuronale Netzwerke
zur adaptiven Gerdauschreduktion
fiir robuste Spracherkennung

Zur Erlangung des akademischen Grades eines
DOKTOR-INGENIEURS

von der Fakultat far
Elektrotechnik
der Universitat Fridericiana Karlsruhe

genehmigte

DISSERTATION

von
Dipl.-ing. Michael Trompf
aus St. Georgen i. Schw.

Tag der mindlichen Prifung: 2. Mai 1995
Hauptreferent: Prof. Dr.-Ing. K. Kroschel
Korreferent: Prof. Dr. Alexander Waibel



- AalicmiB Land o Bl —_— S -
, . Sl p Rl I e ) —— by




DANKSAGUNG

Die vorliegende Arbeit entstand wahrend meiner Tatigkeit im Fachbereich fur
Signal Processing Applications im Forschungszentrum der Alcatel SEL AG in
Stuttgart. Meiner Fachbereichsleiterin Frau Dr. Heidi Hackbarth danke ich fir ihre
groRzugige Unterstitzung mit einer flexiblen Arbeitszeitregelung, ohne die diese
Arbeit nicht hatte durchgefuhrt werden kénnen.

Mein besonderer Dank gilt Herrn Prof. Dr.-Ing. Kristian Kroschel fir sein groRes
Interesse an diesem Thema, die engagierte Betreuung der Arbeit sowie die Uber-
nahme des Hauptreferats.

Herrn Prof. Dr. Alexander Waibel danke ich fur seine wertvollen Anregungen und
fur die Ubernahme des Korreferats.

Weiterhin mdchte ich meinen Kollegen sowie den zahlreichen Diplomanden und
Praktikanten danken, die in vielfaltiger Weise zum Gelingen dieser Arbeit beige-
tragen haben. Dabei gilt mein besonderer Dank Herm Dipl.-Ing. Harald Eckhardt
fur die softwaretechnische Betreuung des Simulationssystems sowie die Wartung
meiner Workstation.

Besonders verbunden fuhle ich mich Herrn Dipl.-ing. Wolfgang Bisch, der mit
wertvolien Korrekturhinweisen dazu beitrug, die Verstandlichkeit dieser Arbeit zu
erhohen.

Teile der vorliegenden Arbeit wurden im Rahmen des Verbundvorhabens
Verbmobil vom Bundesministerium fir Forschung und Technologie (BMFT) unter
dem Forderkennzeichen 01 IV 102 12 unterstitzt. Die Verantwortung flr den Inhalt
dieser Arbeit liegt beim Autor.

Stuttgart, im Januar 1996

Michael Trompf



INHALTSVERZEICHNIS
FORMELZEICHEN UND SCHREIBWEISEN ..................... ..., IX
e i U O YR RO Xiv
RIBIRERIRNING - ot R e AN s e e o T s avaas 1
2. PROBLEMBESCHREIBUNG UND AUFGABENSTELLUNG ..............c.occooooiiviieii 3
2.1.Szenario fur Spracherkennung in Anwendungsumgebung ....................... 3
2 S O B B Y - v i S o S ST S S B s R teis B
2.3.MafRinahmen zur Behandlung der unterschiedlichen Stérungsarten .......... 6
2.4.Inhalt und Gliederung der Arbeit ...............cccoveiiiiiiiiiecciecece s 8
3. LOSUNGSANSATZE MIT NEURONALEN NETZWERKEN..............ooooooiiiiiiiiiins, 9
3.1.EinfUhrung in Neuronale Netzwerke......................ccocoooiiiiiiiiiiice. 9
3.1.1. Grundbausteine der Netztopologie .................coooveiiiiieiiiiiiein, 9
T B TTERTRING 0 aucuasinsss s vssvovustinie st toeb sassriido oo dRaK SR 554 s SO ES S F TS VG 13
3.2. Abbildungseigenschaften von Multilayer Perzeptron-Netzwerken ........... 20
3.3. Schatzung der storfreien Spachsignalreprasentation......................c........ 21
3.4 Konzepte zur neuronalen Storreduktion ..., 25
3.4.1. Einmaladaptive NetZwerke.............ccccccoovvieiiiiiieiiiiiniaracsienee e 25
3.4.2. Kontinuierliche Netzwerkadaption..............c.ccccociiiiiiiiiiinn. 27
3.5.Bewertungskriterien..............ccoooiiiiiiiii oo revessiid 28
3.6: VOIWAIKIIE ANBAEZP........ivevswiamsmisismosis dusssionmsiasasissassisinsnts svamsiuassdssisssnssrons 31



INHALTSVERZEICHNIS

3.6.1. Gerauschreduktion mit einmaladaptiven Netzen..................... 31
3.6.2. Automatische Netzgenerierungsverfahren ......................c........ 32
3.6.3. Adaption an instationére Signalumgebungen ... 34
3.7.Ansétze in der vorliegenden Arbeit................cooiiii e 36
4. SIGNALVORVERARBEITUNG UND TESTBETT .....ooooiviiiiiiiiimiiini e 37
B DBIBNDRBIS ... s voicommsiossesammsmsonamersiasressoRsssoRasFoas sy o P IS as s RasAS e voR g Em et emianiss 37
4.2 MerkmalSextraktion ..o 43
4.2.1 LPC-Cepstrum-Analyse.............cccumiimiiimimiuiimniemiiaeiniieinscrinsesanss 44
4.2.2 Zeitliche AbIBIUNGEN............occoiiiiiiiiiii e 47
4.2.3 Hauptachsentransformation ... 438
4.3, SUNUIBONSAVBIONN . ov.svavs sveiie sty i s e S v s st avensne 51
5. GERAUSCHREDUKTION MIT MULTILAYER PERZEPTRON-NETZWERKEN. ................... 54
5.1.Experimente zur Netzwerkentwicklung ............cccocoooviiiiiiiiiiicieice 55
5. 2. TODOIOGIO i xS o SR o S o T SV oL RV e S v oa Vs es 56
BB THRIING oot it i e fs s G ek v it S (e PR v s o ek e o ivGi 65
5.4. Datenauswahl und Robustheit................cccooiiiiiiiiiiiiii i 70
5.4.1. Veranderlichkeit von Signalparametern ... 70
5.4.2. Wechselnde Gerauschquellen ... 72
5.5.8ignalreprasentation..............c.ooioiiiie e 76
5.5.1. Erweiterte Merkmalsvektoren...............cccccooviiiiiciciiiiininen. 76
5.5.2. Zeitliche ADIIUNGEN..............ooiiviiiieieecee e 77
5.5.3. Hauptachsentransformation ...............ccccooiiiiiiiiiiii i 79
5.6.Vorverarbeitung und Gerauschreduktion im selben Schritt................... 80
5.7.Zusammenfassung der Ergebnisse mit Multilayer Perzeptron-
NEIZWETKEN ... 82

Vi



gt e s =

R MR L T S—— S

INHALTSVERZEICHNIS

6. AUTOMATISCHE NETZWERKGENERIERUNG ....................cooiiiiiiiiiiiiiieeeiei, 83
B CABORUE CONWBHIION - <. i coisisrsiis codiiosanssssissaissiaiin s sussos aievsmiim SRa v castos 84
6.1.1. Funktionsweise des Cascade Correlation-Lemnverfahrens............ 84

6.1.2. Vergleich der Topologie mit dem Multifayer Perzeptron-Netzwerk 90

6.1.3. Erweiterungen far die Gerauschreduktion ...........................cccoeeees 92
6.2.Resource Allocating Network ... 95
6.3.Vergleich automatisch generierter Netzwerke mit dem Muitilayer

e O e T R = S 99

6.3.1. Worterkennungsergebnisse.................ccccooeemnerecivicnoriissecreeens 99

6.3.2. Aufwandsvergleich der unterschiedlichen Netzwerkmodelle........ 101
6.4. Zusammenfassung der automatischen Netzgenerierung ...................... 106

7. NETZWERKADAPTION MIT GERAUSCHPARAMETERN ..ot 107
7.1.Funktionsweise der Netzwerkadaption mit Gerduschparametern .......... 107
7.2.Extraktion der Gerauschparameter..............cc.cccoviecrieeiiieieieeieeeee e 111
7.3.Auswahl geeigneter Parameter ... 116
7.4.Experimentelle Ergebnisse.................... SR R 118

7.4.1. Adaption mit Gerduschkoeffizienten ...................ccccooviiieiennne 119

7.4.2. Adaption mit den Koeffizienten der Hauptachsentransformation.124

7.5.Zusammenfassung der Netzwerkadaption mit Gerauschparametern.....129

8. VERGLEICH MIT NICHTLINEARER SPEKTRALSUBTRAKTION .........coooooiiiiiiiiniiiiannns 130

8.1. Funktionsweise einkanaliger Spektralsubtraktionsverfahren ................. 131

8.2 Nichtlineare Spektralsubtraktion................cccooiiiiiimiiiciiiiceiccciii 135

8.3.Experimentelle Ergebnisse ..o 137
8.4. Zusammenfassung des Vergleichs mit Nichtlinearer

SpeKtralsuUbtraktion............c..oooioiieciie et 139

9, ZUSAMMENFASSUNG UND AUSBLICK .........ocooiiiiiiiiiiniiiis ittt 140

Vil



INHALTSVERZEICHNIS

A.1. Wortliste zur Steuerung des Textverarbeitungssystems .................... 143

A.2. Zeitsignale und Leistungsdichtespektren der Gerauschaufnahmen.... 144

A.3. Trainingsparameter in der Steuerdatei des Cascade Correlation-
Lomalgorithmitis . snmirms s Sins b it b s St asted 148

LITERATURVERZEICHNIS .........oooiiiiiiiiiiiiiiiiiciniicesinisaasseesssassssesasisnsnansseaeseessnsensnsses 149

viil



"

FORMELZEICHEN UND SCHREIBWEISEN

Formelzeichen sind kursiv gedruckt und wurden nach folgenden Regeln gewahlt:

« Vektoren sind in fetter, Koeffizienten von Vektoren und Variablen in normaler
Schriftstarke gedruckt.

« Matrizen sind grof8 und fett und Elemente von Matrizen klein und in normaler
Schriftstarke gedruckt.

a, a(l,n) Uberschatzfaktor

a; J-ter Pradiktorkoeffizient

a Eigenvektor

A(l), A(l,n) Frequenzgang des (verallgemeinerten) Wiener Filters
A Abbildungsmatrix, Gewichtsmatrix

b, b, Konstanten

B Gewichtsmatrix

c Spectral Floor

¢ C, Koeffizienten des Cepstrums

C; Kostenfaktor for den k-ten Ausgangskoeffizienten
Cle) Kostenfunktion des quadratischen Fehlers
() z-Transformierte des Cepstrums

5 Gewichtsmatrix

D Gewichtsmatrix

e(i), e(n) Fehlersignal

E Energie

E, logarithmierte Energie

fa Abtastrate

_f; Grenzfrequenz

T Wortfehlerrate

fix) Aktivierungsfunktion

fx) Wahrscheinlichkeitsdichtefunktion von x

fix|y) bedingte Wahrscheinlichkeitsdichtefunktion von x gegeben y

IX



FORMELZEICHEN UND SCHREIBWEISEN

Sry®Y)
F(x), F(x)
Fy(x)

8(x)

lj
Ir, Ir(n)
L

L)
Lg(D)

m

my(l)
’"s(l )
Ly

my

M
MSE
MSEIt’n
MSE,,
MSE,,,

Verbundwahrscheinlichkeit von x und y

Ubertragungs- oder Abbildungsfunktion
Systemfunktion des Bayes-Schatzsystems
Aktivierungsfunktion

Verstarkungsfaktor, Gerauschparameter; Zahl der Gewichte
Zahl der verdeckten Knoten

Aktivierungen der verdeckten Knoten
Ubertragungsfunktion

diskrete Zeitvariable; Laufvariable; Knotenindex
Ausgangserregung des Knotens &/

Einheitsmatrix

Laufvariable; Index fur Ipc- und cepstrum-Koeffizienten; Knotenindex
Zahl der Vektoren zur Berechnung der m-ten Ableitung
Laufvariable; Wort- bzw. Pausenindex; Knotenindex
i-ter Kandidatenknoten

Indizes fur Knoten 1 bzw. 2

diskrete Frequenz; Index fur Trainingsvektor
Korrelation zwischen den Koeffizienten i und j

Lemrate

Zahl der Trainingsvektorpaare

Leistungsdichte des Gerauschsignals

Leistungsdichte des gesttrten Sprachsignals

Zahl der Eingangsknoten; Ordnung der Ableitung;
Koeffizientenzahl von x und v

oberer spektraler Moment

Schwerpunkt des komplexen Kurzeitspektrums
Momentum Term

unterer spektraler Moment

akustisches Ereignis; Zahl der Spektrallinien

mittlerer quadratischer Fehler

mittlerer quadratischer Fehler eines linearen Netzwerks
mittlerer quadratischer Fehler eines nichtlinearen Netzwerks
relativer quadratischer Restfehler

Segmentindex; Iterationszahl; Koeffizientenzahl

X



n(z), n(i)
n(k), n,
net

N

N x

Ny

N, Knoten
N,.(n)
o

P, p;
p(i)

P

P(k)
P,

), ni)
SNR(k)
SNR&x(n)
SNR.WII
(1), s(@)
5(i)

FORMELZEICHEN UND SCHREIBWEISEN

Gerauschsignal

Gerauschparameter im k-ten Segment
Erregungspotential

Zahl der Abtastwerte

Eingangserregung durch Gerauschparameter

Zahl der Kurzzeitspektren

Zahl der Knoten im Netzwerk

Schatzfunktion far das Gerauschspektrum
Laufvariable; Analyseordnung; Zahl der Kandidatenknoten
Koeffizienten aus der Hauptachsentransformation
Pausensignal

Zahl der Pausen

Zahl der Pausensegmente

m-tes orthogonales Polynom

Koeffizientenzahl von ¢, Quefrency-Variable
Risiko; Zahl der installierten Kandidatenknoten
Spektrum von (i)

i-ter Regressionskoeffizient

Laufvariable; Dimensionalitat von n; Index fir Kandidatenzyklen
Worterkennungsrate

gerauschbehaftetes Sprachsignal

lokales Signal-zu-Rausch-Verhaltnis, wortbezogen
lokales Signal-zu-Rausch-Verhaltnis, segmentbezogen
Sollwert fiir das Signal-zu-Rausch-Verhaltnis
Sprachsignal

Ausgangssignal des LPC-Filters

Spektrum von s(i)

z-Transformierte von s(i)

kontinuierliche Zeitvariable

Zielvektor

Zeitdauer zwischen zwei Abtastwerten

Zeitdauer zwischen zwei Merkmalsvektoren
Zeitdauer des Regressionsfensters

Xl



FORMELZEICHEN UND SCHREIBWEISEN

u(i)
u

Wi k2
U(z)

Eingangserregung des Vocoders

Mittelwertsvektor

Gewicht zwischen zwei Knoten k/ und k2
z-Transformierte von u(i)

erweiterter Eingangsvektor

Gewichtsmatrix von der Zwischen- zur Ausgangsschicht
Ausgangsaktivierungen der Kandidatenknoten
gerauschbehaftetes Sprachsignal wahrend eines Wortes
Gesamtzahl der Worter

Gewichte von der Eingangs- zur Zwischenschicht

Zahl! der Segmente im k-ten Wort

gerauschbehafteter Merkmalsvektor; Eingangserregung
Bias- oder Offseteingang

Ausgangserregung; Funktionswert

Variable der z-Transformation

Ausgangserregungen der verdeckten Knoten

Gewichtungsfaktor, Parameter
Glattungsfaktor; Quickprop-Lernrate
Glattungsfaktoren

Fehler am Netzwerkausgang, zum Knoten k2 rickwarts gerechnet

Fehlerschwelle; Schwelle fur den Abstand zweier Vektoren
Parameter

Parameter

i-ter Eigenwert

Kovarianzmatrix von x

nichtlineare Funktion

modifizierter lokaler SNR

segmentbezogener lokaler SNR

Standardabweichung

Varianz

Kovarianz des i-ten Koeffizienten mit dem Betrag des Fehlers
normierte Kreisfrequenz

Xl



FORMELZEICHEN UND SCHREIBWEISEN

Es werden folgende Schreibweisen verwendet (am Beispiel von x bzw. x):

Elx] Erwartungswert von x

Elt|x] a posteriori Mittelwert von ¢t gegeben x

lg(x) Zehnerlogarithmus von x

N Menge der natarlichen Zahlen

R Menge der reellen Zahlen

[x] ganzzahliger Anteil von x (ohne Nachkommastellen)
x Schatzwert von x

x Mittelwert von x

*" transponierter Vektor

% erste Ableitung von x

S d zweite Ableitung von x

™ m-te Ableitung von x

X durch Gewichtung mit Kostenfaktoren berechneter Wert

%, durch Gewichtung mit einer Fensterfunktion berechneter Wert
e Wert von x im Minimum der Fehlerfunktion

x, Wert von x in der Pause

Xg Wert von x wahrend eines Sprachabschnitts

. S Schwellwert fir x

X Werte von x im Trainingsdatensatz

x, Werte von x im Verifikationsdatensatz

X Wert von x wahrend eines Wortes

xt I-ter Vektor x aus der Trainingsdatenmenge

Ax Unterschied zum vorhergehenden Wert von x

Vv Gradient

1] Norm von x

X



ABKURZUNGEN

AD
AKG Q400T
cc

cD

CFM

cPU

DAT
DSPS6ADC16
DTW

EBP

FFT

FFT

HAT
HCNN
IBM

LDA

LMS

MC 723
MLP

MSE

NN

NSS

PC

PLP

QP

RAN

RBF

SEL 1074
SNR
SPARC
SUNROM-1
SUNSTAR
TCD-D10
VAX

Analog/Digital-Wandlung
Kondensator-Mikrofon der Fa. AKG

Cascade Correlation

Compact Disk

Classification Figure of Merit

Central Processing Unit

Digital Audio Tape

Hardware-Baustein mit A/D-Wandler der Fa. Motorola
Dynamic Time Warping

Error Backpropagation

Schnelle Fouriertransformation

Inverse schnelle Fouriertransformation
Hauptachsentransformation

Hidden Control Neural Network

International Business Machines Corporation
Lineare Diskriminanzanalyse

Least Mean Square
Studio-Kondensatormikrofon Mikrofon der Fa. Beyer
Multilayer Perzeptron

Mean Squared Error

Kunstliches Neuronales Netzwerk
Nichtlineare Spektralsubtraktion

Personal Computer

Perceptually Based Linear Predictive Coding
Quickprop

Resource Allocating Network

Radial Basis Function

Telefon der Firma Alcatel SEL AG
Signal-to-Noise Ratio

Workstation-Serie der Fa. Sun Microsystems
Gerauschdatenbasis auf CD-Datentrager
ESPRIT-Projekt 2094

DAT-Recorder der Fa. Sony

Rechenanlage der Fa. Digital Equipment Corporation

XV



A s WP T .. 4 0 W a——— e R T P e B LY, -

1. EINLEITUNG

Spracherkennung erlebt derzeit einen Nachfrageboom. Hierfur sind vor allem
drei Grunde zu nennen:

1. Der technische Fortschritt. Obwohl Spracherkennungsverfahren seit langem
entwickelt und immer wieder verbessert werden, sind erst seit wenigen Jahren
funktionsfahige Systeme im Handel. Neben den Verfahren selbst wurde vor
allem die Gestaltung ergonomischer Mensch-Maschine-Schnittstellen verbes-
sert.

2. Der Nutzen. Bei neuen Generationen technischer Geréate ist vielfach die
Steuerung aller Funktionen Uber mechanische Bedienelemente unmdglich.
Dies kann beispielsweise durch die Abmessungen oder die Komplexitat des
jeweiligen Geréts bedingt sein. Daher sind heute Sprachein- und -ausgabe
vielfach fester Bestandteil eines multimodalen Bedienkonzeptes.

Sicherheitsgriinde kénnen eine sprachgesteuerte Bedienung erforderlich
machen, wenn die manuelle Bedienung eines Gerats den Benutzer von seiner
eigentlichen Aufgabe ablenkt oder andere gefahrdet. Dies kann bei Opera-
tionsmikroskopen oder bei der Benutzung eines Mobiltelefons im StralRenver-
kehr der Fall sein.

Anwendungen (ber Telefonleitung lassen oft keine andere als die sprach-
gesteuerte Bedienung zu. Dies ist insbesondere in Telefonnetzen der Fall, in
denen das Mehrfrequenzwahlverfahren nicht oder nur unvollstandig eingefiihrt
ist. So werden inzwischen Auskunfts- und Bestellsysteme sowie Systeme flr
Home Banking mit Hilfe von Spracherkennungssystemen gesteuert.

Schlielich enthalten automatische Ubersetzungs- und Diktatsysteme Sprach-
erkenner, da die Wandlung von Sprache in Text oder Lautschrift dabei
elementarer Bestandteil der Aufgabe des Systems ist.

3. Die Benutzerakzeptanz. Da naturlichsprachliche Dialoge mit Maschinen der-
zeit noch nicht ohne Einschrénkungen mdéglich sind, setzt die Bedienung
sprachgesteuerter Systeme kooperative Benutzer voraus. Die Bereitschaft zur
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Sprechdisziplin ist gewachsen, da die Benutzer mit zunehmenden technischen
Méglichkeiten auch den Nutzen solcher Systeme erkennen.

Die genannten Anwendungen machen deutlich, dal Spracherkennungssysteme
in realen Anwendungen fehlertolerant sein mussen. Insbesondere ihre Anfallig-
keit gegentiber Storeinflissen bei der Generierung und Wandlung des akusti-
schen sowie der Ubertragung und Verarbeitung des elektrischen Sprachsignals
muR daher weiter verringert werden.

Im Rahmen dieser Arbeit werden auf kiinstlichen neuronalen Netzen basierende
Verfahren untersucht, die die Stéranfélligkeit von Spracherkennungssystemen
unter realen Anwendungsbedingungen reduzieren. Die verfolgten Ansatze wer-
den in die Signalvorverarbeitung integriert, die der eigentlichen Klassifikationsstu-
fe vorgeschaltet ist. Flr einen spateren Einsatz im Produkt missen sie zumindest
konzeptionell echtzeitfahig sein.

Kiinstliche neuronale Netzwerke - im folgenden kurz als Neuronale Netze (NN)
bezeichnet - stellen vereinfachte Modelle biologischer Systeme aus vernetzten
Nervenzellen dar. In der vorliegenden Arbeit wird ihre Eigenschaft als nichtli-
neare Filter zur Signalverarbeitung genutzt. Die Frage nach der Ubereinstim-
mung dieser Modelle mit dem biologischen Vorbild wird dabei nicht untersucht '),

1) zu diesem Thema sei der Leser auf die vielfdltige Literatur verwiesen. Einfihrungen in Neuro-
nale Netzwerke mit zahlreichen Literaturangaben werden beispielsweise von Zell (1894) und von
Rojas (1993) gegeben.
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2. PROBLEMBESCHREIBUNG UND
AUFGABENSTELLUNG

2.1. Szenario fiir Spracherkennung in Anwendungsumgebung

Spracherkennungssysteme arbeiten in Laborumgebung mit hoher Zuverlassigkeit.
Beim praktischen Einsatz in gerauscherfiliter Umgebung wie z. B. in Biiro- oder
Mobilfunkanwendungen muR jedoch selbst bei kieinem oder mittlerem Vokabular
mit einer drastischen Zunahme der Wortfehlerrate gerechnet werden. Bild 2.1 il-
lustriert ein mogliches Szenario aus der Mobilkommunikation.

Aus Benutzersicht treten Fehler des Spracherkenners unerwartet und scheinbar
zufallig auf, wahrend sie aus Sicht des Entwicklers Stéreinflissen unterschiedli-
chen Typs zugeordnet werden kénnen. Gegenmafinahmen dienen entweder der
passiven Erh6hung der Storrobustheit oder umfassen aktive Verfahren zur Stérre-
duktion. Diese Begriffe werden hier auf die Spracherkennung bezogen wie folgt
definiert:

Sprach-
D—* ———» Hypothese
erkennung

Bild 2.1: Anwendungsszenario in der Mobilkommunikation.
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Stérrobustheit: Fehlertolerante Informationsverarbeitung zur Begrenzung
der Storanfalligkeit eines Spracherkennungssystems durch passive,
nichtlernende MaRnahmen.

Stérreduktion: Aktive Verfahren mit Hilfe von adaptiven oder lernenden
Systemen unter Verwendung von Vorwissen (ber die Stérung.

Eine strenge Trennung zwischen aktiven und passiven Malnahmen ist nicht im-
mer maglich. Oft wird in der Literatur der Begriff Robustheit auch fur das gesamte
Spracherkennungssystem ohne Unterscheidung zwischen aktiven und passiven
MaRnahmen verwendet. In dieser Arbeit werden aktive Verfahren zur Stérreduk-
tion im Sinne der hier getroffenen Unterscheidung untersucht,

2.2. Stérungsarten

Die Fehlerursachen kénnen mit Hilfe des Modells in Bild 2.2 identifiziert und un-
terschiedlichen Klassen von Stérungsarten zugeordnet werden. Hierbei werden
folgende idealisierende Annahmen getroffen:

« Das Ubertragungsverhalten von Systemen und die Kennlinien von Bauteilen
sind linear.

« "Schmutzeffekte" wie die Ubersteuerung eines Systems durch hohe Sig-
nalamplituden oder niedrige Signal-zu-Rausch-Verhaltnisse aufgrund von
Quantisierungsrauschen treten héchstens selten auf und kénnen daher ver-
nachlassigt werden.

« Die betrachteten Sprach- und Gerduschsignale kénnen zumindest kurzzeitig
als stationdr angenommen werden.

 —
Kanal-
5 )
Spracher Sprach- akustischer rauschen
erzeugung Kanal 1 s(1) I
! + Wort-
elektrischer - Sprach- 1
e m-‘ % Kanal erkennung o
eraus akustischer nft)
Umgebung [ quelle | | Kanal2
7

Bild 2.2: Storeinflisse auf das Sprachsignal durch Hintergrundgerausch,
SprecherstreR und Ubertragungsfunktionen.
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Additive Hintergrundgerdusche. An der Mikrophonmembran findet eine additive
Uberlagerung der Zeitsignale aus den in der Anwendungsumgebung vorhande-
nen Signalquellen statt. Hierzu gehéren neben dem Sprachsignal s(z) (Nutzsignal)
die Signale aller Stérgerduschquellen, die zu einer &quivalenten Gerduschquelle
mit dem Geréauschsignal n(r) (Stérsignal) zusammenfalt werden kénnen. Einen
Sonderfall fur additive Stérsignale stellen Sprachsignale von Hintergrundspre-
chern dar, die ohne zusatzliche Information Uber den Sprecher (z. B. seine
Position im Raum) nicht vom Nutzsignal unterschieden werden kénnen und
deshalb hier nicht naher betrachtet werden. Die Uberlagerung der akustischen
Signale () und n(r) an der Mikrofonmembran ist in Bild 2.2 zu sehen.

Sprachvariabilitdt. Auch ohne StreReinflusse ist es einem Versuchssprecher
unmoglich, eine Auferung exakt zu reproduzieren. Ver&nderungen in der
Sprechweise kénnen aus Systemsicht als Stéreinfliusse bezeichnet werden, da
Abweichungen der TestéuRerung von den Refenzmustern eine fehlerhafte Klassi-
fikation verursachen kénnen. Hierzu gehéren:

» Abweichungen in der Sprechweise zwischen verschiedenen Aulerungen des-
selben Sprechers (intra-speaker variability), z. B. aufgrund des sog. Lom-
bardeffekts.

« Abweichungen in der Sprechweise zwischen AuBerungen unterschiedlicher
Sprecher (inter-speaker variability). Hierzu gehoren auch Aussprachevarianten
und akzentbehaftete Sprache.

Ursache fur den Lombardeffekt sind vor allem die streBbedingte Veranderung der
Sprechgewohnheiten durch mentale Belastung, z. B. bei hohen Stérgerduschpe-
geln oder Zusatzaufgaben wie das Steuern eines Krafifahrzeugs. Die Auswir-
kungen auf das Sprachsignal driicken sich durch Anderungen von Signalparame-
tern aus, zu denen u. a. Grundfrequenz, Formanten, Langzeitspektrum und Laut-
dauer gehodren. Einige davon sind mit statistischen Methoden beschreibbar
(Hansen and Bria 1992; Junqua 1992), wenn auch die bisherigen Ergebnisse ei-
nige Unsicherheiten aufweisen. Wegen der - meist nicht verfigbaren - hohen Zahl
der bendtigten Versuchspersonen und der Abhangigkeit der Ergebnisse vom Ver-
suchsaufbau sind sie eher als Trends anzusehen. Die Einflisse des Lombardef-
fekts auf die Spracherzeugung sind schematisch durch die strichpunktierten Li-
nien in Bild 2.2 wiedergegeben. Wird Sprecherunabhéngigkeit des Systems ge-
fordert, treten zusatzlich Probleme durch sprecheribergreifende Unterschiede in
der Sprechweise auf.
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Kanalverzerrungen. Hierzu gehoren lineare Verzerrungen des Signals, die bei
der Ausbreitung des akustischen und der Ubertragung des elektrischen Signals
auftreten, vgl. Bild 2.2. Sie kénnen sich auf Sprach- und Gerauschsignal auswir-
ken und sind auf

« Akustische und elektrische Ubertragungskanale,
« Reflexionen des akustischen und elektrischen Signals (Echos) sowie auf
« Ubertragungsfunktionen von elektronischen Bauteilen und Systemen

zurlickzufuhren. Bei Kanalverzerrungen auftretende Ubertragungsfunktionen kén-
nen zeitverénderlich sein, wobei Zeitkonstanten unterschiedlicher GréRenordnung
auftreten konnen. Beispiele hierfir sind akustische Ubertragungskanale bei be-
wegten Gerauschquellen oder variabler Abstand des Sprechers zum Mikrofon
beim Freisprechen sowie die zeitveranderlichen Ubertragungseigenschaften einer
Funkstrecke.

Rauschen. Rauschen kann an unterschiedlichen Stellen des Gesamtsystems
auftreten; stellvertretend hierfur ist in Bild 2.2 das Kanalrauschen symbolisiert. Zu
den unterschiedlichen Rauschtypen gehéren:

« Quantisierungsrauschen,
« Rauschen in Bauteilen,
« Kanalrauschen.

Da sich Rauschen in verschiedenen Verarbeitungsstufen des Systems auf die je-
weils vorhandene Signalreprasentation additiv auswirkt, kann sein Einflull auf die
Erkennungsleistung nicht ohne genauere Analyse angegeben werden.

Andere Stérungsarten. Aus der Vielzahl anderer Stérungsarten sollen noch die
fur die Spracherkennung wichtigen Hintergrundsprecher genannt werden; obwohl
die Zeitsignale auch in diesem Falle additiv Uberlagert werden, tritt hier noch das
Problem der Unterscheidbarkeit zwischen Nutz- und Stdrsignal auf.

2.3. MaBnahmen zur Behandlung der unterschiedlichen Stérungsarten

Aus der Literatur ist eine Vielzahl von Arbeiten zur Erhéhung der Robustheit von
Spracherkennungssystemen bekannt. Ein Uberblick wird z. B. von Furui (1992)
gegeben. In Tabelle 2.1 wird eine von vielen méglichen Aufteilungen vorgenom-
men, die sich an der getroffenen Unterscheidung der Stérungstypen orientiert. Sie
zeigt einen kleinen Ausschnitt der zahlreichen Literaturstellen zu diesem Thema.



Tabelle 2.1: Aktive und passive Verfahren zur Eliminierung unterschiedlicher Stérungstypen.

4

Gehérmodell
(Hermansky et al. 1991)

Gerduschrobuste Merkmale (Palival
1990, Hanson and Applebaum 1990)

in der Vorverarbeitung

Lombardbehaftete Referenzmuster
(Multi-Style Training; Lippmann et al.

Verzerrungsrobuste Merkmale
(Hermansky et al. 1991)

(Lockwood et al. 1991, 1992)
Neuronale Gerduschreduktion

| (Tamura and Waibel 1988, 1989, 1990;

Sorensen 1991)

(Hansen and Bria 1992)

Stérrobuste AbstandsmaBe 1987)
! (Furui 1992)
1 Adaptive Filter zur Gerduschkompen-
sation (Kroschel 1988)
Spektralsubtraktion Musteradaption Adaptive Filter zur Echo-
(Vary 1983; Reich 1985) (Dvorak and Hérmann 1991) kompensation
Nichtlineare Spektralsubtraktion Reduktion des Lombardeffekts (Widrow 1875)
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2.4. Inhalt und Gliederung der Arbeit

Im weiteren Verlauf dieser Arbeit werden aktive Verfahren zur Reduktion additi-
ver Hintergrundgerdusche auf Basis von neuronalen Netzwerken untersucht,
wobei der zugrundeliegende Ansatz auch auf andere Stérungsarten angewendet
werden kann.

Eine Einfilhrung in neuronale Netzwerke im 3. Kapitel wird im Zusammenhang
mit ihren Einsatzméglichkeiten fir die vorliegende Aufgabe gegeben und stutzt
sich auf die Abbildungseigenschaften sog. Multilayer Perzeptron-Netzwerke
(MLP). Dardber hinaus werden bekannte Ansatze zur automatischen Netzwerk-
generierung und zur Adaption vortrainierter Netzwerke diskutiert.

Reproduzierbare Versuchsbedingungen machen die Verwendung getrennter
Sprach- und Gerduschdatenbasen erforderlich, aus denen die benétigten Trai-
nings- und Testdaten auf dem Rechner generiert werden. Ihre Beschreibung er-
folgt im 4. Kapitel zusammen mit dem verwendeten Testbett zur sprecherab-
hangigen Isoliertworterkennung, das zur Evaluierung der Gerauschreduktionslei-
stung sowie zur Parameteroptimierung mit Hilfe von Worterkennungsraten dient.

Die experimentellen Untersuchungen beschéftigen sich zunachst mit der Entwick-
lung der Netzwerktopologie und der Optimierung des Trainingsverfahrens far
das Multilayer Perzeptron-Netzwerkmodell (Kapitel 5). Hierzu gehort auch die
Untersuchung geeigneter Signalreprasentationen und die Evaluierung der Ro-
bustheit der entwickelten Netzwerke.

Als Alternative zur experimentellen Vorgehensweise bei der Entwicklung einer
geeigneten Topologie bieten sich automatische Netzgenerierungsverfahren an,
die im 6. Kapitel beschrieben werden,

Far den Einsatz in instationaren Signalumgebungen (z. B. wechselnde Gerdusch-
quellen) wird die Adaption vortrainierter Netzwerke auf Basis von Signaleigen-
schaften in den Sprachpausen untersucht (Kapitel 7).

SchlieBlich werden im 8. Kapitel die auf neuronalen Netzwerken basierenden
Verfahren mit einem Spektralsubtraktionsverfahren verglichen.
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3. LOSUNGSANSATZE MIT NEURONALEN
NETZWERKEN

In diesem Kapitel werden Lésungsansatze zur Behandlung verschiedener Sté-
rungsarten vorgestellt. Dabei wird das Stérreduktionsproblem als eine nichtlineare
Abbildungsaufgabe zwischen stdrbehafteten und stérfreien Signalsegmenten be-
trachtet, die mit neuronalen Netzwerken realisiert wird. Zunachst wird der klassi-
sche Anwendungsfall einmaladaptiver Netzwerke betrachtet, deren Parameter
vorab in einer Trainingsphase bestimmt werden und dann unverandert bleiben.
Darauf aufbauend wird dann ein Konzept fir eine fortlaufende Netzwerkadaption
an zeitveranderliche Abbildungsaufgaben vorgestelit.

3.1. Einfihrung in Neuronale Netzwerke

Aufgrund der unterschiedlichen Aufgaben biologischer Nervenzellanordnungen
wird eine Vielzahl verschiedener Netzwerkmodelle in der Literatur beschrieben.
Eine Unterteilung kann beispielsweise nach ihrer Topologie, dem Trainingsverfah-
ren oder anhand der Aufgaben vorgenommen werden, die mit ihrer Hilfe gelést
werden kénnen 2),

Die in dieser Arbeit verwendeten Netzwerktypen werden mit Hilfe von Gberwach-
tem Lernen trainiert. Am Beispiel des Netzwerktyps Multilayer Perzeptron und des
Trainingsverfahrens Error Backpropagation (EBP) werden nachfolgend die
Grundbegriffe kinstlicher neuronaler Netzwerke eingefihrt, soweit sie zum Ver-
sténdnis der vorliegenden Arbeit erforderlich sind.

3.1.1. Grundbausteine der Netztopologie

Kanstliche neuronale Netze stellen meist vereinfachte Modelle ihres biologischen
Vorbilds dar. Die Grundfunktionen der Nervenzellen (Neuronen) werden durch
einzelne Rechenelemente, den sog. Knoten des Netzwerks, modelliert und mit

2) Ein Uberblick Uber diese Modelle ist beispielsweise In Lippmann (1987) oder Zell (1894) zu fin-
den.
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Hilfe von gerichteten
Verbindungen zu kom-
plexeren Netzwerkstruk-
! turen verschaltet. Dabei
) net findet wie bei biolo-
ginet) |—>y gischen Nervenzellan-
x. ordnungen an der Sy-
napse eine Steuerung
X des Signalfiusses statt,
dem im Modell eine mul-
Bild 3.1: Vereinfachtes Modell eines Neurons tiplikative Bewertung der
Verbindungen mit Ge-
wichtsfaktoren (Gewichten) entspricht. Schichtweise zusammengefasste
Neuronengruppen werden kurz als Schichten (Layer) des Netzwerks bezeichnet.

Mit den genannten Grundelementen der Netzstruktur findet eine Signalverarbei-
tung vom Netzwerkeingang zum -ausgang statt, die sich mit Hilfe einer Ubertra-
gungsfunktion beschreiben 1aAt. Diese setzt sich aus den Rechenvorschriften der
Neuronenmodelle, ihrer Verbindungsstruktur sowie aus den aktuellen Gewichts-
werten zusammen.

Knoten des Netzwerks. Ein vereinfachtes Modell eines Neurons ist in Bild 3.1 zu
sehen. Es besteht aus der Summation der netzseitigen Eingangserregungen x;,
j=0,...,m, und der Bewertung des zellinternen Erregungspotentials net mit einer
Aktivierungsfunktion g().

Am Bias- oder Offseteingang x, wird Gber eine konstant anliegende Erregung das
Ubertragungsverhalten des Knotens gesteuert. Wie bei biologischen Zellen, die
erst nach Uberschreiten des Schwellwerts durch das interne Erregungspotential
impulsformige Ausgangssignale weitergeben, steuert x, den Arbeitspunkt des
Knotens. Bei m+ 1 Eingdngen errechnet sich die Ausgangserregung y aus

y(x) = g(net) = g[Zx}.] . (3.1)

j=0

In diesem Modell wird die Ausgangserregung innerhalb des betrachteten Zeit-
abschnitts als statischer Wert angenommen, wahrend die Erregung in Nervenlei-
tungen durch Impulsfolgen unterschiedlicher Zeitdauer und Frequenz kodiert ist.

10
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Haufig verwendete Aktivierungsfunktionen (z. B. Zell 1994) sind die sigmoid-
Funktion, die lineare Funktion oder die gauférmige Aktivierungsfunktion. Sie sind
durch die folgenden Berechnungsvorschriften gegeben:

Sigmoid-Funktion: gﬂ‘ (net) = T7e™ (3.2)
_net
Gauf¥férmige Funktion: 8, “‘(ner) =e 20 ¥ (3.3)
| net > 1
Lineare Funktion: e (net)=<net fir -1<net<l1 : (3.4)
-1 net <-1

net R Erregungspotential.

Die sigmoid-Funktion ist eine stetige, monoton steigende Approximation einer
Schwellwertfunktion. g, ist bis auf einen Normierungsfaktor identisch mit einer
GaulBfunktion mit Mittelwert 0 und Standardabweichung o, wéhrend die lineare
Funktion die Steigung 1 hat und - abgesehen von Begrenzungseffekten - die
Summe der Eingangserregungen ausgangsseitig weitergibt. Letztere wird in den
Eingangsknoten gebraucht, die die eingangsseitige Erregung ohne weitere Verar-
beitung an die Knoten der nachsten Schicht durchreichen.

In den verdeckten Knoten 3) werden stetige nichtlineare Aktivierungsfunktionen
gefordert, da in die Berechnung der Gewichtsmodifikation mit EBP die erste Ablei-
tung der Aktivierungsfunktion eingeht (vgl. Abschnitt 3.1.2, Gin. (3.18) und (3.19)).
Hier werden oft sigmoid-Funktionen eingesetzt, da ihre Ableitung

g"',‘(ne:) = net(1— ner) (3.5)

einfach zu berechnen ist. GauRférmige Funktionen von Eingangsvektoren werden
z. B. beim Resource Allocating Network (RAN) verwendet (siehe Abschnitt 6.2).

Topologie. Der Begriff Netzwerktopologie schliefit neben Zahl und Anordnung
der Knoten auch die Verbindungsstruktur ein. Als Beispiel ist in Bild 3.2 ein Netz-

3) Als verdeckt werden diejenigen Knoten bezeichnet, die weder der Eingangs- noch der Aus-
gangsschicht angehtren; in Bild 3.2 sind dies die Knoten der Zwischenschicht.

1
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werk mit MLP-Struktur abgebildet. Aus den unterschiedlichen Zahiweisen in der
Literatur soll diejenige Gbernommen werden, bei der die Eingangsschicht mitge-
zahit und das abgebildete Netzwerk somit als dreischichtiges Perzeptron be-
zeichnet wird. Im Bild sind alle Knoten schichtweise angeordnet und mit jedem
Knoten der nachsten Schicht verbunden. Verbindungen zwischen den Schichten
sind vorwartsgerichtet. Knoten innerhalb einer Schicht haben keine Verbindung.

Das abgebildete Netz hat m Eingangs-, h verdeckte und aus Darstellungsgrinden
einen einzigen Ausgangsknoten. Die Aktivierungsfunktionen der verdeckten
Knoten sind mit g(), die des Ausgangsknotens mit f() bezeichnet. Dann ist die
Antwort auf die Eingangserregung x durch die Ubertragungsfunktion

h m
5 i i
F(x)—f(i);‘_lvi g(lglwax) +x°]+zo]

h
=fl Zv,g, +Zo)

i=1

(36)

gegeben, wobei z; die Erregung am Ausgang des i-ten Knotens der verdeckten
Schicht und v; und w;; Elemente der Gewichtsmatrizen V und W von der verdeck-

F(x)

Ausgangsschicht

Eingangsschicht

Bild 3.2: Dreischichtiges Perzeptron mit m Eingangs-, i verdeckten und einem
Ausgangsknoten (Offseteingange nicht abgebildet).

12
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ten zur Ausgangs- bzw. von der Eingangs- zur verdeckten Schicht bedeuten. Die
Offseteingénge am i-ten Knoten der verdeckten Schicht bzw. am Ausgangsknoten
sind durch die zusétzlichen, nicht abgebildeten Eingange mit den Erregungen x‘o
bzw. z, berlcksichtigt.

3.1.2. Training

Wahrend des Trainings werden die Netzwerkparameter so eingestellt, daR die
gestelite Aufgabe im Sinne eines Gutekriteriums optimal erfilit wird. Mit Hilfe des
Oberwachten Lernens wird iterativ eine Ziel- oder Kostenfunktion minimiert, die
meist auf Basis des quadratischen Fehlers formuliert wird.

Betriebsarten. Bei einmaladaptiven Netzwerken unterscheidet man zwischen der
anfanglichen Lern- oder Trainings- und der darauffolgenden Testphase. Auller-
dem ist fur die Testphase der Begriff Vorwdrtsrechnung im Gegensatz zur Ruck-
rechnung des Fehlers wahrend der Gewichtsmodifikation mit EBP gebrauchlich.

Trainingsdaten. Das Training erfolgt mit Hilfe eines reprasentativen Datensat-
zes 4) . Die Trainingsmuster bestehen aus Paaren von Eingabe- und gewinschten
Ausgabemustern, die auch als Zielmuster (Target Vector) bezeichnet werden. thre
Dimensionalitét kann verschieden sein und entspricht der Zahl von Eingangs-
bzw. Ausgangsknoten des Netzwerks. Fir die weiteren Betrachtungen sei der
Trainingsdatensatz durch L Trainingsvektorpaare (x(/), #(})) mit /=1,....L gegeben,
die Koeffizientenzahl des Eingabevektors x sei m und die des Zielvektors ¢ sei q.
Fur die folgenden Betrachtungen das Netzwerk in Bild 3.2 ebenfalls auf ¢
Ausgangsknoten erweitert. Zur Vereinfachung der Schreibweise wird das /-te
Vektorpaar des Trainingsdatensatzes im folgenden mit (x!, /) bezeichnet.

Zielfunktion. Die am haufigsten verwendete Zielfunktion ist der mittlere quadrati-
sche Fehler (Mean Squared Error, MSE). Zu seiner Berechnung benétigt man den
auf das /-te Vektorpaar bezogenen quadratischen Fehler

=g(F(x )~ ) Z(y ) @7)

wobei g die Koeffizientenzahl ist. Dann kann der Ausgangsvektor als

4) Eine reprasentative Trainingsstichprobe besitzl dieselben statistischen Eigenschaften wie die
Testdaten.

13
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y=Fx) mit y= (y’ ..... y’) (3.8)

geschrieben werden. Der aber alle Trainingsbeispiele gemittelte MSE; berechnet
sich dann durch Summation aller Trainingsbeispiele und Normierung aus

q
> (v =)’

!

e e

MSET =
(3.9)

-
M= IM-
»

=
W

Aus der Summation aber / 1aBt sich erkennen, dall der Gesamtfehler aus den
Fehlerbeitragen der einzelnen Vektorpaare besteht. Wegen y =y(V, W) ist MSE;
ebenfalls eine Funktion der Gewichte in den Matrizen V und W, d. h.

MSET = MSET( V.W) . (3.10)

Kosten. Wenn sich aus der Aufgabenstellung unterschiedliche Kosten C; fur die
Fehlerbeitrage der einzelnen Netzwerkausgange angeben lassen, kann der auf
den /-ten Vektor bezogene, gewichtete quadratische Fehler aus

q
e ¢'=Zq(y;-::)2 (3.11)

berechnet werden. Der mit den Kosten gewichtete MSE, wird dann analog zu Gl.
(3.9) durch Ersetzen von e’ durch e,/ berechnet.

Gradientenabstieg mit Error Backpropagation 5) . EBP liefert eine Vorschrift
zur Gewichtsmodifikation in Richtung des Minimums der Fehlerkurve, in dem
bestmégliche Ubereinstimmung zwischen Trainingszielen und tatsachlichen Aus-
gangsvektoren im Sinne des Fehlermalles gegeben ist. Bei der Suche mit Gra-
dientenabstiegsverfahren ist die Gewichtsanderung proportional zum negativen
Gradienten der Fehlerfunktion MSE; nach GI. (3.10) mit einer reellwertigen Lern-
rate Ir als Proportionalitatsfaktor. Man unterscheidet bei der Herleitung der
Lernregeln zwischen der Modifikation der Gewichte v; der Gewichtsmatrix V von

5) Die folgende Beschreibung des Gradientenabstiegs mit Error Backpropagation gibt das Ergeb-
nis der Herleitungen in Rumelhart et al. (1986) und Zell (1994) wieder. Die Bezeichnungen sind
den Bildem 3.2 und 3.3 sowie den zugehbrigen Erkldrungen entnommen.

14
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der verdeckten zur Ausgangs-
schicht und der Gewichte wy der
Gewichtsmatrix W von der Ein-
gangs- zur verdeckten Schicht.

Zum Zeitpunkt n erfolgt die Aktu-
alisierung des Gewichts vom ver-
deckten Knoten i zum Ausgangs-

Bild 3.3: Gewichtsmodifikation nach der

knoten k ausgehend vom ver- Deite-apel
gangenen Zeitpunkt n-1 geman
Vu(")= vu(n—l)+AvH(n) : (3.12)

vom Eingangsknoten j zum verdeckten Knoten i gemaR
wﬁ(n)=wv_(n-l)+Awy(n) . (3.13)

Der Lésungsansatz fur die Berechnung der Gewichtsmodifikation basiert auf den
partiellen Ableitungen des Fehlers nach den jeweiligen Gewichten:

dv, = —lr% MSET(V, W) bzw. Aws, = —Ira% MSET(V,W) . (3.14)
ki y

Die Berechnung des Gradienten erfolgt durch Rickrechnung (Backpropagation)
von MSE; vom Ausgang des Netzwerks auf jedes einzelne Gewicht mit Hilfe der
Kettenregel. Als Ergebnis erhalt man eine Vorschrift zur Aktualisierung der Ge-
wichte, die in der Literatur unter der Bezeichnung generalisierte Delta-Regel be-
kannt ist. Sie hat fur alle Gewichte des Netzwerks eine gemeinsame Form und
lautet far die Modifikation des Gewichts u zwischen zwei Knoten ) k/ und k2 als
Antwort auf den Fehlerbeitrag des /-ten Vektorpaares (vgl. Bild 3.3)

N |
Au“.n-ln)'“,” ., ueW v uevVv . (3.15)

wobei die in der Gleichung auftretenden Faktoren folgende Bedeutung haben:

6) Dabei wird angenommen, daR die Knoten aus unterschiedlichen Schichten stammen und daB k7
einer htheren Netzwerkschicht als k2 angehort.

15
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5“ auf den Knoten k/ ruckgerechneter Fehler vom Netzwerkausgang.

i“ Eingangserregung, auf den Ausgang des Knotens k2 vorwartsgerechnet.

8} und i; , sind bei der Modifikation der Gewichte w; durch
q
ih,= .x; und 4 = kzl(y: —r:)f'(net:) v, g'(nel',') (3.16)
und bei Modifikation der Gewichte v,; durch
A4 = t
llz—z: und 5:1-(y:—t*)f'(net:) (3.17)
gegeben. Dabei bedeuten (vgl. Gl. (3.6)):

x Eingangsvektor,

z Aktivierungen an den Ausgangen der verdeckten Knoten,
net  Erregungspotential eines Knotens,

f(O  Aktivierungsfunktionen der Ausgangsknoten,

g()  Aktivierungsfunktionen der verdeckten Knoten.

Aus der allgemeinen Form in Gl. (3.15) erhait man durch Einsetzen von Gl. (3.16)
bzw. (3.17) unterschiedliche Ergebnisse fir den Beitrag des /-ten Vektorpaars zur
Gewichtsmodifikation:

) = lrgl (5! ~1!) () v, g'(ner!) = (3.18)

bzw.
a =irly! ~t!) plnet!) - . @19)

Fur die Gesamtanderung mit den L aufsummierten Fehlerbeitragen gilt dann

& ! -
Awy = ; Awy bzw. 4y, = ; AVL, . (3.20)

Batch Learning und Stochastischer Gradientenabstieg. Bei der Gewichts-
modifikation wird zwischen folgenden Vorgehensweisen unterschieden:

1. Addiert man alle Fehlerbeitrage nach Gl. (3.20) zuerst auf und fahrt dann die
Gewichtsmodifikation nach (3.18) und (3.19) in einem Schritt durch (die Ein-
zelbeitrage der Vektoren werden durch ihre Summen ersetzt), erfolgt die Ge-
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wichtsmodifikation in Richtung des Gradienten der Fehlerkurve (ber den ge-
samten Trainingsdatensatz (Batch oder Offiine Learning). Bei diesem Verfah-
ren muB bei Trainingsbeginn der gesamte Datensatz zur Verfligung stehen;
neue Muster kénnen wahrend des Trainings nicht hinzugefiigt werden.

2. Werden die Gewichte wie in (3.15) bis (3.19) nach jedem eingangsseitig ange-
legten Vektorpaar modifiziert, folgen sie bei der Gewichtsmodifikation den lo-
kalen Eigenschaften der Trainingsdaten (stochastischer Gradientenabstieg,
Online Learning). Da der stochastische Gradientenabstieg in der Regel ein
schnelleres Konvergenzverhalten aufweist, wird dieses Verfahren meist be-
vorzugt. Neue Trainingsmuster lassen sich leicht hinzufiigen, weil das Netz-
werk wahrend des Trainings jeweils nur einen kleinen Ausschnitt der gesam-
ten Datenmenge "sieht".

Momentum-Term. Um eine Spezialisierung des Netzwerks auf lokale Eigen-
schaften der Trainingsdaten zu verhindern, kann der vergangene Wert der Ge-
wichtsé&nderung aus der vorhergehenden Iteration mit einem Momentum-Term m,
gewichtet zur aktuellen Gewichtséanderung addiert werden:

au, (n)=1r& i tmaw,  (n-1) , Osmsi. (321)
Man erreicht so ein Tiefpalverhalten, das die Modifikationsvorschrift weniger
empfindlich gegentber lokalen Minima der Fehlerkurve macht. Insbesondere fiir
den stochastischen Gradientenabstieg wird die nach Gl. (3.21) modifizierte Delta-
regel haufig verwendet. Eine ausfuhrlichere Diskussion dieses Verfahrens ist in
Rumelhart et al. (1986) zu finden. Dort wird u. a. darauf hingewiesen, daR die
Einfihrung des Momentum-Terms gréflere Werte fiir die Schrittweite erlaubt, was
in den meisten Fallen eine schnellere Konvergenz des Trainings zur Foige hat.

Variable Lernrate. Eine Méglichkeit zur Steuerung der Konvergenzgeschwindig-
keit ist die Veranderung der Lernrate /r entsprechend dem Trainingsfortschritt,
vgl. z. B. Franzini (1987). Aus der Vielzahl bekannter Varianten wurde in der vor-
liegenden Arbeit folgende verwendet: von einem zufélligen Startpunkt aus wird
zunéchst mit grofler Lernrate gesucht. Da in der Nahe des Minimums mit einem
flachen Verlauf der Fehlerkurve zu rechnen ist, wird bei abnehmendem Gradien-
ten Ir sukzessiv um einen experimentell bestimmten Faktor b, verringert. Dies hat
eine hohere Aufldsung der Suchschritte in Minimumnahe zur Folge. Die
Neuberechnung von /r zwischen den Iterationen n-1 und n geman
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Ir(n) = MHT_” 1sb, (3.22)

erfolgt dann, wenn ein flacher Verlauf des Fehlers durch Unterschreiten einer
Schwelle flr die Fehlerdifferenz AMSE zwischen zwei lterationen geman

AMSET(n) = MSEr(n -1)- MSET(n) < AMSE&M'”‘(n -1) (3.23)

detektiert wird. Gleichzeitig wird wegen der kleineren Schrittweite die Schwelle mit

AMSE (n-1)

rovetie ™ = “';""' . byshb, (3.24)
2

AMSE .

neu berechnet. Die Vorschrift b,<b, folgt aus der Uberlegung, daR aufgrund des
erwarteten flacheren Verlaufs der Fehlerkurve eine nochmalige Reduktion der
Lemnrate im darauffolgenden Schritt méglichst verhindert werden soll. Bei schritt-
weiser Verringerung von /r muf eine untere Grenze zum Trainingsabbruch fah-
ren, da sonst die Suche mit immer kleineren Schritten fortgesetzt wird.

Generalisierungsfahigkeit und Cross Validation. Wahrend der Minimumsuche
besteht die Gefahr der Spezialisierung der Gewichte auf die Trainingsdaten
(Ubertraining). Statt des Auswendiglernens von Beispieldaten soll das Lernziel
vielmehr eine Abstraktion auf die eigentliche Trainingsaufgabe sein (Generalisie-
rungsféahigkeit). Dadurch wird die erfolgreiche Anwendung einer einmal gelernten
Zuordnung auf nicht zum Training verwendete Daten gleicher statistischer
Eigenschaften ermdglicht.

Um ein Ubertraining zu vermeiden, kann im Anschiuf an jede Trainingsiteration
die bis dahin erreichte Generalisierungsfahigkeit getestet werden. Hierzu wird ein
getrennter Verifikationsdatensatz gleicher statistischer Eigenschaften verwendet,
der nicht zur Gewichtsmodifikation herangezogen wird. Nach jeder lteration n wird
dabei durch Vorwartsrechnung aller Muster analog zu Gl. (3.9) der MSE,, im Veri-
fikationsdatensatz berechnet. Das Training wird fortgesetzt, solange

MSE, (n) < MSE,, (n—1) (3.25)
gilt. Wird wahrend des Gradientenabstiegs Gl. (3.25) trotz weiter abnehmendem

MSE; verletzt, ist dies auf eine beginnende Spezialisierung des Netzwerks zu-
rickzufthren, was durch rechtzeitigen Trainingsabbruch verhindert werden kann.

18
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Dieses Verfahren wird als Cross Validation bezeichnet und wurde u. a. erfolgreich
bei der Phonemerkennung eingesetzt (z. B. Morgan and Bourlard 1989). Eine
Diskussion der Varianten dieses Verfahrens ist in Stone (1978) zu finden.

Weight Decay. Haufig strebt man die Einstellung betragsmafig méglichst kleiner
Gewichtswerte im Verlauf des Trainings an. Durch eine entsprechende Modifika-
tion der Zielfunktion kann erreicht werden, dal® gleichzeitig der MSE und der Be-
trag der Gewichtswerte minimiert werden. Hierzu wird die Zielfunktion und daraus
abgeleitet die Berechnungsvorschriften fur Av,; bzw. 4wy, in Gl. (3.14) um einen
vom jeweils aktuellen Gewichtswert abhéngigen Term erganzt. Dieses mit Weight
Decay bezeichnete Verfahren wird z. B. in Werbos (1988) beschrieben. Zusétzli-
che Vorschlage zur mathematischen Formulierung von Zielfunktionen und Up-
date-Regelin mit Weight Decay findet man beispielsweise in Hertz et al. (1991).

Weitere Varianten von Error Backpropagation. Ein Uberblick tber weitere
zahlreiche Varianten von Error Backpropagation ist in Hertz et al. (1991) oder in
Zell (1994) enthalten. Zu diesen Varianten gehoren u. a. Trainingsverfahren, die
Ableitungen héherer Ordnung der Zielfunktion verwenden. Ein Vertreter dieser
Verfahren ist der Quickprop-Trainingsalgorithmus, der im Zusammenhang mit
dem Cascade Correlation Lernalgonthmus im 6. Kapitel beschrieben wird.
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3.2. Abbildungseigenschaften von Multilayer Perzeptron-Netzwerken

Aufgrund ihrer Generalisierungsfahigkeit (vgl. Abschnitt 3.1) kénnen mit Error
Backpropagation trainierte Multilayer Perzeptron-Netzwerke aus Trainingsbeispie-
len eine Zuordnungs- oder Abbildungsaufgabe’) lemen. Daher werden zun&chst
ihre Abbildungseigenschaften naher betrachtet mit dem Ziel, sie fur die Formulie-
rung eines neuronalen Ansatzes zur Stérreduktion zu nutzen. Aus der Literatur
(Hornik et al. (1989); Hecht-Nielsen (1990)) ist bekannt, da? MLP-Netzwerke fol-
gende Eigenschaft besitzen:

Ein dreistufiges Multilayer Perzeptron-Netzwerk mit m Eingéngen, ¢
Ausgéngen und hoéchstens 2m+/ Knoten mit nichtlinearen Aktivie-
rungsfunktionen in der Zwischenschicht kann g nichtlineare be-
schrankte und stetige Funktionen F,={F;,... Fj} aus reprasentativem
Trainingsmaterial beliebig genau approximieren, wenn das Training mit
Error Backpropagation durchgefuhrt wird.

Die Aktivierungsfunktionen der Knoten in der verdeckten Schicht mussen stetig,
monoton und beschrankt sein. Obiger Satz gibt lediglich die Existenz eines Netz-
werks und eine obere Grenze fur die Knotenzahl an, enthélt jedoch keine genaue
Vorschrift fir den Entwurf der Topologie. Aus der Literatur sind daher zahlreiche
empirische Untersuchungen zu diesem Thema bekannt (z. B. Fahiman 1988), sie
werden im Zusammenhang mit den Experimenten (vgl. Kapitel 5, 6 und 7) be-
schrieben, soweit sie fUr die vorliegende Arbeit relevant sind.

Von reprasentativen Trainingsdaten wird gefordert, dal ihre Dichtefunktion f(#)
sowie die bedingte Dichtefunktion fi(f|x) mit denen der Testdaten Ubereinstim-
men. Andemfalls liegen keine reprasentativen Trainingsdaten oder instationéare
Signale vor, und das Netzwerk muf} an die neue Statistik adaptiert werden.

In Gl. (3.9) wurde die Berechnung des mittleren quadratischen Fehlers MSE; aus
den Vektorpaaren (x/, t) des Trainingsdatensatzes angegeben. Daraus folgt zu-
sammen mit obigem Satz zur Approximation F einer gesuchten Abbildungsfunk-
tion F,

7) Der in der Nachrichtentechnik verwendete Begriff der Ubertragungsfunktion wird bei neuronalen
Netzwerken haufig ais Abbildungsfunktion bezeichnet.
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IS3e@)-n@f e . em

I=1k=1
wobei £>0 eine beliebig kleine und positive Zahl ist.

3.3. Schiétzung der stérfreien Spachsignalreprisentation

Im folgenden wird der Zusammenhang zwischen dem Entwurf der optimalen
Schétzeinrichtung fur die stérfreien Merkmalsvektoren mit dem Bayes-Kriterium
und den Approximationseigenschaften des MLP-Netzwerks aufgezeigt.

Nach Abtastung mit der Frequenz f, und Digitalisierung kénnen die Abtastwerte
des stdrbehafteten Sprachsignals n(i7), T=1/f,, als Proben der Musterfunktion
eines Zufallsprozesses zu den Zeitpunkten iT aufgefalit werden. Sie werden zu
Segmenten gleicher Dauer zusammengefafit und sollen innerhalb jedes Seg-
ments als quasistationar betrachtet werden kénnen. Nach der Segmentierung und
Vorverarbeitung wird das n-te stérbehaftete Segment durch den m-dimensionalen
Vektor

x(n) = (xz(n),x5(n),... Xp(n)T n=0,12,.. (3.27)

reprasentiert, wobei n fur die Segmentnummer und x7 fur den transponierten
Vektor x stehen. Der g-dimensionale Vektor #(n) des korrespondierenden stor-
freien Sprachsegments sei gegeben durch

Hn) = (ty(n). 1), )T . (3.28)

Gesucht sind g Abbildungsfunktionen Fy, k=1,2,...,q, zur Schatzung der Koef-
fizienten von ¢ aus den Koeffizienten von x:

T
i(n) = (F[(x(n)],Fz(x(n)),...,f;[x(n))) -
= Flx(n))
Im folgenden soll angenommen werden, dal} die Koeffizienten von x und ¢ als
kontinuierliche Werte betrachtet werden kénnen, was einer Quantisierung mit
unendlich vielen Amplitudenstufen entspricht. |hre Wahrscheinlichkeitsdichten
sind daher stetige Funktionen.

Multiple Parameterestimation mit dem Bayes-Kriterium. Die Schatzung von ¢
ist eine Aufgabe der muitiplen Parameterestimation, deren Grundlagen z. B. in
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Kroschel (1973) be-
schrieben sind. Sie |aRt
sich mit Hilfe von Bild 3.4
verdeutlichen:  Sprach-
generierung und Signal-
kodierung (Merkmalsex-
traktion) finden im linken
Verarbeitungsblock statt. .
Dabei wird ein akusti- Bild 3.4: Schatzung des storfreien Sprachvektors £ .
sches Ereignis M im be-

trachteten Signalsegment in einem (storfreien) Vektor ¢ kodiert, wobei hier
Signalquelle (Sprecher) und -kodierung (Vorverarbeitung im Spracherkenner) ver-
einfacht als eine Einheit betrachtet werden. Aufgrund von Stéreinflissen emittiert
dieser Verarbeitungsblock jedoch anstatt der g-dimensionalen stérireien Vektoren
t lediglich m-dimensionale stérbehaftete Vektoren x, deren Dimensionalitat m2gq
sein muB, wenn kein Informationsverlust erfolgen soll. Mit Hilfe eines
vorgegebenen Optimalitatskriteriums soll nun das optimale Schatzsystems Fpg()
entworfen werden. Hierzu werden folgende Annahmen getroffen:

Stérung

Quelle +
Kodierung
M-t

x Schatz- N
system —>  I(x)
Fy(x)

1. Die a-priori-Wahrscheinlichkeitsdichte f;(#) ist bekannt.

2. Die gesuchte Schatzeinrichtung soll das Risiko R minimieren, das durch den
Mittetwert einer Kostenfunktion C(e) mit

R=E[C(e)] (3.30)

gegeben ist. Die Erwartungswertbildung erfolgt Gber die Muster des Trainings-
datensatzes.

Der Fehlervektor e zwischen den geschatzten und den tatsachlichen Werten ist
durch

e= ?(x) -1
(3.31)
=F(x)-t
gegeben. Mit Gl. (3.30) und (3.31) errechnet sich das Risiko R aus
R=[[ [[cli-0)s 0 dxa : (3.32)
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Dabei stehen die doppelten Intergralzeichen fir die m-fache bzw. g-fache Inte-
gration Gber x bzw. 1.

Zur Berechnung von R benétigt man die Kostenfunktion C(e). Fur ihre Wahl be-
stehen unterschiedliche Méglichkeiten (Kroschel 1973). Wegen des Zusammen-
hangs mit EBP wird hier die Kostenfunktion des quadratischen Fehlers

C(e)=Cli(x)-1)
= eTe (3.33)
=(i(x)- 1) (i (x)-1)

verwendet. Meist interessiert man sich nicht fur das Risiko in Gl. (3.32) selbst,
sondern fur das Schatzsystem, das R minimiert. Dies kann bei bekannter Dichte
Ji(H) mit Hilfe des Bayes-Kriteriums entworfen werden. Dabei wird die Verbund-
dichte f; (¢, x) in (3.32) durch

S (x)=f (x |0)f,(0) (3.34)

ersetzt, da f.(x|f) gemessen werden kann und f(f) voraussetzungsgemafl be-
kannt ist. Einsetzen von (3.33) und (3.34) in (3.32) sowie Minimumbestimmung
von R (Herleitung siehe Kroschel 1973) ergibt fir

i(x)= L_[:};(t |x) dt | i
= E[t(x) |x]

E[t(x)|x] ist der a-posteriori-Mittelwert von #(x) bei bekanntem x. Die unbekannte
Dichte fy(¢| x) in (3.35) kann aus den bekannten Dichten mit der Bayes-Formel

f(x|0f@)

=

(3.36)

berechnet werden. f,(x) im Nenner dient lediglich zur Normierung und hat keinen
Einflul auf die Lage des Minimums.

Der optimale Schatzwert ?(x) in Gl. (3.35) ist also durch einen Vektor von Funk-
tionen Fy(x) gegeben,
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T
i(x) =E[t(x)|x]=(Fal(x),Fu(x).....FBq(x)) , (3.37)

der mit Hilfe des Bayes-Kriteriums berechnet wird und die Kostenfunktion des
quadratischen Fehlers nach Gl. (3.33) minimiert.

Ein Vergleich mit dem Satz Uber die Approximationseigenschaften von Multilayer
Perzeptron-Netzen (siehe Abschnitt 3.2) |at den Schiul zu, dal die im Training
gelernte Abbildungsfunktion F() bei einer quadratischen Zielfunktion bis auf einen
Restfehler £ nach Gl. (3.26) mit der optimalen Schétzeinrichtung nach dem
Bayes-Kriterium identisch ist. Mit

F (x)=F (x) (3.38a)

gilt daher fur die Abbildungsfunktion von MLP-Netzwerken

L5 (F{e!)- () (<) - £, () < @0

=1

Daher kénnen MLP-Netzwerke zur optimalen Schatzung der storfreien Merkmals-
vektoren im Sinne des Bayes-Kriteriums eingesetzt werden. Diese Schlufifolge-
rung gilt mit folgenden Einschrankungen:

1. Die Netztopologie mufd fur das vorliegende Problem geeignet gewahit werden.
Ein Verfahren zur Bestimmung der optimalen Topologie ist jedoch nicht be-
kannt.

2. Wahrend des Trainings mull das globale Minimum der Fehlerkurve im Ge-
wichtsraum gefunden werden. Diese stellt bei G, » voneinander unabhangi-
gen Gewichten anschaulich ein Gebirge im G, p+ I-dimensionalen Raum
dar 8). AuBer der volistandigen Suche ist jedoch kein Verfahren zur sicheren
Bestimmung des globalen Minimums bekannt.

Trotz dieser Einschrankungen kénnen zur Realisierung einer ausreichend guten
Naherungsldésung fur das jeweilige Problem meist verninftige Annahmen flr
Netztopologie und Trainingsparameter gemacht werden, wie aus den experimen-
tellen Ergebnissen ersichtlich ist (vgl. 5. Kapitel).

8) Zur Berechnung der Zahl der Gewichte siehe GI. (6.18).
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3.4. Konzepte zur neuronalen Stérreduktion

Basierend auf den beschriebenen Abbildungseigenschaften von MLP-Netzwerken
werden in diesem Abschnitt neuronale Ansatze zur Reduktion der unterschiedli-
chen Stérungsarten vorgestelit.

3.4.1. Einmaladaptive Netzwerke

Bei einmaladaptiven Netzwerken wird die Abbildungsfunktion vor Beginn der
Testphase aus dem Trainingsmaterial gelernt. Instationaritaten, die nach Trai-

strreduzierte Ausgangsvektoren

| 2 | a2 | n | a+1 ] a+2]

|__Zwischen- | =
Zeit
veuor- TG ] el [ n | add ] aez ]

stbrbehaftete Eingangsvektoren

Bild 3.5: Prinzip der fortlaufenden Stérreduktion aufeinanderfolgender
Sprachsegmente nach vorausgehender Trainingsphase.

ningsabschlufl auftreten, kénnen damit nicht behandelt werden. Zu den Anwen-
dungen gehdrt die Reduktion von additiven Hintergrundgerduschen sowie von
Kanalverzerrungen. Das Prinzip zeigt Bild 3.5 2): durch Anwendung der trainier-
ten Abbildungsfunktion auf Vektoren aus dem kontinuierlichen Datenstrom am
Eingang des Netzwerks werden vektorweise storreduzierte Ausgangsvektoren
erzeugt. Nach Reduktion des n-ten Vektors wird im darauffolgenden Verarbei-

8) Bild 3.5 zeigt die schematische Darstellung des MLP aus Bild 3.2, das fiir diese lllustration auf
drei m-dimensionale Eingangsvektoren und einen g-dimensionalen Ausgangsvektor erweiterl
wurde. Diese Darstellungsweise wird in der weiteren Arbeit verwendet.
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tungsschritt der n+1-te Vektor am Eingang storreduziert usw. Dieses einmala-
daptive Verfahren hat den Vorteil, dall keine explizite Segmentierung in Wort-
bzw. Pausenabschnitte des Signals erforderlich ist. Die im Bild schematisch ge-
zeigte Beriicksichtigung von Kontextinformation am Netzwerkeingang (gleichzeiti-
ges Anlegen der Vektoren zum Zeitpunkt n-1, n und n+1) fahrt zu besseren
Ergebnissen und wird im Abschnitt 5.2 diskutiert.

Parallel zur Storreduktion kénnten mit diesem Ansatz zuséatzliche Verarbeitungs-
schritte aus der Signalvorverarbeitung vorgenommen werden, soweit sie sich als
Abbildungsaufgaben formulieren lassen. Beispiele hierfur sind die Hauptachsen-
transformation (vgl. Abschnitt 4.2.3) und die Berechnung der zeitlichen Ableitun-
gen von Merkmalskoeffizienten. Dies wird in Abschnitt 5.6 untersucht.

In Kapitel 2 wurden die Auswirkungen des Lombardeffektes aufgrund von sta-
tistischen Untersuchungen z. T. als systematische Verdnderungen von Signal-
parametern beschrieben, fur die derzeit kein Modell bekannt ist. Da zu den Para-
meterverdnderungen auch zeitliche Schwankungen der Lautdauer gehoren,
massen fir ihre Korrektur korrespondierende Signalabschnitte zwischen lombard-
freien und lombardbehafteten Daten gefunden werden. Gelingt dies, kann aus
einer statistisch relevanten Menge von Trainingsdaten eine Abbildung trainiert
werden, die eine "Entlombardisierung” der stérbehafteten Eingangsdaten erlaubt.
Dazu ist vor der
Abbildung eine
Zeitanpassung
mit Dynamic
Time  Warping
(DTW) notwen-
dig (Bild 3.6),
das in dieser Ar-
beit zur Worter-
kennung einge-
setzt wird (vgl. 4.
Kapitel).

Bild 3.6: Reduktion des Lombardeffekts durch Abbildung der
Eingangsvektoren nach vorausgehender dynamischer
Zeitanpassung.
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Renmadoaid A
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——
Zeit
Stdrungsparameter I | I
Jaes T w2 [ a1 | a | wet] ae2]-
storbehaftate Eingangsvektoren

Bild 3.7: Adaptive vektorweise Gerauschreduktion mit Steuereingéngen.

3.4.2. Kontinuierliche Netzwerkadaption

Zur kontinuierlichen Netzwerkadaption wird das Abbildungsverhaiten des Netz-
werks durch Steuerparameter beeinfluft, die an zuséatzlichen Eingangsknoten
anliegen und so die Modifikation der Abbildungsfunktion nach Trainingsabschluf
erméglichen (vgl. Bild 3.7). Dieser Ansatz zur Steuerung der Netzwerkeigen-
schaften wurde von Levin (1990) fir die Unterscheidung der Zustande eines Hid-
den Markov Modells zur Phonemklassifikation untersucht. Eine experimentelle
Untersuchung dieses Ansatzes fur die Gerduschreduktion erfolgt in Kapitel 7.

Geeignete Steuerparameter sind getrennt nach Stérungsart in Tabelle 3.1 ange-
geben. Beispiele sind Gerduschparameter zur Charakterisierung des Hinter-
grundgerduschs, die Koeffizienten der Ubertragungsfunktion zur Adaption an ei-
nen zeitver&nderlichen Ubertragungskanal oder auch an Stre3parameter, die die

Tabelle 3.1: Steuerinformation am Netzwerkeingang in Abh&ngigkeit von
der Stérungsart.

= Koeffizienten der
Ubertragungsfunktion

Gerauschparameter StreRparameter

27



3. LOSUNGSANSATZE MIT NEURONALEN NETZWERKEN

mentale Belastung des Sprechers charakterisieren. Die Anderungsgeschwindig-
keit der Steuerparameter kann dabei andere Zeitkonstanten aufweisen als die des
Nutzsignals. Die Aktualisierung der Abbildungsfunktion kann entweder kontinu-
ierlich oder von Zeit zu Zeit, beispielsweise in den Sprachpausen, erfolgen. Aus
der Literatur bekannte Anséatze zur Realisierung dieser Aufgabe werden in Ab-
schnitt 3.6 diskutiert.

3.5. Bewertungskriterien

Im Folgenden werden aus der Literatur bekannte Kriterien zur Optimierung der
Netzwerkparameter sowie zur Bewertung der Leistungsfahigkeit des Netzwerks
nach Trainingsabschiul® diskutiert.

Mittlerer quadratischer Fehler. Die zum Netztraining verwendete Kostenfunktion
liefert im Minimum einen Restfehlerwert, der als MaR fur die Wirksamkeit des Ge-
rauschreduktionsverfahrens dienen kann. Fur die Kostenfunktion des mittleren
quadratischen Fehlers nach Gl. (3.9) kann der Vergleich zweier Netzwerke mit
Hilfe des MSE durchgefuhrt werden, indem die Restfehlerwerte im Minimum ver-
glichen werden. Gilt fur die Restfehler zweier unterschiedlicher Netzwerke

MSE_ <MSE_ : (3.39)

so weist das zum MSE,,;,; gehorige die bessere Gerauschreduktionsleistung auf.

Die relative Verbesserung gegenuber der Situation ohne Gerduschreduktion wird
mit dem auf den urspringlichen Wert bezogenen relativen quadratischen Restfeh-
ler angegeben:

MSE
MSE = mia ; (3.40)
rel M, SEM'

MSE wird dabei zwischen den gerduschbehafteten und den gerauschfreien
Vektoren des Datensatzes berechnet. SchlieBlich kann man den logarithmierten
relativen quadratischen Restfehler

10lg MSE =10/, MOE 3.41
8™ T s s

r
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in Dezibel messen. Die Fehlermafle nach Gin. (3.39), (3.40) und (3.41) kénnen
sowohl im Trainings- als auch im Verifikationsdatensatz verglichen werden, wobei
die Generalisierungsfahigkeit sowie Ubertrainingseffekte zu berticksichtigen sind
(siehe Abschnitt 3.2).

Worterkennungsrate. Worterkennungstests stellen sicher, da die Optimierung
der Gerauschreduktionsstufe sich an der Anwendung orientiert. Obwoh! dieses
MaR vom verwendeten Erkennungssystem abhangig ist, wird es zur Evaluierung
der Gerauschreduktionsstufe sowie des Gesamtsystems einschlielich der Merk-
malsextraktionsstufe bevorzugt eingesetzt.

Grundsétzlich unterscheidet man in der Spracherkennung zwischen Verwechs-
lungs-, Einflgungs- und Auslassungsfehlern. Da Einfligungen und Auslassungen
auf Wortebene bei Isoliertworterkennung von der Qualitat des Sprachpausende-
tektors (siehe Abschnitt 4.1) abhéngen, sollen hier nur Verwechslungs- oder
Substitutionsfehler betrachtet werden. Die Worterkennungsrate ry, ist dann durch
W ichig
r,= W 100 [%] (3.42)

gesami

gegeben, und die Wortfehlerrate f,, berechnet sich mit r,,, aus
£, =100%-~r,, ; (3.43)

Die eigentliche Aufgabe der Gerauschreduktionsstufe ist die Minimierung von fy, .
Da eine entsprechende Formulierung der Zielfunktion fir das Training auf
Schwierigkeiten stoft, wird hier ein anderer Weg beschritten. Voruntersuchungen
haben gezeigt, daB f,, und MSE,;, stark korreliert sind. Daher wird zum Netz-
werktraining zunachst MSE,;, als GutemaR herangezogen; die quantitativen
Verbesserungen fir die Spracherkennung werden dann mit Hilfe von f,, bzw. r,,

gemessen.

Alternative Zielfunktionen. Anstatt des MSE nach Gl. (3.9) werden fir manche
Aufgaben andere Zielfunktionen mit speziellen Eigenschaften eingesetzt; hierzu
gehoéren die Cross Entropie und der McClelland Error, die beide groRe Abwei-
chungen der Ausgangsaktivierungen von den Trainingszielen starker gewichten
als die quadratische Fehlerfunktion. Ihre Eigenschaften sowie die Ergebnisse fiir
eine Phonemklassifikationsaufgabe wurden von Hampshire und Waibel (1990)
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beschrieben. Fir binare Trainingsziele (d. h. die 1, nehmen entweder den Wert 0
oder 1 an) lautet die Cross Entropie-Zielfunktion

1o
ECru:sEnlmpie = -Z‘g’ kzﬂ(ti Iog(y:) - (l -l:)")g(l = yi )) (3.44)

und die McClelland-Fehlerfunktion

1% 2 2
Euwkmm:"zz Z"’S("(‘,',")'k) ) . (3.45)

Far Klassifikationsaufgaben wurden mit diesen Zielfunktionen gute Ergebnisse
berichtet (Hild and Waibel 1893c; Tebelskis and Waibel 1993). Eine weitere Ziel-
funktion ist Softmax; sie wird vor allem im Zusammenhang mit der Schatzung von
Klassenwahrscheinlichkeiten verwendet, vgl. Manke et al. (1995).

Die Zielfunktion des Classification Figure of Ment (CFM, Hampshire and Waibel
1990) wurde ebenfalls fur Klassifikationsaufgaben entwickelt und basiert auf der
Maximierung von Differenzen zwischen der Aktivierung des korrekten und den
Aktivierungen aller tbrigen Ausgangsknoten. Sie weist gegeniber dem MSE ein
verbessertes Monotonieverhaiten auf. Dies bedeutet, dall fur einzelne Muster-
paare berechnete, diskrete Fehlerwerte zusammenh&ngenden (monotonen)
Wertebereichen von korrekten bzw. fehlerhaften Klassifikationsergebnissen direkt
zugeordnet werden kénnen. Hampshire und Waibel (1990) zeigten, dal dies ist
bei einer MSE-Zielfunktion nicht immer méglich ist. Von Hampshire und Waibel
(1990) sowie Hild und Waibel (1993b und 1993c) wurden mit der CFM-Zielfunk-
tion gute Klassifikationsergebnisse erreicht. Gegentber dem MSE und der Cross
Entropie-Funktion ist jedoch ein erhéhter Trainingsaufwand notwendig.

Optimierung der Gerduschreduktionsleistung. MLP-Netzwerke, die den mittle-
ren quadratischen Fehler einer reprasentativen Trainingsstichprobe minimieren,
stellen optimale Schatzsysteme im Sinne des Bayes-Kriteriums dar (vgl. Abschnitt
3.3). Daher werden hier fur das Netzwerktraining MSE-basierte Zielfunktionen zur
erkennerunabhangigen Optimierung und Bewertung der Gerduschreduktionslei-
stung verwendet Da far die Worterkennungsexperimente ein nichtneuronales
Verfahren verwendet wird (siehe Kapitel 4), erfolgt die Evaluierung des Gesamt-
systems einschlieflich Merkmalsextraktion mit Hilfe der Worterkennungs- bzw.
Wortfehlerraten nach Gin. (3.42) und (3.43).
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Aufwandsbeurteilung. Fir eine Echtzeitimplementierung sind neben der Funk-
tionalitat vor allem Implementierungsaufwand, benétigte Rechenzeit sowie der
Speicherplatzbedarf wichtig. Da aus den zur Simulation benétigten Systemres-
sourcen nicht immer - oder nur mit groBem Aufwand - exakte Angaben fiir eine
Echtzeitumgebung gemacht werden kénnen, werden neben den absoluten Re-
chenzeiten oft relative Vergleichszahlen zum Vergleich verschiedener Algorith-
men benutzt. Dies sind beispielsweise die Zahl der verdeckten Knoten, die zum
Training notwendige Zahl von Iterationen und die Zahl der durchgefihrten Ge-
wichtsmodifikationen. Da wegen der unterschiedlichen Netzmodelle Vorsicht beim
direkten Vergleich dieser Zahlen geboten ist, werden sie in den jeweiligen Ab-
schnitten zusammen mit den Eigenschaften der untersuchten Netzwerke disku-
tiert, vgl. z. B. Abschnitt 6.3.

3.6. Verwandte Ansitze

Nachfolgend wird ein Uberblick tiber Literaturstellen gegeben, die den Stand der
Technik beschreiben und in Beziehung zu den in dieser Arbeit untersuchten An-
satzen stehen.

3.6.1. Gerduschreduktion mit einmaladaptiven Netzen

Erste Arbeiten zur neuronalen Gerauschreduktion wurden von Tamura und Wai-
bel (1988) und Tamura (1989) auf Basis der Abtastwerte des Zeitsignals mit Hilfe
eines vierstufigen MLP-Netzes durchgefiihrt. Analysen des Netzwerkverhaltens
ergaben, dafl selbst nichttrainierte Gerauschanteile durch die gelernte Abbil-
dungsfunktion unterdrickt wurden, wahrend Sprachanteile weitgehend unveran-
dert blieben. Aufgrund von Hortests (Auditory Preference Test) und visueller Aus-
wertung von Spektrogrammen wurde von Verbesserungen gegeniiber Spektral-
subtraktionsexperimenten berichtet.

Wegen des geringeren Trainingsaufwands aufgrund einer kompakteren Netztopo-
logie basieren neuere Ansétze zur neuronalen Gerduschreduktion meist auf den
Merkmalsvektoren: von Sorensen (1991) und Sorensen und Hartmann (1991)
wurden erhebliche Steigerungen der sprecherunabhéngigen Erkennungsraten far
Ziffern (von 14 % auf 79 % bei 0 dB Signal-zu-Rausch-Verhaltnis) bei rechnerad-
diertem Cockpitgeréusch berichtet; in Barbier und Chollet (1991) wird fir Sprach-
erkennung in Kraftfahrzeugumgebung auf Verbesserungen auch in sprecheraber-
greifenden Tests hingewiesen.
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Die bisher genannten Verfahren sind einkanalig und bieten nach initialem Trai-
ning der Abbildungsfunktion keine weitere Adaptionsméglichkeit mehr. Bis auf
eine Ausnahme (Sorensen and Hartmann 1991) erfolgte die Netzgenerierung ex-
perimentell, was zwei Entwicklungsschritte notwendig macht: erstens die Festle-
gung der Topologie und zweitens das Lernen der Gewichte. Eine wichtige Rolle
spielt die Wahl der Ein- und Ausgangssignalreprasentation. Mit Zusatzinformation
am Netzwerkeingang kann das Abbildungsverhalten verbessert werden, wenn sie
mit dem Fehlersignal korreliert ist. Hierzu gehoéren Verbesserungen durch Kon-
textinformation (Huang 1992, fur Sprecheradaption; Trompf 1992a, fur Gerausch-
reduktion) und mit zusétzlichen Merkmalskoeffizienten am Netzeingang (Trompf
and Hackbarth 1993). Bei entsprechender Aufbereitung der Trainingsdaten kon-
nen Eingangs- und Ausgangssignale unterschiedlichen Reprasentationen ent-
stammen und so zusétzlich zur Gerauschreduktion Vorverarbeitungsschritte mit-
gelernt werden (Trompf et al. 1993).

3.6.2. Automatische Netzgenerierungsverfahren

Automatische Netzgenerierungsverfahren helfen, die zeitaufwendige, vorwiegend
experimentell geprégte Suche nach problemangepaften Netzwerkmodellen zu
verkirzen, sind fur zahireiche Anwendungsgebiete in Untersuchung und lassen
sich in Algorithmen mit konstruktiver und mit destruktiver Lernstrategie aufteilen.
Wegen der Vielzahl der Systemparameter und der damit verbundenen Ver-
suchswiederholungen ist auch bei der Entwicklung eines geeigneten Gerausch-
reduktionsnetzwerks der Einsatz eines automatischen Netzgenerierungsverfah-
rens wanschenswert.

Bei konstruktiven Verfahren werden Minimalnetze schrittweise durch automati-
sches Anfligen zuséatzlicher Teilstrukturen erweitert und trainiert. Dies geschieht
regelbasiert und iterativ solange, bis im Sinne einer vorgegeben Zielfunktion kei-
ne weitere Verbesserung eintritt oder ein anderes Abbruchkriterium erfullt ist. Die
Formulierung der Generierungsregeln ist meist abhangig von der betrachteten
Netzwerkstruktur. Beispiele far konstruktive Netzgenerierungsverfahren sind:

+ der Cascade Correlation-Lernalgorithmus (Fahlman and Lebiére 1989), bei
dem ausgehend von einer linearen Perzeptron-Struktur iterativ nichtlineare
Knoten angefigt und trainiert werden, bis die vorgegebene Fehlerfunktion mi-
nimiert wurde oder keine weitere Verbesserung feststellbar ist. Die Verbin-
dungsstruktur ist kompakter als beim Multilayer Perzeptron; abhangig von der
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zeitlichen Reihenfolge ihrer Installation im Netzwerk existieren Verbindungen
zwischen den Eingangen spater angeflgter verdeckter Knoten und den Aus-
gangen ihrer Vorgangerknoten. Sorensen und Hartmann (1992) haben ge-
zeigt, dall dieser Netzwerktyp die Multilayer Perzeptron-Struktur als Teil-
menge enthalt. Eine Variante stellt Recurrent Cascade Correlation (Fahlman
1990) dar, dessen hauptséachlicher Unterschied zu Cascade Correlation in lo-
kal rackgekoppelten Verbindungen von den Aus- zu den Eingéngen der ver-
deckten Knoten besteht und das daher ein neuronales Modell mit Gedachtnis
bildet.

¢ das Resource Allocating Network (Platt 1991), bei dessen Generierung am
Netzwerkeingang auftretende Beobachtungen in den Mittelwertsvektoren neu
anzufligender verdeckter Knoten mit gauBférmiger Aktivierungsfunktion ge-
speichert werden. Die Netzwerkgenerierung ist abgeschlossen, wenn sich alle
Trainingsbeispiele ausreichend genau durch Kombinationen der gespeicher-
ten Beobachtungen approximieren lassen. Bei der weiterentwickelten Version
des Enhanced Resource Allocating Network wurde das ursprungliche Least
Mean Square-Trainingsverfahren durch ein bei Kalman-Filtern verwendetes
Verfahren ersetzt, was far Funktionsapproximation eine kompaktere Topologie
bei gleichzeitig schnellerer Konvergenz und kleinerem Restfehler zur Folge
hat (Kadirkamanathan and Niranjan 1993).

+ die beiden komplementaren Verfahren Automatic Structure Optimization und
Automatic Validation Analyzing Control System, die von Bodenhausen und
Waibel (1993) sowie Bodenhausen (1994) zur Bestimmung der Systempara-
meter (Kontextfenster, Zahl der verdeckten Knoten und Modellzustande) eines
Multi State Time Delay Neural Network vorgeschlagen wurden. Automatic
Structure Optimization steuert die Netzwerkgenerierung auf Basis der Ver-
wechslungsmatrix der Trainingsdaten; das Automatic Validation Analyzing
Control System fuhrt einen Generalisierungstest auf Basis der Differenzen
zwischen den Verwechslungsmatrizen aus Trainings- und Validierungsdaten
durch. Far die Erkennung gesprochener Buchstaben wurde mit diesen Ver-
fahren eine Verbesserung der Erkennungsrate gegenuber einem handopti-
mierten System von 85 % auf Uber 92 % erreicht.

Bei Verfahren mit destruktiver Strategie wird eine vorlaufige, eher aberdimen-
sionierte Netzstruktur festgelegt und trainiert. In einer spateren Trainingsphase
werden aufgrund vorgegebener Regeln Verbindungen zusammengelegt bzw. eli-
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miniert, um eine verbesserte Generalisierungsfahigkeit unter gleichzeitiger Opti-
mierung des Netzwerks zu erreichen. Beispiele hierfur sind die Arbeiten zu Opti-
mal Brain Damage von Le Cun et al. (1989) sowie Soft Weight-Sharing von Now-
lan und Hinton (1991).

3.6.3. Adaption an instationidre Signalumgebungen

Eine Netzwerkadaption kann abhangig von instationaren Gerauschkomponenten
oder vom phonetischen Kontext der Sprachkomponente erfolgen. Dies kann ent-
weder durch Umschaltung zwischen mehreren vortrainierien Abbildungen, durch
schnelle Adaption vorhandener oder durch inkrementelles Anfagen neuer Teil-
strukturen geschehen.

Eine Adaption mit Hilfe von Steuerinformation wurde flir Gerduschreduktion
erstmals von Tamura und Nakamura (1990) fir die Modifikation der Ausgangs-
gewichte abhangig vom Phonemkontext untersucht, was zu einer Verringerung
des Abbildungsfehlers bei additivem weilRem Rauschen flhrte.

Das Codeword-Dependent Neural Network (Huang 1992) besteht aus mehreren
vortrainierten Netzwerken zur Realisierung der Abbildungsfunktion eines fremden
Sprechers auf einen Referenzsprecher; zwischen den unterschiedlichen Netz-
werken wird abhangig vom Wert des Eingangsvektors umgeschaitet. Hierdurch
konnte in Worterkennungsexperimenten die Fehlerrate im Vergleich zur Spre-
cheradaption mit einem einzigen Netzwerk von 6,8 % auf 5 % verringert werden.
Eine Erweiterung dieses Ansatzes mit vortrainierten Abbildungen mehrerer
Sprecher auf einen Referenzsprecher wurde von Hild und Waibel (1993a und
1993b) beschrieben. In einer mit Tuning-In bezeichneten Adaptionsphase werden
dabei die Charakteristika eines neuen Sprechers aus den intern gespeicherten
Abbildungen (Internal Speaker Models) mit Hilfe eines Codeworts zusammen-
gesetzt.

Eine schnelle Adaption der Abbildungsfunktion durch Steuerparameter am
Netzwerkeingang kann mit dem von Levin (1990) vorgeschlagenen Hidden Con-
trol Neural Network (HCNN) vorgenommen werden. Damit wurden far die Model-
lierung einzelner Zustande in Wortmodellen parallele nichtlineare Pradiktoren re-
alisiert, zwischen denen mit Hilfe von Steuerinformation gewechselt werden kann.
Mit diesem Ansatz wurde fur die Erkennung zusammenhéangend gesprochener



3. LOSUNGSANSATZE MIT NEURONALEN NETZWERKEN

Ziffern mit Aufnahmen von elf ménnlichen Sprechern eine durchschnittliche
Erkennungsrate von 99,3 % erreicht.

In einer ersten Verdffentlichung von Teilen der vorliegenden Arbeit zur ge-
rduschparameterbasierten Netzwerkadaption in Sprachpausen (Trompf et al.
1994) wurde die Auswahl geeigneter Steuerparameter auf Basis eines Korrela-
tionsmales beschrieben. In sprecherabhangigen Worterkennungstests mit rech-
neraddierten Stérgerduschen wurden mit zehn Steuerparametern Verbesse-
rungen der Erkennungsrate von einigen Prozent im Vergleich zur Situation mit ei-
nem vorab trainierten Netzwerk ohne weitere Adaptionsméglichkeit erreicht.

Das HCNN-CDF (Petek et al. 1992) stellt eine Erweiterung des HCNN zur Pra-
diktion von Signalsegmenten unter BerlUcksichtigung des Signalkontextes dar.
Neben Steuereingangen fir die einzelnen Phonem- bzw. Wortzustande wurden
zusatzliche Eingénge fir den phonetischen Kontext eingefihrt. Hiermit konnten
far eine Worterkennungsaufgabe Verbesserungen gegeniber der Verwendung
von parallelen, phonemabhangig trainierten Linked Predictive Neural Networks
(Tebelskis et al. 1991) und auch gegeniber HCNN-Netzwerken ohne Kontextein-
gange erzielt werden.

Adaption durch inkrementelles Lernen kann u. a. mit Hilfe von konstruktiven
Netzgenerierungsverfahren durchgefuhrt werden. Von Kadirkamanathan und Ni-
ranjan (1993) wurde die Pradiktion chaotischer Zeitreihen durch inkrementelles
Erweitern der trainierten Abbildung mit Hilfe des Enhanced Resource Allocating
Network durchgefihrt. Je nach Anwendung kann diese Technik jedoch zu konti-
nuierlichem, unbegrenztem Anwachsen der Netztopologie fihren.

In Arbeiten von Waibel et al. (1989) zum Thema Modulanitét in neuronalen Netz-
werken wurden unterschiedliche Konzepte zur Integration spezialisierter Netz-
werke untersucht. Am Beispiel der Phonemerkennung wurde gezeigt, wie mehrere
auf bestimmte Phonemklassen spezialisierte Netzwerke mit Hilfe von frei trai-
nierbaren Neuronen (Connectionist Glue) sowie inkrementellem Training der Ge-
samtstruktur (All-Net Fine Tuning) zusammengeschaltet werden kénnen; dies
fihrte zu einer schrittweise Steigerung der Erkennungsrate von 60,5 % auf
98,6 %.

Beim Meta-Pi-Network (Hampshire and Waibel 1989) werden die Ausgangsak-
tivierungen spezialisierter Teilstrukturen mit Hilfe einer (bergeordneten Super-
struktur verbunden, die aus multiplikativen Rechenelementen (Meta-Pi Gate
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Weights) zur Gewichtung der einzelnen Anteile an der Gesamtaktivierung besteht.
Die Teilstrukturen dienen zur Behandlung unterschiedlicher Eingangsquelien
(z. B. Sprecher), die multiplikativen Gewichtungen werden in einer Adaptionspha-
se gelemnt, in deren Verlauf das Abbildungsverhalten des Gesamtnetzwerks aus
der Uberlagerung der bereits vortrainierten Teilstrukturen zusammengesetzt wird.
Dies wurde von Hampshire und Waibel am Beispiel der sprecheradaptiven Pho-
nemklassifikation gezeigt, wobei AuBerungen neuer Sprecher durch Kombination
sprecherabhéngig vortrainierter Kiassifikatoren erfolgreich erkannt wurden. Das
Konzept von Gate Weights zur gezielten Aktivierung von Teilstrukturen eines
bergeordneten Netzwerks wurde von Jain (1991) in einem neuronalen Parser
zur Markierung von Satzteilen fur die weitere Verarbeitung eingesetzt.

3.7. Ansitze in der vorliegenden Arbeit

Zur Lésung der Gerauschreduktionsaufgabe sind drei Schwerpunkte fur die vor-
liegende Arbeit von besonderer Bedeutung:

1. Ein grundsétzlicher experimenteller Nachweis fur die Funktionsfahigkeit des
Ansatzes, die Aufgabe mit einer nichtlinearen Abbildungsfunktion auf Basis
von neuronalen Netzwerken zu lésen (Kapitel 5).

2. Die Suche nach einer geeigneten Netztopologie. Hierzu wird ein Vergleich
zwischen den automatischen Netzgenerierungsverfahren Cascade Correlation
und Resource Allocating Network sowie einem handoptimierten Multilayer Per-
zeptron durchgeflhrt (Kapitel 6).

3. Schnelle Adaption an veranderliche Umgebungsgerausche, die nicht notwen-
digerweise a priori bekannt sein mussen. Da fir eine spatere Echtzeitrealisie-
rung ein Neutraining bzw. eine (rechenaufwendige) Adaptionsphase des Netz-
werks bei jeder Anderung der Umgebungsgerdusche zu aufwendig erscheint,
wird hier ein HCNN-basierter Ansatz zur Netzwerkadaption bevorzugt
(Kapitel 7).
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4.1. Datenbasis

In realer Anwendungsumgebung findet eine additive Uberlagerung von Sprach-
und Gerauschsignal statt, d. h. die Worterkennung wird auf Basis des gestérten
Signals durchgefihrt. Fir die experimentellen Untersuchungen werden Trainings-
und Testdaten durch Addition der digitalisierten Sprach- und Ger&uschsignale auf
dem Rechner erzeugt, was den Vorteil reproduzierbarer Versuchsbedingungen
bietet.

Messungen unter realen Anwendungsbedingungen helfen bei der Auswahl der
Trainings- und Testdaten: in einer Buroumgebung wurde ein Signal-zu-Rausch-
Verhaltnis (SNR) von 12 dB bei einem Telefongesprach mit Freisprechen und ei-
nem Nadeldrucker in ca. 2 m Entfernung gemessen. Bei Autofahrten wurden im
Innenraum einer Reiselimousine bei geschlossenen Fenstern folgende SNR-
Werte gemessen: im Stadtverkehr bei 50 km/h 8-10 dB, bei einer Uberlandfahrt
mit 100 km/h 4-7 dB und bei einer Autobahnfahrt mit 180 km/h 0-3 dB. Die
MeRwerte wurden (ber einen Zeitabschnitt von ca. 60s und dber die
Sprachaufnahmen von mehreren Sprechern gemittelt. Diese MeRergebnisse
wurden als Anhaltspunkt far die Generierung der Trainings- und Testdaten aus
getrennten Sprach- und Gerauschdatenbasen berlicksichtigt.

Sprachdaten. Als Sprachdaten wurden vorhandene Aufnahmen (Angleys 1991)
mit isoliert gesprochenen Wértern von je funf ménnlichen und fanf weiblichen
Sprechern verwendet. Sie enthélt pro Sprecher funf Wiederholungen eines 30
Woérter umfassenden deutschen Vokabulars, das aus 20 Wértern zur sprachge-
steuerten Bedienung eines Textverarbeitungssystems und den zehn Ziffern be-
steht. Da solche Gerate haufig in Baroumgebung betrieben werden, wird dieser
Wortschatz im folgenden als Bdrowortschatz bezeichnet. Die Wortliste befindet
sich im Anhang A.1.

Die Sprecher wurden angewiesen, Pausen von mindestens 0,5 s Dauer zwischen
den Wértern zu lassen. Dies ist aus folgenden Grlnden notwendig:
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Tabelle 4.1: Sprecherliste und Zuordnung der Wiederholungen pro Sprecher
zu den Teildatensatzen.

-

mannlich | DIE, KRA, MIC, THO, UWE
weiblfich | CAR, EDD, HAC, SAB, SUS

« Vermeidung von Koartikulationseffekten.

« Durchfihrung einer automatischen Sprachpausendetektion.

« Schatzung der Pausenenergie zur SNR-Bestimmung.

« Extraktion von Gerauschparametern zur Netzwerkadaption (vgl. 7. Kapitel).

Um das haufig beobachtbare Absinken der Betonung am Ende einer AuRerung zu
vermeiden, wurde die Wortliste um das Wort "dummy” erweitert. Uber die
Steuerung der Sprechweise hinaus hat diese MaBnahme keine Bedeutung.

Aufnahmebedingungen. Die Sprachaufnahmen wurden in einem Blroraum von
ca. 14 m? Grundflache mit baroublicher Einrichtung durchgefiihrt. Neben dem
SchlieBen von Fenstern und Turen wurden keine MaBnahmen zur Dampfung von
Umweltgerauschen (Verkehrsgerausche sowie Gerdusche aus benachbarten Bl-
ros und Fluren) getroffen. Die Sprecher saflen an einem Schreibtisch, das Auf-
nahmemikrofon befand sich in ca. 80 cm Entfernung vom Sprechermund.

Zur Wandlung des akustischen Signals wurde ein Kondensator-Backelektret Mi-
krofon (Datenblatt AKG Q400T, 1889) mit Hypercardioid-Charakteristik verwen-
det, das zusammen mit einem Telefongehause (SEL 1074) als Grenzflache eine
Freisprecheinrichtung realisiert. Der Ubertragungsbereich des Mikrofons reicht
von 200 Hz bis 8 kHz (3 dB-Grenzfrequenzen). Nach Verstarkung im integrierten
Vorverstarker wurde das Signal mit einem DAT-Rekorder (Sony TCD-D10) aufge-
zeichnet. Das vom Rekorder wiedergegebene Analogsignal wurde mit einem PC-
Board (Hérmann et al. 1993) mit Hardware-Filter tiefpalgefiltert, abgetastet und
digitalisiert (3 dB-Grenzfrequenz fs=3-4 kHz, Aufliésung 16 bit, Abtastfrequenz
[f,=8 kHz), vgl. Datenblatt Motorola DSP56ADC16.

Speicherung in Teildatens#tzen. Die digitalisierten Sprachdaten wurden als
Dateien mit je einer Aufnahme der 30 Worter auf einer Magnetspeicherplatte ab-
gelegt. Die funf Wiederholungen pro Sprecher wurden in drei Teildatensatze auf-
geteilt (vgl. Tabelle 4.1). Dies ist zur Trennung von Trainings- und Testdaten so-
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wie zur Durchfihrung der Generalisierungstests mit Verifikationsdaten (vgl. Ab-
schnitt 3.2) notwendig. Die einzelnen Sprecher werden durch drei Buchstaben
umfassende Abklrzungen identifiziert. Tabelle 4.1 zeigt die Sprecherliste nach
Geschlecht getrennt sowie die Zuordung der Wiederholungen zu den Teildaten-
satzen. Die mittlere Dauer einer Wiederholung einschliefflich Pausen betragt
68 s, die langste Aufnahme dauert 97 s.

Das Uber jeweils eine Wiederholung der 30 Wérter gemittelte Signal-zu-Rausch-
Verhaltnis lag zwischen 27 und 32 dB. Diese Aufnahmen werden in der weiteren
Arbeit als gerduschfrei oder auch als Originalaufnahmen bezeichnet. Anhand die-
ser Aufnahmen erfolgte die Wortgrenzendetektion halbautomatisch; die Hypothe-
sen eines realen Sprachpausendetektors wurden manuell korrigiert, so daR fir
die Experimente ein idealer Sprachpausendetektor angenommen wird.

Gerduschdaten. In der Gerauschdatenbank befinden sich Aufnahmen aus zwei-
erlei Herkunft:

1. Aufnahmen eines Nadeldruckergerausches (Kurzbezeichnung: Drucker) sowie
Aufnahmen im Betriebsraum eines Rechenzentrums; letztere setzt sich aus
dem Summensignal einzelner Gberlagerter Gerauschsignale aus unterschied-
lichen Quellen zusammen (Kurzbezeichnung: Rechnerraum). Hierzu gehéren
Betriebsgerausche mehrerer VAX- und Sun SPARC-Rechenanlagen,
Plattenspeicher, Protokolldrucker, Bandlaufwerke und Klimaanlage. Das Sum-
mensignal wurde mit einem Studio-Kondensatormikrofon Beyer MC 723 mit
Cardioid-Charakteristik und eingebautem Vorverstarker mit einem Ubertra-
gungsbereich von 40 Hz bis 20 kHz (Datenblatt Beyer MC 723, 1990) aufge-
nommen. Aufzeichnung, Filterung und Digitalisierung der Aufnahmen erfolgte
wie bei den Sprachaufnahmen und wurden von Eckhardt (1992) beschrieben.

2. Aufnahmen aus einer kauflichen Datenbasis auf CD-ROM-Datentrager aus
dem ESPRIT-Projekt SUNSTAR. Aus verarbeitungstechnischen Grinden
(Speicherplatz und Rechenzeit fir die Simulationen) multe aus der Vielzahl
von Gerduschaufnahmen eine Auswah! getroffen werden. Wegen des Anwen-
dungsszenarios fur die zu entwickelnden Verfahren (siehe 2. Kapitel) wurden
funf Aufnahmen ausgewahlt, die in einer Mobilfunkumgebung auftreten kén-
nen. Diese umfassen Aufnahmen in einer Bahnhofshalle, einer Gaststatte, ei-
nes |IBM-Matrixdruckers, einer Spilmaschine und von Strallenbauarbeiten.
Der vollistandige Inhalt ist aus dem Datenblatt (SUNROM-1) zu ersehen. We-
gen der urspringlichen Abtastrate von f,=20 kHz muften die Signale bandbe-
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grenzt und die Abtastrate reduziert werden. Dies erfolgte durch digitale Tief-
passfilterung (3 dB-Grenzfrequenz fg=3,4 kHz) und anschlieender Reduktion
auf f,=8 kHz (Eckhardt 1993).

Eine grobe Beurteilung der Signaleigenschaften kann aufgrund der Zeitveridufe
sowie der Leistungsdichtespektren getroffen werden. Hierzu wurde ein Zeitinter-
vall von 1 s aus jeder Aufnahme extrahiert, mit einem Hammingfenster multipliziert
und daraus das logarithmierte Leistungsdichtespektrum berechnet.

Tabelle 4.2: Aufteilung der Gerauschdatenin ~ Wie aus den Zeitverldufen der
Trainings- und Testpool. Signale (Bilder A.2.1a bis A.2.7a
im Anhang A.2) zu ersehen ist,

besitzen die Aufnahmen der

Nadeldrucker Rechnerraum Geschirrspilmaschine und der
Bahnhofshalle | Stralenbauarbeiten beiden Drucker Uberwiegend
Gaststatte periodische Anteile. Aus den
Spuimaschine Leistungsdichtespektren (Bl
IBM-Matrixdrucker der A.2.1b bis A.2.7b) wird deut-

lich, daR die Rechnerraumauf-
nahmen und die Aufnahme der Stralenbauarbeiten zumindest im betrachteten
Zeitintervall breitbandig sind. Insbesondere bei instationdren Gerauschsignalen
sind die Eigenschaften der Signale stark von der Auswahl des betrachteten Ab-
schnitts abhangig. Dies ist aus der spektralen Leistungsdichte der Aufnahme in
der Bahnhofshalle (A.2.1b) zu entnehmen, die bei ca. 3,2 kHz ein Maximum be-
sitzt. Durch eine Horprobe konnte festgestellt werden, daf die Ursache hierfur die
Bremsgerausche eines einfahrenden Zuges sind.

Aufteilung in zwei getrennte Gerduschpools. Die insgesamt sieben Geréusch-
aufnahmen aus unterschiedlichen Quellen wurden fur die Experimente mit
Pooltraining (siehe 5. Kapitel) wie in Tabelle 4.2 gezeigt in zwei Untermengen mit
fanf bzw. zwei Aufnahmen aufgeteilt, die im weiteren Verlauf als Trainingspool
bzw. als Testpool bezeichnet werden.

Generierung gerduschbehafteter Sprachdaten. Fir die Simulationen werden
gerauschbehaftete Sprachaufnahmen mit vorgegebenem mittlerem Signal-zu-
Rausch-Verhaltnis SNR,,,; [dB] bendétigt. Hierzu wird zunéchst eine Wiederholung
der 30 Wérter zusammen mit einer Gerauschaufnahme gleicher Lange betrachtet.
In die Berechnung des SNR gehen nur diejenigen Abtastwerte beider Aufnahmen
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ein, deren Zeitindex i zwischen den detektierten Wortanfangen und Wortenden
liegen, die Abtastwerte in den Sprachpausen bleiben unbericksichtigt. Die Ge-
samtzahl der sprachbehafteten Abtastwerte in der folgenden Betrachtung sei N.

Fur die Generierung des j-ten gerduschbehafteten Abtastwertes r(i) wird der
Abtastwert des Sprachsignals s(i) mit dem des gewichteten Gerauschsignals n (i)
geman

(i) = s(i) + n (i) mit i=12,...,N (41)

additiv Uberlagert, wobei n,,(i) aus dem urspringlichen Wert n(i) durch Gewich-
tung mit einem Faktor e R geméan

n,(i) = o n(i) (4.2)

berechnet wird. Die Berechnung von o muB fir jede Aufnahme getrennt vorge-

nommen werden, da aus folgenden Grinden keine feste Zuordnung zwischen
Werten von o und SNR,,,;, besteht:

« Abhéangigkeit von der Aussteuerung der Gerdusch- und Sprachaufnahme,
« Sprecherabhangige Faktoren (z. B. Sprechlautstérke),
« Abhangigkeit von der akustischen Strecke (z. B. Mikrofonabstand),

Das vorgegebene mittiere Signal-zu-Rausch-Verhaltnis SNR,,;, Uber alle r{i) einer
Aufnahme ist durch

E
= 5
SNR,,, = 10lg| - . (43)

n
w

gegeben, wobei E,; die Energie des Sprachsignals und E, die Energie des
gewichteten Gerduschsignals jeweils innerhalb der Signalabschnitte zwischen
Wortanfang und Wortende mit

N

E, =§s2(i) bzw. (4.4)
N

E =) n() (4.5)
W i=]

bedeuten. Gesucht wird der Faktor o, mit dem die Gerauschabtastwerte gewichtet
werden mussen, um eine gerduschbehaftete Sprachaufnahme mit SNR,,; zu er-
reichen. Einsetzen von Gl. (4.2) in (4.5) ergibt
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N
. 22008 _ 2
E =Y o’ni)=a E , (4.6)
LA
wobei die Energie des gerauschfreien Sprachsignals E, analog zu Gl. (4.4) de-
finiert ist. Nach Einsetzen von Gl. (4.6) in (4.3) und Aufldsen nach o erhalt man
E
o= [—3_—— . (4.7)

SM‘ZQ

E10
n
Durch gewichtete Addition der Abtastwerte beider Gerduschaufnahmen gemag

r(i) = s(i) + o n(i) (4.8)

W1: gerasuschiveles Zotsignal, Wort Hifle, Sprecher MIC = e

6000.0 . B B

4000.0 T

2000.0 T =
g 0.0
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-4000. 0
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10000. 0 _—

5000.0

0.0

-5000.0 3 e

-10000. 0

0.0 1000. 0 2000.0 3000.0 4000. 0 5000. 0 6000.0 7000.0
Abtastwene

Bild 4.1a und b: Zeitsignal des Wortes Hilfe. Gerduschfreie (Bild 4.1a, oben)
bzw. gerauschbehaftete (Bild 4.1b, unten) Aufnahme mit 0 dB additivem
Rechnerraumgerausch, Sprecher MIC.
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wurde aus jeder der insgesamt 50 Sprachaufnahmen (10 Sprecher mal 5 Wieder-
holungen) jeweils eine gerauschbehaftete Version mit -5, 0, +5, +10, +15 und
+20dB SNR fir jeden Gerduschtyp der Datenbasis generiert. Um getrennte
Geréduschsignalproben fur Training und Test zu verwenden, wurden die Sprach-
aufnahmen 1 und 2 (Training) sowie Sprachaufnahmen 3, 4 und 5 (Verifikation
und Test) 19 mit unterschiedlichen Zeitabschnitten jeder Gerauschaufnahme aus
der Datenbank Uberlagert. In der weiteren Beschreibung wird das gewichtete
Geréuschsignal n,, kurz mit n bezeichnet.

Bild 4.1 zeigt das Zeitsignal des Wortes Hilfe des Sprechers MIC als gerdusch-
freie (Bild 4.1a) sowie mit O dB additivem Rechnerraumgerausch uberlagerte Auf-
nahme (Bild 4.1b). Der Ger&uschanteil in Bild 4.1b erscheint zunachst - gemes-
sen an der Vorgabe (0 dB SNR) - verhaltnismaRig schwach; bei der Berechnung
des SNR wird jedoch auch uber Sprachsegmente mit kleiner Amplitude (z. B.
Konsonanten) gemittelt, was sich auf die Amplitude der Gerauschkomponente
insgesamt dampfend auswirkt.

4.2. Merkmalsextraktion

Aufgabe der Merkmalsextraktion ist, mit Hilfe geeigneter Vorverarbeitungsmodelle
eine Datenreduktion durchzufihren und dabei fur die Spracherkennung relevante
Information zu extrahieren. Aus der Literatur ist eine Vielzah!l unterschiedlicher
Verfahren bekannt. Insbesondere fur gestérte Sprachsignale sind Verfahren zur
Extraktion gerauschrobuster Merkmale von Hermansky (1990), Applebaum und
Hanson (1990), Palival (1990) u. a. beschrieben worden.

Untersuchungen von Eckhardt et al. (1992) bestétigten die Gerduschrobustheit
von plp-Koeffizienten (Perceptually-Based Linear Predictive Coding, Hermansky
1990) bei rechneraddierten Gerauschen, ergaben jedoch schlechtere Ergebnisse
als Ipc-cepsfrum-Koeffizienten (Linear Predictive Coding, z. B. Furui 1989) in
sprecherabhangigen Erkennungstests mit realen gerausch- und lombardbehafte-
ten Sprachaufnahmen wahrend einer Autofahrt mit mehreren Sprechern und
Fahrsituationen. Daher werden in den folgenden Experimenten Ipc-cepstrum-
Koeffizienten verwendet; der neuronale Ansatz zur Gerduschreduktion ist jedoch
konzeptionell unabhangig von der gewahlten Signalreprasentation.

10) ygl. Tabelle 4.1
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4.2.1 LPC-Cepstrum-Analyse

LPC-Analyse ist ein Standardverfahren zur Merkmalsextraktion und dient oft als
Ausgangspunkt fur weitere Verarbeitungsschritte, wie z. B. zur Berechnung der
Cepstralkoeffizienten. Die Wahl des geeignetsten Verarbeitungsmodells ist pro-
blemabhangig und Gegenstand zahlireicher Arbeiten. Eine ausfihrliche Beschrei-
bung des LPC-Verfahrens ist in Markel und Gray (1976) enthalten. Die folgenden
Beschreibungen stammen aus Furui (1989) sowie Eppinger und Herter (1993).

Die Grundidee ist, daR sich in quasistationdren Segmenten jeder Abtastwert des
Sprachsignals s(i) bis auf einen Restfehler durch eine Linearkombination 5(i) von

p vergangenen Werten approximieren laft:

P
s(i)=3(i) = Zajs(i -j) : (4.9)
j=1

Die Koeffizienten a; heiBen Pradiktor- oder Ipc-Koeffizienten. Der Restfehler e(i)
bei der Pradiktion des i-ten Abtastwertes ist durch

P
e(i) = s(i)-3() = s(i)- Y. a /s(i -7 (4.10)
j=1
gegeben. Die a; werden fur jedes Segment so bestimmt, dal die Summe der qua-
drierten Pradiktionsfehler

N

N N 4 r 2
2 (D=2 (s()-3()" = Z(su)—Za,s(i-j)} (4.11)
i=1 =t

i=1 i=1l

uber alle N Abtastwerte des Segments minimal wird, d. h.

N
Y €*(i) > Min . (4.12)
i=1
Minimumbestimmung von GI. (4.11) fihrt Uber Nullsetzen der partiellen Ableitun-
gen nach den a; auf das lineare Gleichungssystem

N
ZajZ(s(i—j)s(z‘—k))z=Z(s(i)s(i—k)) k=1,...p (413)
=1 Ci=
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mit p unbekannten Koeffizienten a; . Zu ihrer Bestimmung aus Gl. (4.13) existieren
mehrere Losungswege. Die in den Experimenten (Kapitel 5, 6 und 7) verwendeten
Koeffizienten wurden mit der Korrelationsmethode berechnet, vgl. Thierer (1987).
Nach Lésung des linearen Gleichungssystems in Gl. (4.13) erhalt man fur jedes
Segment einen Vektor von p Koeffizienten a;.

Legt man der Spracherzeugung ein Vocoder-Modell zugrunde (z. B. Sickert
1983), so kann man s(i) als Summe aus dem pradizierten Signal und der Ein-
gangserregung u(i) beschreiben:

s(i)=5(i) + Gu(i)

I 414
=Za]_s(1-j)+Gu(i) (44
=

wobei G die Verstarkung des Systems ist. Transformation in den z-Bereich ergibt

Se) s —9— vy . (4.15)

[
o -p
1 Za 2
J=1
wobei U(z) die Anregung des Modells darstellt. Aus Gl. (4.15) 1aRt sich die
Ubertragungsfunktion H(z) zwischen der Anregung U(z) und dem Ausgangssignal
S(z) angeben:

H(z) . . (4.16)

P
1-Yaz?
=]
Jj=l
H(z) ist die Systemfunktion eines Allpoffilters mit den Koeffizienten a; und der
Verstérkung G. Anschaulich kann man sich H(z) als Ubertragungsfunktion eines

Roéhrenmodells des menschlichen Vokaltrakls vorstellen, das durch einen
Luftstrom angeregt wird. Der Frequenzgang H(®) mit

H(@) = H(z)| = jor (4.17a)
ist periodisch und kontinuierlich. Beschrénkung auf eine Periode durch O<w <2rf,
und Ubergang von kontinuierlichen zu diskreten Frequenzwerten / mit

2nf

N
2! bzw. I=—3-w 0<ISNg-1 (4.17b)
Ns 2::};

=
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fuhrt auf den Frequenzgang H(/) bei diskreten Frequenzwerten, wobei Ng die
Segmentlénge bedeutet.

Da die fur die Spracherkennung relevante Information in den Parametern des
Modells und somit in den Koeffizienten a; der Ubertragungsfunktion H(z) enthalten
ist, ist man an einer Trennung von Erregungs- und Modellanteilen in 5(z) interes-
siert. Hierzu erhalt man den Frequenzgang von S(/) durch Einsetzen von (4.17a)
und (4.17b) in (4.15) aus

Sel) =H)-U) . (4.18)

Anschliefende Auswertung der Betragsinformation, Quadrieren und Logarithmie-
rung ergibt (siehe Furui 1989)

log|S(1)} = loglHW)® + loglU(D) . (4.19)

Durch die homomorphe Analyse in Gl. (4.19) sind nun die Anteile des Modells im
ersten Term der rechten Seite mit den Anteilen der Anregung im zweiten Term
additiv verknupft. Diese Eigenschaft bleibt bei einer anschlieBenden inversen
Fouriertransformation erhalten und wird zur Trennung beider Anteile benutzt.

Cepstralanalyse. Aus dem logarithmierten Spektrum S(/) kann Uber die inverse
schnelle Fouriertransformation (Inverse Fast Fourier Transform, FFT-1) das kom-
plexe Cepstrum cyz{(q,n) oder kurz c, eines Zeitsignals s(i) im n-ten Segment
berechnet werden, das durch

cm(q,n)=Fﬂ"(log([S(l,n)F)) g Quefrency (4.20)

gegeben ist. Die Abszisse hat die Dimension Zeit; wegen des Ubergangs auf die
logarithmische Darstellung im Frequenzbereich und aufgrund der fehlenden
Phaseninformation wurde fr die Abszisse die Bezeichnung Quefrency eingefthrt.

Koeffizienten mit niedrigem Index g enthalten die Grobstruktur (die Modellanteile)
des logarithmierten Betragsspektrums von S(/) nach Gl. (4.19), wahrend héher
indizierte Koeffizienten die Feinstruktur (die Erregungsanteile) enthalten. Da man
an den Parametern des Modells H(/) interessiert ist, erhadlt man aus dem
Vergleich des Cepstrums nach Gl. (4.20) mit der rechten Seite von (4.19) die
Information Uber die Modelleigenschaften aus den ersten Koeffizienten des
Cepstrums.
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Der Ansatz zur Berechnung der Cepstralkoeffizienten ¢, aus den Ipc-Koeffizien-
ten a; basiert auf dem Vergleich der (bekannten) logarithmierten Systemfunktion
H(z) mit der zunachst noch unbekannten z-Transformierten C(z) ihres Cepstrums
c(g) durch Gleichsetzen geman

C(z) = log(H(z)) . (4.21)

Ableiten nach z~/, beidseitige Multiplikation mit H(z) und anschlieRender Koeffi-
zientenvergleich fihren zur Lésung

c = und

g-1 P
c, =—aq-§(l —ﬁ)aj ¢, . 1<asp . (422)
Die Herleitung von GI. (4.22) ist in Markel und Gray (1976) beschrieben. Die Zahl
der zur Beschreibung von H(z) notwendigen Koeffizienten schwankt je nach ge-
wunschter Aufidsung zwischen 8 und 15. Wegen ihrer Bestimmung aus den Ipc-
Koeffizienten werden die ¢q im Unterschied zu den FFT-cepstrum-Koeffizienten
cprrin Gl. (4.20) als Ipc-cepstrum-Koeffizienten bezeichnet.

4.2.2 Zeitliche Ableitungen

Im vorigen Abschnitt wurde die Extraktion der Ipc-cepstrum Koeffizienten be-
schrieben, mit denen sich in zahlreichen Arbeiten gute Erkennungsergebnisse er-
reichen lieBen. Die Leistungsfahigkeit von Spracherkennungssystemen lait sich
noch steigern, wenn man die zeitliche Entwicklung der Koeffizienten im Merk-
malsvektor bertcksichtigt. Diese drickt sich z. B. in den Differenzen aufeinander-
folgender Werte oder in den zeitlichen Ableitungen ihres Kurvenveriaufs aus
(Temporal Derivative Features). In Applebaum und Hanson (1990) sowie in Han-
son und Applebaum (1990) sind experimentelle Ergebnisse sowie Hinweise auf
den Zusammenhang zwischen Ableitungen und der darin enthaltenen Information
uber Wortuntereinheiten in SilbengréRe beschrieben. Dort sind zwei Implemen-
tierungswege angegeben, die im folgenden skizziert werden,

1. Zeitliche Differenzen (Difference Implementation). Die rekursiven Berech-
nungsvorschriften fur die ersten m Ableitungen c;"" von ¢, lauten:

c;(n..ll) - cq(n+.ll)~cq(n—ll) n Segmentindex
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c;'(n..lz) . c;(n+.lz)-c;(n—12) (4.23)

C,(,M)("'Jm) = c;""”(n +Jm) - c;""”(n = Jm) -

Die J, sind Vielfache des zeitlichen Abstands 7, zweier aufeinanderfolgender
Segmente (Frame Rate). Sie werden experimentell bestimmt und als Fenster-
l&nge fur die Berechnung der Ableitungskoeffizienten bezeichnet.

. Regression mit orthogonalen Polynomen (Regression Implementation).
Diese Implementierung beruht auf orthogonalen Polynomen, mit deren Hilfe
der Wert der m-ten Ableitung des Koeffizienten g wie folgt berechnet wird:

et 5)

r™(n,g )= £ ; (424)
Pl >r(1)
j=
Die ersten drei orthogonalen Polynome lauten
p(id)=J
iy )=p2-A(r2-
Rlhal=p-gl (4.25)

- s oliflra X
P,(J.J,)=J’-5 312-17))

und sind aus Draper und Smith (1981) entnommen. J, ist die Anzahl der
Vektoren, die zur Berechnung des jeweiligen Ableitungskoeffizienten
bertcksichtigt wurde und hangt von der Ordnung m ab. Die Zeitdauer des
Regressionsfensters T, kann daher mit

T;(m) = ',,.1:. (4.26)

angegeben werden. Die Werte von J, werden experimentell bestimmt und
steigen in der Regel mit zunehmender Ordnung an.
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Aufgrund der besseren Ergebnisse in den zitierten Quellen wurde in der vorlie-
genden Arbeit mit der Regressionsimplementierung nach Gl. (4.24) experimen-
tiert. Die Worterkennungsergebnisse mit Ableitungskoeffizienten bei gerauschbe-
hafteten Testdaten sind in Eckhardt et al. (1992) sowie in Trompf (1993) beschrie-
ben. Hiernach fuhrte die erste Ableitung zu deutlichem und die zweite zu
moderatem Anstieg der Erkennungsraten. Mit der dritten Ableitung konnten keine
weiteren Verbesserungen mehr erreicht werden.

4.2.3 Hauptachsentransformation

Transformationen zur Dimensionsreduktion der Merkmalsvektoren. Aus Auf-
wandsgrinden strebl man eine méglichst niedrigdimensionale, redundanzfreie
Reprasentation des Sprachsignals ohne Verlust an Erkennungsleistung an. Zur
Reduktion der Dimensionalitdt von Merkmalsvektoren sind aus der Literatur lei-
stungsfahige Verfahren bekannt, vgl. z. B, Paliwal (1992). Insbesondere zwei
Klassen von linearen Transformationen zur Orthogonalisierung der Merkmals-
koeffizienten werden haufig verwendet, vgl. z. B. Ruske (1988):

1. Die Hauptachsentransformation (HAT). Bei dieser Abbildung wird die Varianz
der Koeffizienten als ihr Informationsgehalt interpretiert. Ziel ist im ersten
Schritt die Abbildung in ein

neues, orthogonales Koordina-

A2 tensystem gleicher Dimensio-
ey P nalitat unter Beibehaltung der
Gesamtvarianz. Es besitzt die

» Eigenschaft, dal seine Achsen
* » in die Richtung mit der jeweils

* e * groRten verbleibenden Restvari-

. » - anz zeigen und nach abstei-

* *ow ® x genden Varianzwerten sortiert
* » sind. Die anschlieBende Di-
mensionsreduktion findet durch
= . Abschneiden derjenigen Achsen
mit niedrigen Varianzwerten
statt, was It. Annahme einer mo-
Bild 4.2: Abbildung des Merkmalsvektor-  deraten Reduktion des Informa-

raums x in ein neues Koordinatensystem  tionsgehaltes entspricht. Bild
p mit der Hauptachsentransformation. 4.2 illustriert die Funktionsweise
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fur ein zweidimensionales Beispiel.

2. Die lineare Diskriminanzanalyse (Linear Discriminant Analysis, LDA). Bei die-
sem Verfahren wird ebenfalls eine lineare Abbildung in ein neues Koordina-
tensystem durchgefuhrt. Optimierungskriterium fir die gesuchte Abbildung ist
jedoch die Klassenunterscheidbarkeit, was beispielweise durch Maximierung
des Abstandes zwischen den Zentren der zu unterscheidenden Klassen erfilit
werden kann.

In der vorliegenden Arbeit wird die gesuchte Abbildung in zweierlei Weise einge-
setzt: erstens zur Dimensionsreduktion der Sprachkoeffizienten fir die an-
schlieBende Klassifikation und zweitens zur Dimensionsreduktion der Ge-
rauschkoeffizienten, um die Eigenschaften des Gerduschsignals fir die Netz-
werkadaption méglichst niedrigdimensional zu repréasentieren (vgl. Kapitel 7). Bei-
des tragt zur Aufwandsbegrenzung fir das Gerauschreduktionsnetz bei, da die
Dimensionalitat des kombinierten Vektors mafigeblich den Aufwand fur die
anschlieBende neuronale Gerduschreduktion bestimmt. Da sich die Hauptachsen-
transformation far beide Zwecke eignet, werden die weiteren Betrachtungen auf
dieses Verfahren beschrankt.

Berechnungsschritte fiir die Hauptachsentransformation. Die zur Berechnung
der Transformationsmatrix notwendigen Schritte sind in Anlehnung an Ruske
(1988) beschrieben. Zunachst erfolgt die Berechnung der Kovarianzmatrix A,
aus den m-dimensionalen Merkmalsvektoren x geman

A= E[(x-#)x-%)] ; (4.27)

A, ist eine mxm-Matrix, deren Eigenvektoren a; und Eigenwerte 4; aus den Glei-

chungen
Aa=Aa und (4.28)

A -AI=0 (4.29)

berechnet werden. Nach ihrer Losung werden die Paare (a,A,) nach absteigen-
den Eigenwerten
AR 2A, ) (4.30)

die gleichzeitig der Varianz der neuen Koeffizienten entsprechen, sortiert. Der
neue Merkmalsvektor p mit den HAT-Koeffizienten wird dann aus der Abbil-
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dungsmatrix A berechnet, die aus den ersten n Eigenvektoren a; mit den gréfiten
Eigenwerten 4, gebildet wird:

p=ATx  mit A=(al,...,a.) . n<m . (431)

Die Bestimmung von n wird meist experimentell durch stufenweise Dimensionsre-
duktion und Evaluierung mit reduzierten Vektoren vorgenommen '1). Fir die Ge-
rauschparameter zur Netzwerkadaption wird dies im Abschnitt 7.4.2 beschrieben.

4.3. Simulationssystem

In diesem Abschnitt wird ein Uberblick tber das Simulationssystem gegeben. Fur
die Worterkennung wurde ein vorhandenes Testbett eingesetzt (Eckhardt et al.
1992); die strichpunktierten Module wurden im Verlauf der vorliegenden Arbeit
sowie in begleitenden Studien- und Diplomarbeiten hinzugefiigt (Richter 1993,
Rahle 1994, Chen 1994, Mekhaiel 1994).

Kurzbeschreibung der einzelnen Module. Bild 4.3 zeigt die sequentiell durch-
laufenen Verarbeitungsblécke des Gesamtsystems. Strichpunktiert gezeichnete
Blocke werden optional durchlaufen. Hierzu gehért auch die neuronale Gerdusch-
reduktionsstufe, die grau unterlegt dargestellt wurde. Die einzelnen Module haben
folgende Aufgaben:

« SPR und GER: Die Eingangsdaten werden den im vorigen Abschnitt be-
schriebenen Sprach- und Gerduschdatenbanken entnommen und durch
entsprechende Gewichtung mit vorgegebenem Signal-zu-Rausch-Verhaltnis
SNR,,; nach Gl. (4.8) additiv Gberlagert.

« S8S: Dieses Modul realisiert eine Gerduschunterdrackung mit Nichtlinearer
Spektralsubtraktion (Lockwood and Boudy 1991), wird alternativ zu neuro-
nalen Verfahren eingesetzt und dient zu Vergleichszwecken (vgl. Kapitel 8).

« ME: In der Merkmalsextraktionsstufe wird eine fur die Spracherkennung
geeignete Signalreprasentation generiert12), vgl. Abschnitt 4.2. AuRerdem
werden in diesem Modul Gerauschparameter aus dem Pausensignal be-
rechnet, die zur Netzwerkadaption benétigt werden (siehe 7. Kapitel).

11) Dimensionsbestimmung der HAT-Koeffizienten fiir die Spracherkennung vgl. Richter (1993).
12) Optimierungskriterium filr die Merkmalsextraktionsverfahren ist die Worterkennungsrate.
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HAT: Die Hauptachsentransformation fihrt eine lineare Abbildung im
Merkmalsraum so durch, daR die orthogonalen Achsen des neuen Koordina-
tensystems in die Richtungen mit den groBten Varianzen der Merkmalskoef-
fizienten zeigen. Im Anschiull wird eine Dimensionsreduktion durchgefuhrt,
indem nur die Koeffizienten mit groRter Varianz weiterverarbeitet werden
(vgl. Abschnitt 4.2.3).

NGR: Die Ger#uschreduktion mit neuronalen Netzen fihrt eine nichtli-
neare Abbildung vom Raum der gerduschbehafteten in den Raum der ge-
rauschfreiem Merkmalskoeffizienten durch (Abschnitte 3.2 und 3.4) 13).

DTW: Dieses Modul dient zum Vergleich zwischen Referenz- und Testmu-
stern, indem mittels einer nichtlinearen Zeitanpassung (Ney 1984) Stellen
grolter Ahnlichkeit in beiden Mustern gesucht werden. Dieses Verfahren
kann zur Klassifikation isoliert gesprochener Worter verwendet werden,
indem ein unbekanntes Testwort mit beispielsweise i Referenzmustern im
Trainingswortschatz verglichen wird. Als Ergebnis erhalt man i Distanzmale,
aus deren Werten durch Minimumsuche eine Hypothese fir das unbekannte
Wort generiert wird. Die Referenzmuster werden aus den Wiederholungen 1,
2 und 3 jedes Sprechers erzeugt (siehe Tabelle 4.1). Hierzu wird ebenfalls
mit DTW eine nichtlineare Zeitanpassung zwischen den drei Trai-
ningsmustern durchgefihrt. Als Resultat erhalt man fur jede Wortklasse kor-
respondierende Vektoren der drei Reprasentanten, die dann zu einem ein-
zigen Muster pro Klasse linear gemittelt werden. Das Trainingsverfahren ist
in Krause (1991) beschrieben.

RES: Dieses Modul fuhrt eine statistische Auswertung der Gerduschre-
duktions- und Worterkennungsergebnisse durch. Aufgrund der Resultate
werden Mittelwerte und Standardabweichungen der Worterkennungsraten
sprecherabhangig oder gemittelt Gber alle Sprecher berechnet. Dartuber hin-
aus kann mit diesem Modul eine statistische Auswertung der Ergebnisse fur
ausgewahlte Gerduschtypen und SNR-Werte durchgefihrt werden.

Simulationsplattform. Die Simulationen wurden mit Workstations vom Typ Sun
SPARC10 sowie alteren Maschinen ahnlicher Bauart durchgefiihrt. Sie arbeiten
unter dem Betriebssystem SunOS 4.1.3, das aus einem UNIX-Derivat als Basis-
system und einer zugehdrigenen Windows-Oberflache besteht. Die Module des

13) Weitere Aspekte der neuronalen Verfahren werden in den folgenden Abschnitten behandelt.
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Simulationssystems wurden in der Programmiersprache C, die Ablaufsteuerung
sowie verschiedene Hilfsprogramme in UNIX C-Shell implementiert.

. 88
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Bild 4.3; Blockbild des Simulations-

systems.
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5. GERAUSCHREDUKTION MIT
MULTILAYER PERZEPTRON-NETZWERKEN

Der merkmalsvektorbasierte Ansatz zur Reduktion additiver Hintergrundgerau-
sche wurde in Abschnitt 3.4 diskutiert; Bild 3.5 zeigt die Funktionsweise. Die Ex-
perimente zur Netzwerkentwicklung wurden mit dem Birowortschatz und additi-
vem Druckergerausch bei unterschiedlichen Signal-zu-Rausch-Verhaltnissen mit
zehn Sprechern durchgefuhrt, vgl. Abschnitt 4.1. Die Evaluierung erfolgt mit Hilfe
des MSE und der gemittelten Erkennungsraten, wobei die Angabe der Standard-
abweichungen aller Ergebnisse aus Platzgrinden nicht immer moglich ist.

In Abschnitt 3.3 wurde als Voraussetzung fur eine erfolgreiche Approximation der
Regressionskurve das Erreichen eines globalen Minimums der Fehlerkurve ge-
nannt; in der Praxis lait sich dies jedoch ohne vollstandige Suche schwer nach-
prafen. Dennoch sind unterschiedliche Tests zur Beurteilung des Trainingser-
gebnisses im Sinne einer Plausibilitatsprifung méglich:

1. Vergleich der nichtlinearen mit linearen Netzen (Perzeptron), deren quadrati-
sche Fehlerfunktion nur ein einziges Minimum besitzt. Da der lineare als Spe-

zialfall in nichtlinearen Lésungsansatzen enthalten ist, mufl nach Gl. (3.39) im
globalen Minimum fir den Restfehler nichtlinearer Netze MSE 3 im Vergleich

zum linearen Fehler MSEﬁ" die Beziehung MSE S MSJE“I,'I gelten.

2. Ergebnisse von Trainingslaufen mit zufalliger Gewichtsinitialisierung unter-
scheiden sich in der Umgebung des (globalen) Minimums héchstens gering-
fugig, Abweichungen hangen von den Startwerten, der lokalen Gestalt der
Fehlerkurve und der endlich kleinen Schrittweite bei der Minimumsuche ab. In
Untersuchungen von Fahiman (1988) wird auf die Notwendigkeit von Ver-
suchswiederholungen zum Erhalt signifikanter Ergebnisse hingewiesen.

Beide Punkte wurden in Voruntersuchungen Uberprift, um gute Startwerte fur die
Experimente zu erhalten. Eine Wiederholung aller Simulationen mit unterschied-
lichen Startwerten war jedoch wegen der Rechenzeiten von bis zu mehreren Ta-
gen pro Experiment auf einer Sun SPARC10 Workstation nicht méglich. Wegen
der groflen Zahl von Versuchswiederholungen aufgrund der Sprecher-, Ge-
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réusch- und SNR-Kombinationen (vgl. Kapitel 4) kann trotzdem davon ausge-
gangen werden, daf} die Ergebnisse statistisch signifikant sind.

5.1. Experimente zur Netzwerkentwickiung

Die Netzwerkentwicklung erfolgt experimentell und gliedert sich in Simulationen
zur Entwicklung der Topologie sowie des Trainingsalgorithmus. Obwoh| beide
nicht losgel6st voneinander bestimmt werden kénnen, erfolgt ihre Beschreibung
der besseren Ubersichtlichkeit wegen dennoch getrennt. Erganzend wurden Un-
tersuchungen zur Auswahl und Vorverarbeitung der Trainingsdaten sowie zur
Optimierung der Signalreprasentation durchgefihrt.

Auswah| der Trainingsdaten (5 4)

_@_

Training (5.3)

Merkmals-
extraktion

Robustheit Integration von M E.
(5.4) und GR. (5.6)

| Wort-
erkennung

—> Hypothesen

Signalreprasen- Netztopologie
tation (5.5) (52)

Bild 5.1: Zuordnung der Simulationsreihen zu den einzelnen Abschnitten

Bild 5.1 zeigt eine Ubersicht der einzelnen Entwicklungsschritte. Zunachst wird
die Netztopologie flr einen Basis-Merkmalsvektor mit zehn Ipc-cepstrum Koeffizi-
enten bestimmt (Abschnitt 5.2). Zum Training (5.3) werden Varianten von EBP
untersucht und die zugehdrigen Parameter optimiert. Die Bertcksichtigung von
Parameterschwankungen in den Trainingsdaten dient zur Erhthung der Robust-
heit gegeniber wechselnden Signalumgebungen (5.4). In Abschnitt 5.5 werden
verbesserte Signalreprasentationen sowie deren Einflisse auf die Netzwerkent-
wicklung diskutiert, und schlieflich wird die Integration von Merkmalsextraktion
und Ger&uschreduktion im selben Verarbeitungsschritt untersucht (5.6).
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5.2. Topologie

Bezeichnungsweise. In der Versuchsbeschreibung wird die Netztopologie durch
Zeichenfolgen abgekurzt, die beginnend mit der Eingangsschicht die Zahl der
Neuronen in den einzelnen Schichten enthalt. Sie sind jeweils getrennt durch ei-
nen Bindestrich zur Symbolisierung der Verbindungen von allen Knoten einer
Schicht zur nachsten. Der Zusatz lin bzw. nl gibt an, ob es sich um ein lineares
oder ein nichtlineares Netz handelt. Letzteres enthait Knoten mit sigmoider Akti-
vierungsfunktion nach Gl. (3.2) in der Zwischenschicht. So ist z. B. 50-20-10 nl ein
dreischichtiges Netzwerk mit 50 Eingangsknoten, 20 Knoten mit sigmoider Aktivie-
rungsfunktion in der Zwischenschicht und 10 Ausgangsknoten.

Testbedingungen. Die Experimente wurden mit dem Bdrodatensatz und additi-
vem Druckergerdusch durchgefihrt. Jedes Segment wird nach der Signalvorver-
arbeitung und Merkmalsextraktion durch zehn Ipc-cepstrum-Koeffizienten repra-
sentiert. Zur Ermittlung der Worterkennungsraten wurde ein DTW-Erkenner ver-
wendet (Abschnitt 4.3). Die Ergebnisse sind - wenn nicht anders angegeben -
tber die zehn Sprecher des Datensatzes gemittelt.

Zahl der Schichten. Zur Realisierung nichtlinearer Abbildungsfunktionen sind
aus theoretischer Sicht dreischichtige Netzwerke notwendig und hinreichend, vgl.
Abschnitt 3.2. In der Praxis werden folgende Topologieen eingesetzt:

« zweischichtige Perzeptrone realisieren lineare Abbildungen. Die Gewich-
te kénnen als Koeffizienten eines (linearen) Gleichungssystems angesehen
und zum Vergleich vom Trainingsalgorithmus bestimmt werden.

« dreischichtige MLP-Netzwerke mit nichtlinearen Aktivierungsfunktionen
realisieren stetige nichtlineare Abbildungen. Der Aufbau eines solchen
Netzwerks wurde in Bild 3.2 gezeigt.

+ vierschichtige MLP-Netze kénnen zur Anpassung an die Reprédsentation
der Ausgangsdaten dienen (Tamura und Waibel 1988); aufgrund der kom-
plexeren Topologie ist dies jedoch mit erhéhtem Aufwand verbunden.

Modifizierte Netzwerkstrukturen. Oft werden aus der Literatur bekannte Varian-
ten der MLP-Verbindungsstruktur verwendet. Ein Vertreter solcher Modifikationen
sind z. B. Shortcut Connections. Sie stellen lineare Verbindungen von den Ein- zu
den Ausgangsknoten dar, die parallel zur MLP-Struktur angeflgt werden und den
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linearen Anteil der gesamten Ubertragungsfunktion realisieren (Huang et al.
1991). Sie entsprechen der Minimalstruktur, die beim Cascade Correlation-Netz-
werk bei Trainingsstart verwendet wird (vgl. Kapitel 6).

Ziel der Experimente ist, ausgehend von einer Minimalstruktur eine problemange-
palite Topologie zu entwickeln. Zur Beurteilung der Komplexitat der gesuchten
Abbildung werden zunachst zwei- mit dreischichtigen Netzen verglichen. Das
Trainingsverfahren, die Datenauswahl und die Bestimmung der Trainingsparame-
ter werden in den nachsten Abschnitten gesondert beschrieben.

Linearitdt. Die Dimensionalitat der Merkmalsvektoren bestimmt die Netztopologie
des linearen Netzwerks mit je zehn Ein- bzw. Ausgangsknoten. Beim nichtlinearen
Netzwerk wird zuséatzlich eine Zwischenschicht mit 10 verdeckten Knoten und sig-
moiden Aktivierungsfunktionen (siehe Gl. 3.2) eingefugt. Tabelle 5.1 zeigt den
MSE sowie die Zahl der Trainingsiterationen fur ein 10-10 lin und ein 10-10-10 nl
Netzwerk. Die Lernrate und der Momentum-Term (siehe Abschnitt 5.3) wurden zu
Tabelle 5.1: Netzopologie, MSE und Ir=0,01 bzw. m,=0,5 gesetzt. Auffallig ist
Zahl der Trainingsiterationen. die um mehr als eine GréRenordnung un-
terschiedliche Zahl der Iterationen. Dies
i hangt mit der Zahl der freien Parameter
110 sowie der Gestalt der Fehlerflache zu-
220 0,390 | 102 sammen, die im linearen Fall eine Anna-
herung an das einzige Minimum in weni-
gen Schritten erlaubt. Der Restfehler nach Trainingsabschlufl (Spalte "MSE") ist
fur das nichtlineare Netzwerk ca. 10 % niedriger als im linearen Fall. Die Zahl der
Gewichte wird aus Gl. (6.16) berechnet.

Ein Vergleich der Erkennungsraten in Abhangigkeit vom SNR (Bild 5.2a) zeigt,
danR bei niedrigem SNR mit beiden Netzwerken Verbesserungen von mehr als
20 % erzielt werden. Hierbei weist das nichtlineare Netzwerk bei SNR-Werten von
0 und 5 dB Vorteile von einigen Prozent gegenuber dem linearen auf. Die
Streuung der Uber zehn Sprecher gemittelten Ergebnisse ist far niedrige SNR-
Werte beim nichtlinearen Netz etwas geringer als beim linearen (Bild 5.2b). Wah-
rend sich hier der Aufwand fur eine nichtlineare Struktur kaum zu lohnen scheint,
wird im Vorgriff auf die Untersuchungen mit Signalkontext (vgl. Tabelle 5.2) auf
die Notwendigkeit nichtlinearer Verarbeitungskapazitat hingewiesen.

Shortcut Connections. Experimente mit Shortcut Connections ergaben qualitativ
ahnliche Ergebnisse wie diejenigen mit der nichtlinearen 10-10-10 Basisstruktur
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Bild 5.2a und b: Wortfehlerraten und Standardabweichung o
ohne und mit Gerduschreduktion mit linearem bzw.
nichtlinearem Netzwerk.
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in Tabelle 5.1, was die von Huang et al. (1991) erzielten Resultate bestétigt. Die
MSE-Werte waren nahezu identisch; die Zahl der Trainingsiterationen fir die
nichtlineare Teilstruktur nahm dagegen nach vorherigem Training der Shortcut-
Struktur zwischen 15 % und 20 % ab. Da der Aufwand fir das initiale Training der
Shortcut Connections zusatzlich anfallt, wurde dieser Ansatz nicht weiter verfolgt.

Vierstufiges Netzwerk. Das Training eines vierschichtigen 10-710-10-10 Netz-
werks mit sigmoiden Aktivierungsfunktionen in beiden Zwischenschichten erwies
sich bei vergleichbaren Gerauschreduktionsergebnissen als rechenaufwendiger
als ein 10-10-10 Netzwerk und wurde daher ebenfalls nicht weiter untersucht.

Zahl der verdeckten Knoten. Bei zehn Eingangskoeffizienten ergab eine Erwei-
terung der Zwischenschicht um zuséatzliche Knoten keine substantielle Verande-
rung der Ergebnisse. Im Gegensatz hierzu stehen Ergebnisse mit hdherer Koeffi-
zientenzahl, da hierbei auch in der verdeckten Schicht Kapazitat zur Speicherung
einer komplexeren Reprasentation des Eingangssignals geschaffen werden muf.

Signalkontext in der Eingangsschicht. Wegen der Korrelationen im Zeitsignal
sowie der Vorverarbeitung auf Basis Uberlappender Segmente sind benachbarte
Merkmalsvektoren in der Regel korreliert. Daher kann es vorteilhaft sein, bei der
Gerauschreduktion des aktuellen Merkmalsvektors auch vergangene und zukinf-
tige Vektoren mit zu verarbeiten, wobei ihre Zahl in den Experimenten symme-
trisch zum aktuellen Vektor gewahit wurde. Dies flhrt zu einer erhohten Zahl von
Eingangsknoten und Gewichten. Da die Zahl der verdeckten Knoten und der Ein-
gangsknoten nicht unabhangig voneinander optimiert werden kdnnen, wurden
nach Vorversuchen 20 verdeckte Knoten im Netzwerk installiert, um zunéachst die
Optimierung des Eingangsfensters vornehmen zu kénnen.

Wegen der Berucksichtigung zukinftiger information erfordert die Schatzung des
aktuellen gerduschfreien Vektors ein nichtkausales System, das sich durch Zwi-
schenspeicherung von Eingangswerten in ein kausales Uberfuhren 1aBt. Die Zeit-
verzbégerung bei seiner Berechnung hangt von der Zahl der Kontextvektoren und
der Zeitdauer zwischen aufeinanderfolgenden Segmenten (Frame Rate) ab.

Bild 5.3a zeigt die Abhangigkeit zwischen dem MSE und der Zahl| von Eingangs-
vektoren. Wahrend der MSE im Trainingsdatensatz mit zunehmender Zahl von
Eingangsvektoren monoton abnimmt, steigt der Verifikationsfehler nach Durch-
laufen des Minimums bei neun Vekioren erneut an. Der Grund hierflr ist die er-
hohte Speicherkapazitat komplexer Netzwerkstrukturen, die sich mit einer gréRe
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Bild 5.3 a und b: EinfluR der Zahl von Eingangsvektoren auf
den MSE der Trainings- bzw. Verifikationsdaten (5.3a) und
auf die Erkennungsraten bei -5, 0 und +5 dB (5.3b).
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ren Zahl| freier Parameter zu Lasten der Generalisierungsfahigkeit besser auf die
Trainingsbeispiele spezialisieren. Aus den Erkennungsraten bei -5, 0 und 5 dB
wird deutlich, daf funf Eingangsvektoren far die weiteren Experimente ausreichen
(Bild 5.3b), was zu einer VergréRerung der Eingangsschicht auf 50 Knoten fahrt.

Dem Vergleich der quadratischen Restfehler des linearen und des nichtlinearen

Netzwerks mit Kontextinformation

(Tabelle 5.2) kann entnommen wer- Tabelle 5.2: MSE und lterationszahl bei li-
nearer bzw. nichtlinearer Netztopologie
mit jeweils funf Eingangsvektoren.

den, dalk nichtlineare Abhangigkei-
ten zwischen den Koeffizienten be-
nachbarter Segmente bestehen. Bei
ca. 28% hoéherem Restfehler fir das
lineare Netzwerk fallt im kontext-
abhéangigen Fall die Ergebnisver-
besserung durch das nichtlineare Netzwerk deutlich héher aus als ohne Kontext,
vgl. Tabelle 5.1. Auch bei den in Tabelle 5.2 gezeigten Ergebnissen betragt der
Unterschied der Trainingsiterationen mehr als eine Gré3enordnung.

Zahl der verdeckten Knoten. Durch die Zahl der verdeckten Knoten wird die Di-
mensionalitat der internen Signalreprasentation bestimmt. Die tatsachlich erfor-
derliche Zahl liegt zwischen der theoretischen Obergrenze von 2m+/ (bei m Ein-
gangsknoten) und der Ausgangskoeffizientenzahl als Untergrenze. Eine noch
kleinere Knotenzahl hatte bei unkorrelierten Ausgangskoeffizienten eine niedrigdi-
mensionalere interne Reprasentation und somit Informationsverlust zur Folge.

Die Ober- bzw. Untergrenzen sind bei funf Eingangsvektoren mit je zehn
Koeffizienten (m=50) durch 101 bzw. 10 verdeckte Knoten gegeben. Da eine
Annéherung an die Obergrenze somit einen starken Anstieg des Aufwands zur
Folge hat, ist die Bestimmung der minimal notwendigen Knotenzahl unerlaglich.

Daher wurden Trainingslaufe mit 50-h-10 Topologieen durchgefihrt. Bild 5.4 zeigt
die Ergebnisse fur den Restfehler nach Training mit den Daten der Sprecherin
CAR. Die Verringerung der Knotenzahl unter die Dimensionalitét des Ausgangs-
vektors hat einen drastischen Anstieg des MSE zur Folge. Héhere Knotenzahlen
zwischen 10 und 20 bringen moderate Verbesserungen des MSE sowohl im
Trainings- als auch im Verifikationsdatensatz. Eine weitere VergroRerung der
Zwischenschicht 1at den Trainingsfehler aufgrund einer Spezialisierung auf die
Trainingsdaten weiter absinken, was aus dem flachen Verlauf des Verifikations-
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fehlers und der damit
verbundenen Stag-
\ nation der Genera-
\ lisierungsfahigkeit zu
\ —&— Training entnehmen ist. Eine
— B — Verikation Uberprafung mit den
P Daten des mannli-
chen Sprechers MIC
i N ergab vergleichbare
B BLIEGE Sl iz Ergebnisse. Aus den
# bisher durchgefihr-
ten  Experimenten
T scheint eine 50-20-10
Topologie far die
vorliegende Aufgabe
geeignet. Sie wird
Bild 5.4: MSE versus Zahl der verdeckten Knoten (funf daher als Referenz
Eingangsvektoren, Sprecherin CAR). fur die weiteren Ar-
beiten verwendet.

Mit diesem Netzwerk wurde der zeitliche Verlauf aufeinanderfolgender Ipc-
cepstrum-Koeffizienten untersucht. Die Bilder 5.5 und 5.6 zeigen beispielhaft den
Verlauf der Werte des ersten und zweiten Ipc-cepstrum Koeffizienten wahrend
des Wortes Ende, das vom Sprecher MIC gesprochen wurde. Teilbilder 5.5a und
5.6a zeigen die gerauschfreien, 5.5b und 5.6b die gerauschbehafteten (mit O dB
Druckergerdusch) und 5.5¢ und 5.6¢c die gerduschreduzierten Werte auf Basis
des bisher entwickelten Netzwerks.

Aus den Kurvenverlaufen kann zweierlei entnommen werden: erstens zeigen die
gerduschreduzierten im Vergleich zu den gerduschbehafteten Werten in beiden
Bildern einen glatteren Verlauf, und zweitens findet eine Angleichung der Mittel-
werte an diejenigen der gerauschfreien Koeffizienten statt. Letzteres kann Bild 5.5
entnommen werden: durch den Gerduscheinflul@ treten deutlich héhere Koef-
fizientenwerte auf, nach Gerauschreduktion (Bild 5.5¢) besitzen sie jedoch wieder
dieselbe GroRenordnung wie die gerduschfreien Werte in Teilbild 5.5a. Insgesamt
kann festgestellt werden, dal} bei visueller Auswertung der Zeitverlaufe neben
den erwahnten Einflissen nur wenig Ahnlichkeiten zwischen den ge-
réauschreduzierten und den gerduschfreien Koeffizienten zu erkennen sind.
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Bild 5.5 a-c: Zeitlicher Verlauf der Werte des 1. Ipc-cepstrum Koeffizienten wahrend des Wortes Ende (Sprecher
MIC). 5.5a gerauschfreier Verlauf, 5.5b mit 0 dB additivem Druckergerausch und 5.5¢c nach Gerauschreduktion.
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5.3. Training

In diesem Abschnitt werden die Parameter des Error Backpropagation-Algorith-
mus untersucht, Varianten des Algorithmus zur Konvergenzbeschieunigung
verglichen sowie die Auswahl des Trainingsmaterials diskutiert.

Rechenaufwand. Ein geeignetes MaR fir den Rechenaufwand wahrend des
Trainings ist die Zahl der erforderlichen Gewichtsmodifikationen. Sie errechnet
sich aus dem Produkt aus der Zahl der Netzwerkgewichte, der Zahl der prasen-
tierten Vektorpaare pro Iteration und den erforderlichen Iterationen Gber den
gesamten Trainingsdatensatz. Modifikationen des Algorithmus zur Senkung der
Iterationszahl dienen daher zur Beschleunigung der Konvergenz. Aus Rechen-
zeitgrinden wurden die Gewichtsmodifikationen nach jedem Vektorpaar durchge-
fahrt (stochastischer Gradientenabstieg, vgl. Abschnitt 3.1.2).

Bestimmung der Lernparameter. Die Lernparameter wurden fur alle Gewichte
gemeinsam optimiert; andere Vorgehensweisen, wie z. B. ihre schicht- oder kno-
tenweise Festlegung, erhéhen den Aufwand betrachtlich. Die experimentelle Be-
stimmung geeigneter Lernparameter wurde ausfuhrlich in Fahiman (1988) be-
schrieben; aus dieser Arbeit wurden auch die Startwerte (ilbernommen. Nach Vor-
untersuchungen mit /0-10-10 sowie 50-20-10 Netzwerken auf Basis des Blrowort-
schatzes mit 10 dB additivem Druckergerdusch wurde die Lernrate auf /r=0,01
(fest) bzw. /r=0,02 (variabel) und der Momentum-Term aus Gl. (3.21) auf m,=0,5
festgelegt. Die Initialisierung der Gewichte wurde mit kleinen, gleichverteilten
Zufallszahlen zwischen +0,1 und -0,1 vorgenommen. Die folgenden Experimente
basieren auf Merkmalsvektoren mit 10 Ipc-cepstrum Koeffizienten.

Fehlerverlauf und Generalisierungsfahigkeit. Das Minimum des MSE im Ve-
rifikationsdatensatz wird meist vor dem Minimum im Trainingsdatensatz erreicht,
da in letzterem nach dem Lernen der eigentlichen Approximationsaufgabe eine
Spezialisierung auf die Trainingsbeispiele einsetzt (vgl. Abschnitt 3.1.2). Der dann
beginnende erneute Anstieg des MSE fuhrt zum Trainingsabbruch.

Bild 5.9 zeigt einen typischen Verlauf der MSE-Werte in Abhangigkeit von der
Iterationszahl mit den Daten des Sprechers MIC. Die deutlich unterschiedlichen
Fehlerwerte fur die Trainings- bzw. Verifikationsdaten nach der ersten Iteration
sind folgendermafen zu erklaren: der MSE im Trainingsdatensatz enthalt die
hohen Anfangsfehlerwerte nach zufalliger Initialisierung, wéhrend der MSE aus
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~ — — Verifikationsdaten

et hubs el . e B =

Bild 5.9: Entwicklung der MSE-Werte der Trainings- bzw.
Verifikationsdaten, 50-20-10 Topologie, Daten des Spre-
chers MIC.

den Verifikationsdaten im Anschlu® an die erste Iteration bei bereits begonnener
Netzadaption gemessen wird. Nach groRen anfanglichen Fehlerdifferenzen ver-
lauft die Kurve mit zunehmender Iterationszahl flacher. Die niedrigeren absoluten
Werte fur den MSE im Trainingsdatensatz sind auf Spezialisierungseffekte
zurickzufuhren. Der ermeute Anstieg im Verifikationsdatensatz nach der 186.
Iteration fihrt zum Trainingsabbruch und ist aufgrund der Zeichenungenauigkeit
im Bild nicht mehr zu erkennen.

Kriterien zum Trainingsabbruch. Cross Validation wird auer zur Beurteilung
der Generalisierungsfahigkeit noch zur Steuerung des Trainingsverlaufs heran-
gezogen, vgl. Abschnitt 3.1.2. Dies umfalt die iterative Bestimmung der Lernrate
sowie die Entscheidung Gber den Trainingsabbruch. Nach der n-ten Iteration
gelten folgende Abbruchkriterien in der angegebenen Reihenfolge:

1. Fehlerminimum im Verifikationsdatensatz erreicht:
MSEy(n)>MSEy(n-1) < (5.1a)
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2. Fehlerminimum im Trainingsdatensatz erreicht:

MSE{(n)>MSEx{(n-1) a (5.1b)
3. Flacher Verlauf der Fehlerkurve im Verifikationsdatensatz:
MSE(n-1)-MSE\/(n) < AMSEggelle - (5.1¢c)

3 4. Maximale Zahl von Trainingsiterationen Uberschritten:

5. Minimale Lernrate unterschritten:
Ir<ir,,, ; (5.1e)

' Die in Gin. (5.1a-5.1e) auftretenden Parameterwerte wurden experimentell be-
} stimmt und auf AMSEg,,,.1.=0.002, n,,,.=200 und Ir,,;,=0,002 gesetzt.

Variable Lernrate. In Abschnitt 3.1.2 wurde die Wirkungsweise des Gradienten-
b abstiegs mit variabler Lernrate beschrieben, wobei /r=0,02 als Startwert und
b, =2 sowie b, =3 als Parameter der Reduktionsvorschrift von /r nach Gin. (3.22)

Bild 5.10: Verlauf des MSE der Verfikationsdaten bei fester
bzw. variabler Lernrate, Daten des Sprechers M|C.

67



5. GERAUSCHREDUKTION MIT MULTILAYER PERZEPTRON-NETZWERKEN

und (3.24) gewahlt wurden. Bei den Kriterien zur Reduktion von Lemrate und
Fehlerdifferenzschwelle wurden die MSE-Werte des Trainingsdatensatzes in Gin.
(3.23) und (3.24) durch die entsprechenden Werte des Verifikationsdatensatzes
ersetzt.

Bild 5.10 zeigt den Vergleich zweier Trainingslaufe fir feste bzw. variable Lernra-
te mit den Daten des Sprechers MIC. Bei variabler Lernrate wird so lange mit dem
Startwert fir /r gerechnet, bis die empirisch ermittelte Fehlerdifferenzschwelle
AMSEg,..u. Unterschritten wird, was einen flachen Veriauf der Fehlerkurve an-
zeigt. Nach Verringerung von Ir wird AMSEg,, .. nach Gl. (3.23) durch Division
durch b, far den néchsten Schritt neu festgelegt. Dieser Vorgang wird bis zur
Erfullung eines der Abbruchkriterien fortgesetzt, bei den gewahiten Startwerten
erfolgte dieses nach viermaliger Reduktion der Lernrate wegen Ir<Ir,, .

Wie der MSE-Verlauf im Bild zeigt, bewirkt die variable Lernrate nach anfanglich
identischer Fehlerentwicklung eine schnellere Konvergenz durch Reduktion der

lterationszahl
Tabelle 5.3: Training mit fester bzw. variabler Lernrate, Daten on 186 auf
des Sprechers MIC (TD=Trainings-, VD=Verifikationsdaten). 87. Auffallig

| 0150 | 0168 | 186 | Minimumim VD emeicht | Irainingsab-
el 0,154 0167 | 87 |Flacher MSE-Verlaufim vD| bruch bei fe-
ster Lernrate
wegen eines Minimums und bei variabler Lernrate wegen des flachen Verlaufs
der Fehlerkurve im Verifikationsdatensatz erfolgte, siehe Tabelle 5.3. Dies zeigt,
dal bei fester Lernrate das Minimum wegen der geringeren Aufiésung
Uberschritten und bei variabler Lernrate durch immer kleinere Schritte angenahert
wurde. Die Gerduschreduktionsleistung beider Netze ist gleichwertig, was aus
den MSE-Werten der Verifikationsdaten in Tabelle 5.3 zu sehen ist.

Modifizierte Ableitung der Aktivierungsfunktion. Die erste Ableitung der Akti-
vierungsfunktion geht multiplikativ in die Berechnung der Gewichtsmodifikation
ein, vgl. Gin. (3.18) bzw. (3.19). Im flach verlaufenden Bereich der Aktivierungs-
funktionen (z. B. bei sehr kleinen und grolen Werten des Zellpotentials net) kann
der bei Fahiman (1988) beschriebene, mit Flat Spots bezeichnete Effekt die
schnelle Konvergenz des Netzes beeintrachtigen. Wenn die Aktivierungen f*(net)
oder g'(ner) einzelner Knoten sehr kleine Funktionswerte annehmen, liefern sie
nur einen geringen Beitrag zur Gewichtsdnderung und kénnen damit die Konver-
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genz des Trainingsverfahrens verzégern. Dies kann vermieden werden, wenn in
Gl. (3.5) ein konstanter Term zum Ableitungswert hinzuaddiert wird, der unab-
héngig vom diesem einen zuséatzlichen Beitrag zur Gewichtsmodifikation liefert
(Fahlman 1988, Modified Sigmoid Prime). Hierzu wurden Simulationen mit unter-
schiedlichen additiven Konstanten zwischen 0,1 und 0,3 durchgefihrt. Die
Ergebnisse zeigten im Mittel eine Abnahme der Iterationszahl von ca. 5-10 % bei
unveranderten Werten des MSE.

Présentation der Trainingsdaten. Bei der Auswahl der Vektorpaare sollte auch
bei stochastischem Gradientenabstieg jedes Vektorpaar genau einmal pro Trai-
ningsiteration fur die Fehlerberechnung und anschlieBende Gewichtsmodifikation
ber(icksichtigt werden. Dies entspricht bei zufalliger Auswahl der Daten dem
Verfahren Ziehen ohne Zuricklegen.

Wesentlich schneller und programmtechnisch weniger aufwendig ist jedoch das
Verfahren Ziehen mit Zuricklegen zu realisieren. Dabei kénnen innerhalb einer
Iteration Vektorpaare mehrfach aus der Trainingsdatenmenge "gezogen" werden,
wahrend andere unberlcksichtigt bleiben kénnen. Geht man bei ihrer Auswahl
von einer Gleichverteilung aus, so kann ihr Beitrag im Mittel Gber alle lterationen
als gleich groR angesehen werden. Aus Vergleichsgrinden gehdren wie bei
sequentieller Prasentation ebenfalls L Vektorpaare zu einer lteration. An der
Fehlerbestimmung im Verifikationsdatensatz nimmt jedes Vektorpaar genau
einmal teil. Da die Reihenfolge der Prasentation hier keine Rolle spielt, erfolgt sie
sequentiell.

Ein Vergleich der lterationszahlen mit sequentieller und zufalliger Auswahl der
Vektorpaare ergab eine um Faktor 2,3 schnellere Konvergenz bei zufélliger Pra-
sentation (82 bzw. 192 lterationen, Mittel Gber zehn Sprecher). Wie erwartet hatte
dabei die Auswahl der Vektoren keinen EinfluR auf den Restfehler im Verifi-
kationsdatensatz, der bei Erreichen des Minimums vom Suchverfahren
unabhangig ist.
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5.4. Datenauswahl und Robustheit

Gegen zweierlei Einflisse wird die Robustheit vortrainierter Netze angestrebt:

« Abhangigkeit von Topologie- und Trainingsparametern vom jeweiligen Daten-
satz bei emeutem Training. Die bisherigen Ergebnisse konnten ohne Verande-
rung dieser Parameter mit anderen Gerauschsignalen qualitativ bestatigt wer-
den, vgl. Abschnitte 5.4.2 und 5.5.

« Empfindlichkeit der Gerduschreduktionleistung eines trainierten Netzwerks bei
instationaren Signalverhaltnissen.

Da der letzte Punkt mitentscheidend fir eine reale Anwendung ist, wird im fol-
genden die Robustheit des Verfahrens gegeniber Instationarititen des Ge-
rauschsignals untersucht. Dabei sind zwei Falle zu unterscheiden:

« Streuungen der Signalparameter einer einzigen Gerduschquelle.
« Einfluf unterschiedlicher Signalstatistiken bei mehreren Gerduschquellen.

Ziel der folgenden Experimente ist, die Robustheit des Gerduschreduktions-
netzwerks gegeniber beiden Arten von Fehladaption zu optimieren.

5.4.1. Verdnderlichkeit von Signalparametern

Zu den streuenden Parameterwerten gehbren beispielsweise zeitvariante
Schallpegel oder Signalspektren. Diese kénnen durch Instationaritdten der
Gerauschquelle oder verdnderliche akustische Ubertragungsstrecken bedingt
sein und hangen von der jeweiligen Anwendungsumgebung ab.

Aufgrund der Interpolationseigenschaften neuronaler Netze wird erwartet, daR
sich ihre Robustheit bei Aufnahme bekannter

Tabelle 5.4: MSE im Testda-  parameterschwankungen in die Trainingsdaten
:ﬁ;‘f‘ ;‘:Tme:f:::m’lg erhoht. Dabei mus ein Kompromis zwischen
SNR-Training. dem Wertebereich der Parameter und dem
Anstieg des Restfehlers wegen ihrer Schwan-

kungsbreite gefunden werden.

Multi-SNR-Training. Der EinfluR streuender
Parameterwerte wurde am Beispiel des SNR
evaluiert. Im realen Betrieb umfalt sein Werte-
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bereich ca. -5
bis +30 dB,
was bei einer
volistandigen
Abdeckung im
Trainingsma-
terial zu einer
riesigen Da-
tenmenge und
langen Trai-
ningszeiten

W 10 dB Trainings-SNR fUhrt. Tatsach-
W Multi-SNR-Training lich  sollten

wenige
diskrete (mitt-
lere) SNR-Stu-
fen ausrei-
chen. Dies
wurde durch
einen Vergleich bei Training mit 10 dB einerseits sowie bei 20, 10, 15 und
5 dB SNR (Multi-SNR-Training) andererseits tiberpruft.

Bild 5.11: Erkennungsraten mit und ohne Multi-SNR-Training.

Die gemittelten Ergebnisse sind in Tabelle 5.4 (MSE zwischen gerauschreduzier-
ten und gerduschfreien Testdaten) und im Bild 5.11 (gemittelte Worterkennungs-
raten) gezeigt. Dabei wurden selbst bei einem Test-SNR von 10 dB (Trainings-
SNR des Vergleichsnetzwerks) noch etwas bessere Ergebnisse mit Multi-SNR-
Training erreicht, lediglich der MSE der gerduschreduzierten Originalaufnahmen
ist geringfugig héher (erste Zeile der Tabelle). Die Worterkennungsraten fir
gerduschbehaftete Testdaten sind bei Multi-SNR-Training insgesamt besser (vagl.
Bild 5.11). Ein Vergleich der Standardabweichung der Erkennungsraten in Bild
5.11 ergibt bei 0dB SNR mit 8,7 gegentber 10,9 und bei 10dB mit 0,5
gegenuber 1,1 kleinere Werte fur Multi-SNR-Training.

Bei versuchsweiser Aufnahme von Trainingsdaten mit 0 dB sowie negativen SNR-
Werten verbesserten sich zwar die Erkennungsergebnisse fir SNR-Werte
< 0dB weiter, doch die Fehlerrate fur gerauschfreie Testdaten wurde dadurch

erhéht.
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5.4.2. Wechselnde Gerduschquellen

Experimente mit nichttrainierten Gerauschsignalen zeigten, dall fehlangepalite
Netzwerke sogar zu einer Verschiechterung der Erkennungsraten im Vergleich zu
Systemen ohne Gerauschreduktion fuhren kénnen. Ein komplettes Neutraining
zur Adaption an neue Gerausche ist jedoch im realen Betrieb zu zeitaufwendig.

Pooltraining. Ein Ansatz zur Steigerung der Robustheit gegenaber nichttrainier-
ten Signalen ist die Integration méglichst vieler Gerauschaufnahmen mit
unterschiedlichen Eigenschaften in das Trainingsmaterial. Dies kann zudem als
Ausgangspunkt fur eine Adaption des so vortrainierten Netzwerks an die aktuelle
Ger&uschumgebung in den Sprachpausen dienen (siehe 7. Kapitel).

Far die Simulationen wurde die erweiterte Gerauschdatenbasis mit funf Aufnah-
men im Trainings- und zwei im Testpool benutzt, vgl. Abschnitt 4.1, Alternative
Aufteilungen der Gerduschdatenbasis konnten aus Aufwandsgrinden nicht
untersucht werden. Die Worterkennungsexperimente mit Pooltraining wurden in
zwei Simulationsreihen unterteilt:

1. die Gerduschkomponente des storbehafteten Testsignals stammt aus einer
Gerauschquelle, von der eine andere Aufnahme auch im Trainingspool enthal-
ten ist (gerduschabhdngige Tests).

2. die Gerauschkomponente des Testsignals stammt aus einer anderen, nicht
zum Training verwendeten Gerauschquelle, deren Aufnahme ausschlieflich im
Testpool enthalten ist (gerauschiubergreifende Tests).

Die Begriffsdefinitionen Tabelle 5.5. Begriffsdefinitionen fur gerduschab-
fur gerauschabhangige héangige bzw. -lUbergreifende Simulationsreihen.
bzw. -Ubergreifende
Tests im  Zusam-
menhang mit den
jeweils  verwendeten
Daten werden durch
die in Tabelle 5.5 ge-
zeigte Zuordnung der Trainings- bzw. Testgerdusche verdeutlicht. Zu Ver-
gleichszwecken werden neben dem Pooltraining auch Experimente mit Einzelge-
rauschen aus beiden Pools beriicksichtigt, die bei gleichen Quellen in der Trai-
nings- und Testphase ebenfalls als gerduschabhdngig bezeichnet werden.

abhangig
abhéngig abergreifend
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Das Netzwerkiraining erfolgte mit Error Backpropagation, variabler Lernrate,
zufédlliger Auswahl der Trainingsvektoren, Cross Validation und Multi-SNR-
Training; die Netztopologie war 50-20-70. Die Erkennungsergebnisse wurden
jeweils aus den Mittelwerten beider Aufnahmen der 30 Wérter von zehn Spre-
chern gebildet, die von fanf (Trainingspool) bzw. zwei (Testpool) Gerauschauf-
nahmen additiv (berlagert waren. Die gerduschabhangigen (gerauschibergrei-
fenden) Ergebnisse basieren also auf 2+30+10+5=3000 (2*30+10+2=1200) Test-
wortern pro mittlerem SNR-Wert (vgl. Abschnitt 4.1).

Ergebnisse mit Gerduschpooltraining. Die gemittelten Worterkennungsraten
sind in den Bildern 5.12a und 5.12b (Testgerdusche aus dem Trainings- bzw.
Testpool) in Abhangigkeit vom SNR der Testdaten aufgetragen. In beiden Fallen
mit Pooltraining (pool) sind Verbesserungen fur SNR-Werte < 15 dB (mittlere Kur-
ven) gegeniber der Situation ohne Gerduschreduktion (ohne GR) zu erkennen
(untere Kurven). Erwartungsgemag fallt der Gewinn niedriger als bei gerduschab-
hangigem Training und Test mit Einzelgerauschen aus (obere Kurven). Die mit
Pooltraining erzielte Verbesserung ist im gerauschabhangigen Fall (Testgerausch
im Trainingspool enthalten) groRer. Aufgrund der unterschiedlichen Signaleigen-
schaften in beiden Pools weichen die absoluten Erkennungsraten fiir beide Test-
reihen voneinander ab. Dies ist auf die willkarliche Unterteilung der Datenbasis
zurGckzufuhren.

Bilder 5.13a und 5.13b zeigen die Streuung o der Erkennungsergebnisse in
Bild 5.12a bzw. 5.12b. Beiden Diagrammen ist - mit Ausnahme des -5 dB-Wertes
in Bild 5.13a sowie der gerduschfreien Daten (org) - gemeinsam, daR die Ergeb-
nisse bei gerduschabhangiger Gerduschreduktion nach Training mit Einzelge-
rauschen weniger stark streuen als diejenigen ohne Gerduschreduktion. Bei
Pooltraining sind unterschiedliche Trends abzulesen: die Werte far o im SNR-
Bereich > 0 dB unterscheiden sich nur unwesentlich von denen bei Tests ohne
Gerauschreduktion (Bild 5.13a, pool, gerauschabhangiger Fall). Die gerauscha-
bergreifenden Experimente mit Pooltraining (Bild 5.13b, pool) fihren - gemessen
an den Ergebnissen ohne Gerauschreduktion - dagegen eher zu einem Anstieg
der Streuungswerte.

Fur die Ergebnisse mit Pooltraining gilt, dal der durch Gerauschreduktion erzielte
Gewinn hinter den mit Einzelgerduschtraining erreichbaren Werten zurtickbleibt.
Ein Risiko durch Fehladaption ist im Vergleich zur Situation ohne Gerduschre-
duktion zumindest fur die untersuchten Gerauschsignale nicht mehr gegeben.
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Bild 5.12a: Worterkennungsraten nach Gerauschreduktion mit
Pooltraining, gerduschabhéingige Tests.

7 / —&—ohne GR
L

Bild 5.12b: Worterkennungsraten nach Gerauschreduktion
mit Pooltraining, gerduschiibergreifende Tests.
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Bild 5.13a: Standardabweichung der gemitteiten Worterken-
nungsraten nach Bild 5.12a.
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Bild 5.13b: Standardabweichung der gemittelten Worterken-
nungsraten nach Bild 5.12b.
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5.5. Signalrepridsentation

Mit Hilfe der in Abschnitt 4.2.2 diskutierten zeitlichen Ableitungen der Ipc-cepstrum
Koeffizienten wird vor allem in gerduschbehafteter Umgebung eine Steigerung der
Erkennungsrate erwartet. Dies fuhrt zundchst zu einer Erhéhung der Koeffizien-
tenzah! in den Merkmalsvektoren. Im nachsten Schritt kann dann eine Dimen-
sionsreduktion mit Hilfe der Hauptachsentransformation (siehe Abschnitt 4.2.3)
untersucht werden.

5.5.1. Erweiterte Merkmalsvektoren

Aufgrund der erhéhten Koeffizientenzahl muBl die Netztopologie erweitert werden.
Geht man von funf Kontextvektoren aus, so enthait die Eingangsschicht bei m
Koeffizienten 5m Knoten. Aufgrund der Ergebnisse aus Abschnitt 5.2 wurden fur
die Experimente mit Ableitungskoeffizienten die in Tabelle 56 gezeigten
Netztopologieen verwen-
Tabelle 5.6: Signalreprasentation und Netztopologie. det. Wie aus der Tabelle
zu entnehmen ist, wurde
wegen der hoherdimen-
sionalen internen
Signalreprasentation mit
steigender Koeffizi-
entenzahl die verdeckte
Schicht um zuséatzliche Knoten erganzt. Dies fuhrt zu starkem Anstieg der Ge-
wichtszahl in Abhangigkeit von der Koeffizientenzahl.

10

20 100-30-20

30 150-40-30 | 7270
20 100-30-20 | 3650

Bild 5.14 zeigt den prinzipiellen Aufbau der in Tabelle 5.6 aufgefihrten Netztopo-
logieen. Wie daraus zu sehen ist, liegen in der Eingangsschicht zwei verschie-
dene Arten von Zusatzinformation Gber die Koeffizienten des aktuellen Vektors an:

« Kontextinformation durch vergangene und zukinftige Vektoren.

« Koeffizienten aus nachgeschalteten Vorverarbeitungsschritten (z. B. Berech-
nung der Ableitungen), die zusammen mit den Ipc-cepstrum-Koeffizienten einen
erweiterten Merkmalsvektor bilden.

Aus Netzwerksicht werden die beiden genannten Arten zusatzlicher Koeffizienten
am Netzeingang nicht unterschieden; beide fiihren zu einer héheren Zahl linear
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Bild 5.14: Topologie des Netzwerks mit erweiterter Eingangsinformation.

angeordneter Knoten in der Eingangsschicht. Die zusétzlichen Koeffizienten kon-
nen in zweierlei Weise zur Steigerung der Erkennungsleistung beitragen:

« Durch bessere Gerduschreduktion der Basiskoeffizienten, was zu moderaten
Verbesserungen sowohl des MSE nach Trainingsabschlul als auch der Er-
kennungsraten fahrt, vg!l. Trompf und Hackbarth (1893).

« Durch Bildung eines erweiterten Merkmalsvektors fur zuverldssigere Erken-
nung, d. h. die zusatzlichen Koeffizienten werden selbst gerauschreduziert und
tragen anschlieRend zum Mustervergleich im Spracherkenner bei.

Im ersten Fall beschrankt sich die Zahl der Ausgangsknoten auf die Koeffizienten
des Basisvektors. Im zweiten Fall enthalt die Ausgangsschicht far jeden der m
Koeffizienten des erweiterten Vektors einen Knoten, was den hier durchgefihrten
Untersuchungen entspricht (vgl. Bild 5.14). Diese Betrachtungen gelten auch far
die Koeffizienten der Hauptachsentransformation (Abschnitt 5.5.3).

5.5.2. Zeitliche Ableitungen

Mit den Ipc-cepstrum Koeffizienten sowie ihrer ersten und zweiten Ableitung nach
Gl. (4.24) wurden Erkennungstests mit additivem Rechnerraumgerdusch (vgl. Ab-
schnitt 4.1) durchgefthrt (vgl. Trompf et al. 1993). Die Ergebnisse ohne und mit
Gerauschreduktion sind in den Bildern 5.15a und b zu sehen
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Bild 5.15a und b: Worterkennungsraten mit 20 Koeffizienten
(Ipc-cepstrum und 1. Abl., Teilbild (a)) bzw. 30 Koeffizienten
(Ipc-cepstrum, 1. und 2. Abl., Teilbild (b)), jeweils mit und
ohne Gerauschreduktion.
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Aus den Ergebnissen ist zu erkennen, dall durch die Ableitungskoeffizienten und
die Gerauschreduktion des erweiterten Vektors insbesondere bei niedrigem SNR
jeweils erhebliche Verbesserungen zu erzielen sind. Ein Vergleich beider Teilbil-
der zeigt, dai der Hauptanteil des Gewinns auf die erste Ableitung zuriickzufih-
ren ist. Experimente mit der dritten Ableitung fGhrten zu keiner weiteren Verbes-
serung.

5.5.3. Hauptachsentransformation

Auf Basis der erweiterten, 30-dimensionalen Merkmalsvektoren wurde die in Ab-
schnitt 4.2.3 beschriebene Hauptachsentransformation durchgefuhrt. Anschlies-
sende Erkennungstests mit 5 bis 30 HAT-Koeffizienten ergaben, daf eine Dimen-
sionsreduktion von 30 urspringlichen auf 20 HAT-Koeffizienten bei gleichbleiben-
der Erkennungsrate mit ungestérten Sprachdaten méglich ist.

AnschlieBend wurden die Simulationen mit gerduschbehafteten Sprachdaten wie-
derholt. Ein Vergleich der Ergebnisse mit 20 HAT-Koeffizienten mit denen der ur-
sprunglichen Ko-
effizienten in
Bild 5.16  zeigt,
dall bei SNR-
Werten 25dB

die Ergebnisse

mit 30 urspringli-
chen Koeffizien-
ten bzw. 20 HAT-
I :::of.ouu. o Hoefizisnien Tvi-
— & - 20 HAT e hezu identisch
--¥ - 20 HAT mit GR sind. Dieses Er-
gebnis ver-
schiebt sich bei

starker gestdrten
Signalen zugun-
sten der HAT-
Koeffizienten.

Bild 5.16: Erkennungsergebnisse mit HAT-Koeffizienten mit  |nsbesondere bei
und ohne Gerauschreduktion bei unterschiedlichen gNR-Werten

SNR-Werten. <0dB erreicht
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man mit anschliefender Gerauschreduktion einen Gewinn; nach deren Anwen-
dung auf die HAT-Koeffizienten wurden bei 0 dB SNR noch ca. 94 % Erkennungs-
rate erzielt.

Die aus gerauschfreier Sprache extrahierten HAT-Koeffizienten sind im Gegensatz
zum ursprunglichen Merkmalsvektor unkorreliert. Eine Untersuchung ihrer Kor-
relationsmatrix auf Basis gerduschbehafteter Sprachdaten zeigt jedoch Korre-
lationen zwischen Koeffizientenpaaren, die ausschlieBlich auf Stéreinflusse zu-
rackzufuhren sind. Da die Zielmuster beim Training gerduschfrei sind, lernt das
Netzwerk also eine Dekorrelation der HAT-Koeffizienten.

5.6. Vorverarbeitung und Gerduschreduktion im selben Schritt

Neben der Gerauschreduktion beinhaltet auch die Vorverarbeitung der Merkmals-
koeffizienten lineare bzw. nichtlineare
Training T Erkennung  Zuordnungen (z. B. Berechnung der

10 Ableitungen, Hauptachsentransforma-
EEEETSE tion), die prinzipiell von einem MLP-
| Netzwerk gelernt werden kénnen (vgl.
Abschnitt 3.2). Voraussetzung hierzu

ist eine entsprechende Aufbereitung

der Trainingsdaten. Dies ist in Bild

5.17 dargestellt: von den identischen

I Vorverarbeitungsschritten im linken
(gerauschfreie Trainingsziele) und im

HAT rechten  Verarbeitungszweig  (ge-
T rauschbehafteter Eingang) werden die
3 schraffiert gezeichneten Vorverarbei-

tungsstufen Hauptachsentransforma-
tion und Ableitungsberechnung bei

Ipc-cep| Ipc-cep) schrittweisem Entfernen der schraffier-
ten Module mittrainiert. Dann liegen

‘/% am Eingang statt der 30-dimensiona-
len HAT-Vektoren entweder 30 Ipc-

Sprache Gerdusch cepstrum- und Ableitungskoeffizienten

oder 10 Ipc-cepstrum-Koeffizienten

Bild 5.17: Vorverarbeitung und Ge- ohne Ableitungen an.

réuschreduktion in einem Schritt.
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Somit ergeben sich drei Simula-
tionsreihen mit unterschiedli-
chen Abbildungsaufgaben, die
in Tabelle 5.7 gezeigt werden:
neben der Geraduschreduk-
tion (1.) werden vom Netzwerk
zusatzlich die Hauptachsen-
transformation (2.) und die Be-
rechnung der Ableitungen (3.)

Tabelle 5.7: Experimente zur schrittweisen In-
tegration von Vorverarbeitung (Abl., HAT)
und Gerauschreduktion (GR).

Bk 2

30 HAT | 10 HAT X

org+1.42.

10 HAT X | X

e

10 org

10HAT | X | X | X

im gleichen Verarbeitungsschritt durchgefihrt.

Aus Rechenzeitgrunden wurden alle Simulationen mit reduzierter Koeffizienten-
zahl und geringer NetzgréRe (10 HAT-Koeffizienten als Trainingsziel) durchge-
fahrt. Bild 5.18 zeigt die Ergebnisse mit additivem Druckergerdusch: in allen drei
Experimenten mit Geraduschreduktion bzw. mit Gerauschreduktion und zusatzlich
trainierten Verarbeitungsschritten wurden nahezu identische Verbesserungen ge-
geniber den Erkennungstests ohne Gerauschreduktion (untere Kurve im Bild) er-
reicht. Dies bestatigt, da? die Vorverarbeitungsschritte ohne Verlust an Erken-

~ -

—&— 10 HAT 0. GR
— [l — ABL+HAT+GR
— &  HAT+GR

--% - GR

Bild 5.18: Worterkennungsraten bei
mehrerer Abbildungsaufgaben in einem Schritt.
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Durchfhrung

nungsleistung  zu-
sammen mit der Ge-
rauschreduktion
durchgefihrt  wer-
den koénnen. Der
Rechenaufwand
wurde somit durch
entsprechende Auf-
bereitung des Da-
tenmaterials in die
Trainingsphase vor-
verlagert.

Das 1. und 2. Expe-
riment (vgl. Tabelle)
wurde mit je funf
Kontextvektoren und
30 Eingangskoef-
fizienten  durchge-
fahrt. Bei impliziter
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Berechnung der Ableitungskoeffizienten durch das Netzwerk (3. Experiment)
wurde das Kontextfenster vergréRert, um vergleichbare Ergebnisse zu erhalten.
Gute Resultate wurden mit 19 bis 23 Ipc-cepstrum-Eingangsvektoren erreicht, was
zundchst viel erscheint. Dies entspricht Gblichen Fensterléngen zur Berechnung
der 2. Ableitung (Hanson und Applebaum 1990). Mit Gl. (4.26) und AT=20 ms be-
tragt das zugehorige Zeitfenster 380 bis 460 ms. Mit 190 Eingangskoeffizienten ist
das Netzwerk nur wenig gréRer als bei 150 Knoten far fanf Kontextvektoren mit je
30 Koeffizienten.

5.7. Zusammenfassung der Ergebnisse mit Multilayer Perzeptron-Netzwerken

Die Entwicklung der einmaladaptiven Gerauschreduktionsnetzwerke erfolgte ex-
perimentell gesteuert und ist daher zeit- und arbeitsaufwendig. Mit dem verfolgten
Ansatz lassen sich gute Gerauschreduktionsergebnisse erzielen. Das Training ist
rechenaufwendig, die Vorwartsrechnung dagegen schnell und somit echtzeitfahig.

Aufgrund ihrer Abbildungseigenschaften wurden mit Error Backpropagation trai-
nierte Multilayer-Perzeptron-Netzwerke eingesetzt. Durch Varianten des Stan-
dardtrainings (Generalisierungstests mit Cross Valdiation, zuféllige Auswahl der
Trainingsmuster, Multi-SNR-Training) konnten Konvergenzgeschwindigkeit und
Robustheit des Netzwerks gesteigert werden. Die Topologie hangt von der Sig-
nalrepréasentation ab und mufd in der Ein- und Ausgangsschicht an die Dimensio-
nalitat der Merkmalsvektoren angepalit werden.

Die Robustheit des Netzwerks wird durch die Auswahl der Trainingsdaten mitbe-
stimmt und |48t sich durch Aufnahme variierender Parameterwerte in die Trai-
ningsdaten erhdhen. Im Falle unterschiedlicher Gerauschquellen vermindert dies
allerdings die Gerauschreduktionsleistung.

Abbildungsaufgaben in der Signalvorverarbeitung kénnen durch entsprechende
Aufbereitung der Trainingsdaten parallel zur Gerduschreduktion im gleichen
Schritt durchgefuhrt werden. Hierdurch verringert sich der Rechenaufwand.
Hieraus lassen sich folgende Entwicklungsziele ableiten (vgl. Kapitel 6 und 7):

« Aufgrund der arbeitsaufwendigen, experimentell gesteuerten Entwicklung ist
eine automatische Netzwerkgenerierung erforderlich.

« Lange Trainingszeiten und Leistungseinbulen bei Pooltraining machen eine
Verfahren zur schnellen Adaption an neue Geréuschsignale erforderlich.
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6. AUTOMATISCHE NETZWERKGENERIERUNG

Als Alternative zur aufwendigen, experimentell gesteuerten Entwicklung von MLP-
Netzwerken werden in diesem Kapitel automatische Verfahren zur Netzwerkge-
nerierung untersucht. Aus Aufwandsgrinden und wegen der bereits guten Er-
gebnisse mit kleinen linearen Netzwerken (vgl. Abschnitt 5.2) werden hier kon-
struktive Netzgenerierungsverfahren eingesetzt, bei denen ausgehend von Mi-
nimalstrukturen nach vorgegebenen Regeln komplexere und leistungsfahigere
Netze generiert werden '4). Folgende zwei Vertreter der konstruktiven Netzgene-
rierungsverfahren werden in diesem Abschnitt untersucht:

« Der Cascade Correlation-Lernalgorithmus (CC, Fahiman and Lebiére 1991)
wurde ursprunglich far Aufgaben mit bindren Ausgangswerten entwickelt. Sein
Name steht sowohl fur die Netzstruktur als auch fur das Trainingsverfahren.
Die Verschaltungsweise der beim Training angefigten Knoten wird als Kas-
kadierung bezeichnet, die Optimierung der zugehérigen Gewichte erfolgt Gber
ein KovarianzmaR 15). Zur Minimumsuche wird der Algorithmus Quickprop (QP,
Fahlman 1988) verwendet, der mit einer quadratischen Approximation der
Fehlerkurve arbeitet und meist schnellere Konvergenz als EBP aufweist.

« Das Resource Allocating Network (RAN, Platt 1991, Kadirkamanathan and
Niranjan 1993). Der Grundgedanke bei diesem Verfahren ist die explizite
Speicherung von Trainingsbeispielen in neu angeflugten verdeckten Knoten
mit gauBférmigen Aktivierungsfunktionen. Anders als bei CC existieren hier
keine KurzschluBverbindungen zwischen Ein- und Ausgangsknoten.

Beiden Verfahren ist die schrittweise Approximation einer unbekannten Ubertra-
gungsfunktion durch iterative Veranderung der Netzstruktur und Modifikation der
Gewichte gemeinsam. Ziel dieses Kapitels ist der Vergleich der Leistungsfahigkeit
sowie des Implementierungs- und Rechenaufwands beider Netzwerkmodelle mit
dem MLP fur die Gerduschreduktionsaufgabe.

14) sishe hierzu auch Abschnitte 3.6 und 3.7

15) Die Autoren ersetzten das anfanglich benutzte Korrelationsma® durch die Kovarianz, behietten
jedoch den Namen des Verfahrens unverandert bei.

83



6. AUTOMATISCHE NETZWERKGENERIERUNGSVERFAHREN

6.1. Cascade Correlation

6.1.1. Funktionsweise des Cascade Correlation-Lernverfahrens

Im folgenden wird das CC-Lemnverfahren beschrieben, soweit es zum Verstandnis
der Erweiterungen fur die Gerauschreduktion notwendig ist.

Strategie. Bei der Netzgenerierung werden ausgehend von einer Minimalstruktur
solange Knoten hinzugefagt und deren Gewichte trainiert, bis keine weitere Re-
duktion des Ausgangsfehlers mehr eintritt. Strukturerweiterung und Gewichtstrai-
ning erfolgen schrittweise im Wechsel. Die Gewichtsmodifikationen werden mit
Hilfe von Quickprop durchgefihrt, das auf Basis einer quadratischen Approxima-
tion der Fehlerkurve arbeitet und im Vergleich zu anderen Gradientenabstiegs-
verfahren in der Regel schneller konvergiert (Fahiman 1988). Das Training laBt
sich in vier Schritte aufteilen, die nachfolgend beschrieben werden.

Schritt 1: Start mit einer linearen Minimalstruktur. Die Anfangsstruktur besteht
aus Ein- und Ausgangsschicht, deren Knotenzahl wie beim MLP (siehe Abschnitt
5.2) von der Signalreprasentation bestimmt wird. Fir die folgenden Betrachtungen
sei die Zahl der Eingangsknoten m und die der Ausgangsknoten g. Zusammen mit
dem zusétzlichen Offset- oder Biasein-

gang x, ergeben sich m+1 Knoten in Y1 Y2 wie Yy
der Eingangsschicht.

Die Darstellung der Netztopologie
(Bild6.1a) erfolgt aus Granden der
Ubersichtlichkeit in Anlehnung an die
von Fahlman and Lebiére (1991) ver-
wendete. Wahrend die Eingangsknoten
nicht dargestellt sind, werden die
Ausgangsknoten durch das Symbol
ihrer (im Bild linearen) Aktivierungs-
funktion gekennzeichnet. Ferner sind
die Gewichte mit Hilfe von Quadraten
dargestelit, die im Signalfiu eine Mul- A
tiplikation mit den jeweiligen Ge-

wichtswerten an den Kreuzungspunk- Bild 6.1a: Zweistufige Minimalstruktur
ten zweier Verbindungslinien bedeuten. ~ 2us Ein-und Ausgangsschicht.
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Der SignalfiuB erfolgt vom Eingang (links im Bild) zum Ausgang (oben).

Zur Berechnung der Ausgangserregungen y werden die Skalarprodukte zwischen
dem Eingangsvektor x={x, .x; .....x,, } und den g Zeilen der m+1xq -dimensiona-
len Gewichtsmatrix A gebildet (zur Indizierung der Matrixelemente siehe
Bild 6.1e). x, wird der Wert +1 zugewiesen und dient zur Einstellung der Biasein-
gange an den Ausgangsknoten und nach Trainingsfortschritt auch der verdeckten
Knoten Uber die zugehoérigen Gewichte. Bei linearen Aktivierungsfunktionen in
den Ausgangsknoten laRt sich die Ubertragungsfunktion des Minimalnetzwerks
zum Trainingsstart (Bild 6.1a) als Multiplikation des Eingangsvektors mit der
Abbildungsmatrix A angeben:

yT=Ax mit A={a,r.a27....,aq7] ] (6.1)

Die Elemente von A sind durch die Gewichte des Minimalnetzwerks gegeben, die
in der Gewichismatrix in den Zeilenvektoren a zusammengefasst werden. Zu-
sammen mit den Gewichten zwischen verdeckten Knoten und Ausgangsknoten
werden sie als Ausgangsgewichte bezeichnet.

Schritt 2: Erweiterung durch Kandidatenknoten. Wahrend des Kandidaten-
trainings werden versuchsweise einzelne oder mehrere konkurrierende Knoten
(Kandidatenknoten bzw. Kandidaten) mit nichtlinearen Aktivierungsfunktionen
zum Netzwerk hinzugefagt. Bild 6.1b zeigt o parallele Knoten K, bis K, die im
Kandidatenpool zusammengefasst werden. Derjenige Kandidat, der den groRten
Beitrag zur weiteren Reduktion des Restfehlers verspricht, wird fest im Netzwerk
installiert (z. B. der fett gezeichnete Knoten im Bild). Die ubrigen Kandidaten wer-
den am Ende jedes Kandidatenzyklus (Training und Installation eines Kandidaten)
wieder entfernt. Das Training innerhalb jedes Kandidatenzyklus erfolgt in zwei
Durchgéngen: zunachst werden die Eingangsgewichte jedes Kandidaten (Bild
6.1b), dann alle Ausgangsgewichte im Netzwerk einschlieflich der des neuen
Kandidaten trainiert (Bild 6.1c). Am aktuellen Trainingschritt teilnehmende
Gewichte sind dunkelgrau markiert.

Training der Eingangsgewichte. Zunachst werden die Kandidaten eingangssei-
tig mit dem Netzwerk verbunden (siehe Bild 6.1b). Nach Initialisierung mit kleinen
Zufallszahlen werden ihre Eingangsgewichte iterativ so trainiert, da der Betrag
der Kovarianz zwischen der Ausgangsaktivierung V; des i-ten Kandidaten und
den Fehlerbeitrdgen an jedem Ausgangsknoten maximal wird. Sie errechnet sich
durch Summation Uber die Beitrage der L Trainingsvektorpaare aus
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g & < ! 2 :
0, =3 | TV -VO) (& -Ee])| . i=10. mit €2)
k=1 | i=1
Jj Index des Kandidatenknotens
k Index des Ausgangsknotens, 1 <k <g
! Index des Trainingsvektorpaars, 1</ <L
o Zahl der Kandidaten im Pool

€ Fehler am k-ten Ausgang
v; Aktivierung des j-ten Kandidatenknotens
oy,  Kovarianz zwischen Vund e2.

Die Maximierung der Kovarianz in Abhangigkeit von den Eingangsgewichten ge-
schieht durch Maximumsuche mit Hilfe eines Gradientenaufstiegsverfahrens,
wobei aus Rechenzeitgrinden ebenfalls QP eingesetzt wird. Zu diesem Zeitpunkt
besteht noch keine Verbindung zwischen Kandidaten- und Ausgangsknoten, wie
aus Bild 6.1b zu sehen ist. Die optimierten Eingangsgewichte des besten
Kandidaten werden als Elemente einer Zeile in die Matrix B Gbermommen (Bild
6.1c, Indizierung siehe Bild 6.1e). Sie enthalt die Gewichte der Verbindungen
zwischen dem Netzwerkeingang und den verdeckten Knoten.

Bild 6.1b: Training der Eingangsgewichte konkurrierender Kandidaten.

86



6. AUTOMATISCHE NETZWERKGENERIERUNGSVERFAHREN

Xm O—
x; ©
X; O
Xo=10
B A
Bild 6.1c: Installation eines Kandidatenknotens und Training der
zugehorigen Ausgangsgewichte.

Training der Ausgangsgewichte. Nach Abschlufl der eingangsseitigen Ge-
wichtsoptimierung werden die Verbindungen zwischen den Ausgangen des Kan-
didaten (bei mehreren Kandidaten im Pool derjenige mit der groRtem Kovarianz
nach Gl. (6.2)) und den Knoten der Ausgangsschicht hergestellt. Nach der In-
itialisierung mit -0, (k) werden die ausgangsseitigen Gewichte trainiert, wahrend
die Eingangsgewichte festgehalten werden (Bild 6.1c). Nach Abschlul® der Mini-
mumsuche ist der Kandidatenzyklus beendet. Dies wird entweder durch anstei-
genden oder flachen Verlauf der Fehlerkurve 18) angezeigt, der sich im Unter-
schreiten einer dynamisch berechneten Fehlerdifferenz in N, aufeinanderfolgen-
den Trainingsschritten dulert:

MSE7 (k+n)-MSEy(k+n+1) < aMSEr(k+n) far n=0,1,...N;.

(6.3)

Haufig verwendete Werte fur die Parameter in GI. (6.3) sind «=0,01 und N;=10.
Eine weitere Abbruchbedingung far einen Kandidatenzyklus ist das Erreichen ei-

16) Als Zielfunktion zur Fehlerberechnung dient in der urspriinglichen Version des Verfahrens der
Emror Index, der aus der Wurzel des normierten MSE berechnet wird. Wegen der
Vergleichbarkeit mit den (ibrigen Netzwerkmodellen wurde der Error Index durch den MSE nach
Gl. (3.9) ersetzt.
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ner vorgebbaren maximalen Zahl von Trainingsiterationen N, Nach Abschluf
des Kandidatenzyklus wird der Kandidat fester Bestandteil des Netzwerks und als
verdeckter Knoten bezeichnet. Die Ausgangsgewichte der verdeckten Knoten
werden in der Matrix C zusammengefalt (Bilder 6.1c bzw. 6.1d).

Schritt 3: Kaskadierung neuer Knoten. Jeder neu generierte Knoten bildet auf-
grund der in CC verwendeten Verbindungsstruktur eine eigene Zwischenschicht,
wie in Bild 6.1d zu sehen ist. Seine Eingange sind sowohl mit den Ausgéngen der
vorhergehenden verdeckten Knoten als auch mit den Netzwerkeingangen ver-
bunden. Daher sind alle in den vorigen r Kandidatenzyklen gelemten Signalre-
présentationen h, nach Multiplikation mit den Elementen der Matrix D als Ein-
gangssignale fur die nachfolgenden Knoten verfigbar. Durch die hierarchische
Anordnung neuer Knoten wird mit zunehmendem Trainingsfortschritt das Lernen

Y Y2 ... Vg

B A
Bild 6.1d: Kaskadierung neuer Knoten und Training eines Kandidaten K
nach zwei erfolgreich verlaufenen Kandidatenzyklen.
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komplexerer Reprasentationen des Eingangssignals an den Ausgéngen der
verdeckten Knoten (Feature Detectors, Fahiman and Lebiére 1991) mdglich. Da-
neben bleiben die Kurzschliulverbindungen zwischen Eingangs- und Ausgangs-
knoten der anfanglichen Minimalstruktur erhalten.

Die Anordnung der verdeckten Knoten wird als Kaskadierung bezeichnet. In einer
Momentaufnahme ist zu sehen (Bild 6.1d), wie die Eingangsgewichte eines Kan-
didatenknotens nach zwei erfolgreich verlaufenen Kandidatenzyklen (installierte
Knoten 1 und 2) trainiert werden. Das Anfigen von Kandidaten und deren Instal-
lation im Netzwerk wird forigesetzt, bis eines der Abbruchkriterien erfalit ist.

¥ Y2 wis Yo

Bild 6.1e: Netztopologie mit R verdeckten Knoten nach Trainingsabschluf3.
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Schritt 4: Trainingsabbruch. Jedes der beiden folgenden Kriterien ist eine hin-
reichende Bedingung fur den Trainingsabbruch. Sie sind auf Basis des MSE 17)
bzw. der maximalen Zahl verdeckter Knoten formuliert:

1. Unterschreitung einer vorgegebenen unteren Schwelle MSE,;, fur den Trai-
ningsfehler, d.h. MSEy < MSE,,,;,,.

2. Erreichen einer maximalen Zahl von Kandidatenzyklen, d.h. r=R, . .

Die Schwellwerte MSE,,;, und R, missen abhéngig vom aktuellen Datensatz
bestimmt werden. Bild 6.1e zeigt die vollstandige Topologie mit R verdeckten
Knoten nach Trainingsabschluf}.

6.1.2. Vergleich der Topologie mit dem Multilayer Perzeptron-Netzwerk

Sorensen und Hartmann (1992) haben gezeigt, da die CC-Netzstruktur drei-
schichtige MLP-Netzwerke als Untermenge enthalt. Dies wird anhand der in Bild
6.1e abgebildeten CC-Netzstruktur erldutert.

Ausgangsaktivierung des CC-Netzwerks. Fur die Ausgangsaktivierung des CC
Netzwerks in Bild 6.1e mit m+1 Netzwerkeingangen, R verdeckten Knoten und ¢

Ausgéngen gilt
y=Ax+Ch , (6.4)

wobei A und C die Dimensionalitéten gxm+1 bzw. gx R besitzen. Dabei wird der
lineare Anteil von y durch den Term A x beschrieben und ist durch die gewichte-
ten KurzschluBverbindungen von den Eingangs- zu den Ausgangsknoten gege-
ben. Die in h={h,,...,hg} enthaltene interne Signalreprésentation setzt sich aus
den Aktivierungen h, an den Ausgéngen der verdeckten Knoten zusammen. We-
gen der nichtlinearen Aktivierungsfunktionen der verdeckten Knoten stellt der
zweite Term in GI. (6.4) den nichtlinearen Anteil an der Ubertragungsfunktion des
Netzwerks dar. Die Berechnung von h aus dem Eingangssignal geschieht mit
Hilfe der Gewichtsmatrizen B und D.

B enthalt die Gewichte der Verbindungen von den m+1 Eingangsknoten zu den R
verdeckten Knoten und hat daher die Dimensionalitdt Rxm+ 1. Die Elemente von
D sind durch die Verbindungen der verdeckien Knoten untereinander gegeben.

17) Der urspriinglich verwendete Error Index wurde durch den MSE nach GI. (3.9) ersetzt.
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Eine Besonderheit der CC-Struktur ist, dal die verdeckten Knoten mit héherer
Ordnungszahl eingangsseitig mit den Ausgéngen der davorliegenden Knoten mit
niedrigerer Ordnungszahl verbunden sind. Die Reihenfolge der Numerierung wird
durch den Kandidatenzyklus, in dem der jeweilige Knoten installiert wurde,
bestimmt. Die Ausgangsaktivierungen der ersten beiden Knoten mit der Aktivie-
rungsfunktion g() berechnen sich aus

h =g [jz%bu“ X, ] und

m
h, =g [E,bz-f" x +d, h ) . (6.5)
Fur die Aktivierung des r-ten verdeckten Knotens gilt dann

hr =8 (jgobr.}'ﬂxj ¥ dr.lhl +dr.2h2 +'"+d’.f"l h"'] ) (66)

Fasst man in Gl. (6.6) die von D abhangigen Glieder zusammen, so errechnet
sich h, aus den Eingangswerten und den Aktivierungen der r-1 eingangsseitig
vorgelagerten verdeckten Knoten aus

m r-1
h =3[2b X +y.d h,] . (6.7)
r j=0 rjl j =] rii

Dabei reprasentiert der erste Term im Argument von g() wie W in der Eingangs-
matrix des MLP (vgl. Abschnitt 3.1) die Abbildung von den Eingangs- zu den ver-
deckten Knoten. Der zweite Term enthélt die Gewichte der Verbindungen der ver-
deckten Knoten untereinander. Voraussetzung zur Berechnung der Aktivierung
des r-ten verdeckten Knotens ist, daB alle vorhergehenden r-1 Aktivierungen be-
kannt sind. Wegen der Nichtlinearitat von g() enthalt dieser Teil der Ubertra-
gungsfunktion die nichtlinearen Eigenschaften des gesamten Netzwerks.

Verbindungsstruktur von MLP- und CC-Topologie Vergleicht man die in
Bild 6.1e gezeigte CC- mit einer MLP-Struktur, so stellt man folgende Unter-
schiede fest:

1. Das MLP enthalt keine KurzschluBverbindungen von der Ein- zur Ausgangs-
schicht, d.h. der erste Summand Ax in Gl. (6.4) verschwindet.
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2. In der MLP-Struktur sind keine Verbindungen der verdeckten Knoten unterein-
ander enthalten, d.h. der zweite Term im Argument der Funktion g() in Gl
(6.7) verschwindet ebenfalls. Gl. (6.7) lautet dann in Matrixschreibweise

h=g(Bx) y (6.8a)
Setzt man Gl. (6.4) in (6.8a) ein, vereinfacht sich die Ubertragungsfunktion zu
y=Cg(Bx) . (6.8b)

Gl. (6.8b) zeigt, daB die MLP- als Sonderfall in der CC-Struktur enthalten ist,
wenn nach der Bezeichnungsweise in Bild 6.1e die Bedingungen

A=0 und D=0 (6.9)
it e
Ein-/Ausgangsverbindungen Verbindungen in verdeckter Schicht

erfullt sind. Beim MLP sind lediglich die Elemente von B und C von Null verschie-
den, Da die MLP-Struktur eine Teilmenge der CC-Struktur darstellt, besitzen CC-
Netzwerke ebenfalls die Eigenschaft, nichtlineare und stetige Funktionen aus re-
prasentativen Trainingsbeispielen beliebig genau approximieren zu kénnen (vgl.
Abschnitt 3.2).

6.1.3. Erweiterungen filr die Gerduschreduktion

Folgende Unterschiede zu MLP-Netzwerken sind fir die experimentellen Unter-
suchungen mit Cascade Correlation von Bedeutung:

« Fehlerkurve und Gradientenabstieg. Wahrend bei EBP die tatsachliche
Fehlerkurve zur Berechnung des Gradienten benutzt wird, wird bei QP mit ei-
ner quadratischen Approximation gerechnet (vgl. Fahiman 1988). Statt des
stochastischen Gradientenabstiegs bei EBP wird bei QP der Fehlergradient
nicht aus einzelnen Trainingsvektorpaaren (stochastischer Gradientenab-
stieg), sondern aus dem Mittelwert Gber das gesamte Trainingsmaterial be-
rechnet (Batch Learning, vgl. Gl. (3.20)). Daher erfoigt die Gewichtsmodifika-
tion in Richtung des Gradienten des Gesamtfehlers und das Training konver-
giert in weniger Schritten; andererseits sind zur Gradientenberechung erheb-
lich mehr Fehlerbeitrdge zu berucksichtigen.

« Vemnetzungsstruktur. Die Minimalstruktur zum Trainingsstart realisiert bereits
eine vollstandige lineare Abbildung zwischen den Ein- und Ausgangsdaten,
was aufgrund der Ergebnisse aus Abschnitt 5.2 eine suboptimale, aber im-
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merhin bereits funktionsfahige Lésung der Gerauschreduktionsaufgabe be-
deutet. Daher liegt die Vermutung nahe, daR die CC-Struktur zur Realisierung
der nichtlinearen Abbildungsfunktion wenige zusatzliche Knoten bendtigt.
Aulerdem fuhren die Unterschiede in der Vernetzungsstruktur bei gleicher
Knotenzahl zu erheblich mehr Gewichten als bei der MLP-Struktur 18),

Aufgrund der Anforderungen far die Gerauschreduktionsaufgabe wurden
gegeniber der ursprunglichen Version des CC-Algorithmus '8 folgende Erweite-
rungen vorgenommen:

Modifikation der Abbruchkriterien nach Abschnitt 6.1.1, Schritt 4. Die abso-
lute Fehlerschwelle als Abbruchkriterium ist vom Datensatz sowie von der Sig-
nalvorverarbeitung abhangig und kann daher fur die vorliegende Problemstel-
lung nicht verwendet werden. Das Kriterium MSE < MSE,,;, wurde in den Ge-
réuschreduktionsexperimenten nie erreicht, da MSE,;, =0 gesetzt wurde.

Als zusatzliches Abbruchkriterium wurde wie beim MLP-Netzwerk ein Genera-
lisierungstest mit Cross Validation nach Gl. (3.25) zwischen den Kandidaten-
zyklen eingefuhrt. Dadurch |aBt sich die unerwlnschte Spezialisierung des
Netzwerks auf die Trainingsbeispiele verhindern. Die neuen Abbruchkriterien
lassen sich damit wie folgt formulieren (vgl. MLP-Training, Gin. (5.1a-e)):

1. Fehlerminimum im Verifikationsdatensatz erreicht:

MSE\(r)>MSEy(r-1) . (6.10a)
2. Fehlerminimum im Trainingsdatensatz erreicht:
MSE{(r)>MSE{r-1) 5 (6.10b)
3. Maximale Zahl von Kandidatenzyklen Uberschritten:
r> Ruax ; (6.10c)

Im Unterschied zum MLP-Training wurde der Iterationszahler n durch den
Zahler fur die Kandidatenzyklen r ersetzt. Der in Gl. (6.10c) auftretende Para-

18) Dies wird beim Aufwandsvergleich der unterschiedlichen Netzwerke in Abschnitt 6.3.2 noch

diskutiert, vgl. Gin. (6.16) und (6.20).

18) Fiir die experimentellen Untersuchungen wurde ein Software-Simulationssystem (Crowder and

Fahiman 1891) benutzt, das interessierten Benutzem iber elektronische Mail als C-Sourcecode
zur Verfiigung steht.
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meter R, wurde auf 50 gesetzt. Da dieser Wert in den Experimenten nie er-
reicht wurde, erfolgte der Trainingsabbruch stets aufgrund einer der Be-
dingungen in Gin. (6.10a) oder (6.10b). Um die Vergleichbarkeit mit den MLP-
Ergebnissen zu gewahrleisten wurden die Abbruchbedingungen auf Basis des
MSE formuliert (vgl. hierzu auch Gl. (6.3) und FuBnote 16).

« Kontinuierliche Ausgangswerte. Da die urspringliche Version des Algorith-
mus fur binare Ausgangswerte ausgelegt war, wurde das System fur Abbil-
dungsaufgaben mit reellen Ausgangswerten modifiziert.

Die bisher beschriebenen Modifikationen wurden notwendig, um das Verfahren an
die Gerauschreduktionsaufgabe anzupassen. Die bei der MLP-Entwicklung vor-
genommenen problemspezifischen Erweiterungen (z. B. Multi-SNR-Training und
Kontextinformation am Netzwerkeingang) wurden fir das CC-Lernverfahren
nachgerustet und fuhrten zu dhnlichen Ergebnisverbesserungen wie beim MLP.

Der Trainingsverlauf des CC-Lernalgorithmus wird durch eine Reihe von Parame-
tern gesteuert (siehe Crowder and Fahiman 1991). Sie werden dem Simulations-
programm durch eine Steuerdatei Gbergeben, wenn die voreingestelliten Werte
uberschrieben werden sollen. Die Parameterwerte sind im Anhang A.3 aufgelistet.

Einige dieser Parameter behandeln Sonderfalle fur bestimmte Verldufe der Feh-
lerkurve wahrend des QP-Trainings und werden abhangig vom jeweiligen Daten-
satz bestimmt. Nach Optimierung der Trainingsparameter auf additives Drucker-
gerdusch konnten mit MLP-Resultaten vergleichbare Ergebnisse erzielt werden.
Tests mit anderen Daten ohne weitere Parameteroptimierung flhrten jedoch zu
Verschlechterungen, was beim Vergleich mit den Worterkennungsraten nach
MLP-basierter Gerauschreduktion deutlich wird (siehe Abschnitt 6.3).

Weitere Modifikationen umfassen die EinfGhrung einer Quickprop-Lernrate und
das Entfemen niedrig gewichteter Verbindungen (Modelireduktion):

« Quickprop-Lermnrate. Der (bekannte) Verlauf der quadratischen Approxima-
tion der Fehlerkurve erlaubt einen direkten Sprung ins Minimum. Dies ist bei
einer fehlerhaften Approximation mit der aus QP berechneten Gewichtsmodifi-
kation risikobehaftet; eine vorsichtigere Strategie kénnte die Annaherung an
das Minimum durch Multiplikation der berechneten Gewichtsmodifikation mit
einem Faktor f<1 darstellen. In Experimenten konnte kein Vorteil festgestellt
werden; im Minimum erhielt man nahezu gleiche MSE-Werte fiir 0,6<f8<1,5;
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allerdings sank die Zahl der bendtigten Iterationen zum Training der Aus-
gangsgewichte mit zunehmendem f von 27 fur =10 auf 19 fur =1,4. Dies
bedeutet eine Reduktion der Iterationszahl auf ca. 70% des urspringlichen
Wertes. Die Abhangigkeit zwischen 8 und der mittleren Zahl der hinzugefig-
ten Knoten verhielt sich gegenlaufig: im Minimum bei §=0,7 erreichte sie ei-
nen geringfigig niedrigeren Wert als fur §=1,0.

« Modellreduktion. Da die Vernetzungsstruktur beim CC- erheblich komplexer
als beim MLP-Netzwerk ist, kann das Entfernen von Verbindungen mit be-
tragsméaRig kieinen Gewichtswerten zu Aufwandseinsparungen ohne Ergeb-
niseinbulen fihren. Dies kann aufgrund des geringen Signalflusses tber sol-
che Verbindungen angenommen werden. Der Algorithmus wurde so modifi-
ziert, dafl nach AbschluR jedes Kandidatenzyklus Gewichte der Matrizen B
und D (vgl. Bild 6.1e) mit Betragen kleiner als 0,25 aus dem Netzwerk entfernt
wurden. Damit wurde eine Reduktion der Gewichtszahl um ca. 15-20 % bei
vergleichbaren MSE-Werten erreicht. Die Reduktion betragsmafig gréfierer
Gewichte fuhrte zu einer erhdhten Zahl neu hinzugeflgter Knoten.

Ein Vergleich der Worterkennungsraten sowie des Aufwands far CC-, MLP- und
RAN-basierte Gerauschreduktion wird in Abschnitt 6.3 diskutiert.

6.2. Resource Allocating Network

Grundgedanke. Beim Resource Allocating Network (Platt 1991) wird die Ubertra-
gungsfunktion durch Uberlagerung gewichteter Summen von Radial Basis Func-
tions approximiert; sie stellen eine Erweiterung der gauRférmigen Aktivierungs-
funktionen nach GI. (3.3) auf vektorielle EingangsgréRen und nichtverschwin-
dende Mittelwertsvektoren dar. Der Funktionswert des i-ten Knotens ist durch

gnr_ (x)=exp{— ;2 Hul —x“} (6.11a)

i i

gegeben, wobei a,.2 die Varianz und u; der Mittelwertsvektor (Center Vector) des
i-ten Knotens bedeuten; dabei steht die Norm ||...|| in Gleichung (6.11a) fur den
quadratischen Fehler zwischen dem Eingangsvektor x und u; nach Gl. (3.7).
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Vorwirtsrechnung. Bei der im Bild 6.2 gezeigten Topologie des RAN sind die
RBF-Funktionen kurz als g;(x), i =1,...,h, bezeichnet (ohne Knoten h-+1); aus
Grunden der Ubersichtlichkeit wurde nur ein einziger Ausgangsknoten ange-
nommen. Wahrend der Vorwartsrechnung wird der eingangsseitig anliegende
Vektor an die verdeckten Knoten weitergeleitet, durch die Aktivierungsfunktionen
bewertet und Uber die mit v; gewichteten Verbindungen zum Ausgangsknoten
weitergeben und aufsummiert. Daher gilt fir die Abbildungsfunktion des Netz-
werks in Bild 6.2

k
F(x)=v,+) vg(x) ; (6.11b)
i=l

wobei v, fur den im Bild nicht gezeichneten Offseteingang des Ausgangsknotens
steht, dessen Aktivierungsfunktion linear ist und die Steigung 1 besitzt. Aus Gin.
(6.11a) und (6.11b) wird deutlich, daR die Abbildungsfunktion durch Line-
arkombination der Ausgangswerte der RBF-Funktionen zusammengesetzt wird.

Ein Vergleich der Bilder 6.2 und 3.2 zeigt nahezu identische Topologieen fir MLP
und RAN; Unterschiede zum MLP sind neben der dynamischen Allokierung neuer
Knoten (z. B. Knoten A+17 in Bild 6.2) vor allem das Fehlen von Gewichten bei
den Verbindungen von der Eingangs- zur Zwischenschicht sowie die Radial Basis
Functions in den verdeckten Knoten.

Speicho:mng neuer Beobachtungen und Gewichtsmodifikation. Die Strategie
beim Netzaufbau besteht in der expliziten Speicherung von Eingangsvektoren x

F (x)

Bild 6.2: Topologie des Resource Allocating Network.
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als Mittelwertsvektoren u; in den verdeckten Knoten des Netzwerks. Durch die
zugehdrigen Gaufifunktionen wird der Merkmalsvektorraum in gauf3férmige Berei-
che aufgeteilt, deren Lage im Raum durch die Trainingsvektoren und deren Ein-
fluBradius durch ihre Standardabweichung bestimmt werden. Im Test liefern ein-
gangsseitig anliegende Vektoren hohe Ausgangsaktivierungen an den ihnen
zugeordneten und hochstens geringe an den Gbrigen verdeckten Knoten.

Im folgenden wird der Trainingsalgorithmus des Netzwerks mit den Bezeich-
nungen nach Bild 6.2 im Hinblick auf die Anwendung zur Gerauschreduktion kurz
beschrieben. Eine detailliertere Herleitung des Lernverfahrens ist bei Kadirka-
manathan und Niranjan (1993) zu finden. Die Erweiterung auf g Ausgange erfoigt
durch Ersetzen der zugehorigen skalaren Gréflen durch Vektoren.

Im Gegensatz zum MLP wird die RAN-Struktur in der Trainingsphase dynamisch
erweitert. Uber die Installation neuer Knoten in der Zwischenschicht entscheidet
der Neuheitsgrad anliegender Eingangsmuster. Dieser wird mit dem Novelty
Criterion geprift, nach Anlegen des /-ten Trainingsmusters in der n-ten Trainings-
iteration wird ein neuer Knoten installiert, wenn die beiden Bedingungen

() =(¢ - F(x)) > e und (6.12a)
mlinﬁu'_ —x'"> & i=1,..,h (6.12b)

gleichzeitig erflllt sind. Dabei ist ¢/ der quadratische Ausgangsfehler, e,,;, eine
vorgegebene Fehlerschwelle und £ eine Schwelle fir den Abstand des Ein-
gangsvektors zum nachstgelegenen Mittelwertsvektor. In Gl. (6.12a) wird gepruft,
ob der Ausgangsfehler die Schwelle e, Gbersteigt, und bei Erflllung von (6.12b)
fallt der /-te Eingangsvektor in keinen der bisher im Netzwerk gespeicherten
Bereiche. Dabei bestimmt der Wert von &£" die Aufiésung bei der Bereichsbildung
(Input Resolution) wahrend der n-ten Iteration.

Bei Erfiillung der Bedingungen wird ein neuer Knoten mit dem Mittelwertsvektor
uy, . ; =x und dem Ausgangsgewicht v, . , angefugt. Seine Parameter werden mit

Voo = e : (6.13a)
u, = x! und (6.13b)
o, =K miin{"x' -u |} (6.13c)
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initialisiert, wobei Gl. (6.13c) den EinfluRradius des neuen Bereichs angibt.

€" in GI. (6.12b) nimmt mit der Zahl der Trainingsiterationen bis zum Erreichen
einer unteren Schwelle &, ;, ab und wird aus

e = max{smy",em}

bestimmt. Zusammen mit Gl. (6.13c) bedeutet dies ausgehend vom Anfangswert
£, €ine mit y" abnehmende Standardabweichung und somit eine durch klei-
nerwerdende Radien bedingte zunehmende Aufldsung der neu hinzugefugten
Bereiche bis zur unteren Schwelle ¢,,;,.

Wenn kein neuer Knoten angefligt wird, erfolgt eine Adaption der Netzwerkpara-
meter v; und u; durch Gradientenabstieg gemaf

I

v =y g it - F ’)]aF(x mit ai‘:L (6.14a)
]

v =yl et - F(x')]aF(x) mit aF(x):gi(x').i=l,...,h (6.14b)

v
i

- gt oF(x)  oF(x')
u =u“’+lr[t‘-F(x')] M T

‘(x‘)z—vzt(x‘ -u',)T . (6.14c)
al

In den GIn. (6.14a-c) treten die partiellen Ableitungen des Ausgangsfehlers nach
den Netzwerkparametern auf. Sie entsprechen dem von den adaptiven Filtern
bekannten LMS-Algorithmus (Widrow et al. 1975). Die Wahl der Trainings-
parameter in GIn. (6.12a) bis (6.14c) wird im folgenden Abschnitt beschrieben.

Anpassung an die Gerduschreduktion. Die Anpassung des RAN an die Ge-
réuschreduktionsaufgabe sowie die Optimierung der Trainingsparameter fur die
verwendeten Datenbasen wurde von Chen (1994) untersucht. Hierzu war eine
Erweiterung des Netzwerks auf g Ausgangsdimensionen notwendig. Experimen-
telle Untersuchungen zeigten vergleichbare und in einigen Féllen auch bessere
Ergebnisse als mit dem MLP. Die Parameteroptimierung ergab folgende Werte:
£.n=05,€,,=19,8"=01, k=087, y=0,985 und /r=0,005. Tests mit nicht
zur Parameteroptimierung verwendeten Daten sowie ein Vergleich mit CC- und
MLP-Netzen werden im nachsten Abschnitt beschrieben.
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6.3 Vergleich automatisch generierter Netzwerke mit dem
Multilayer Perzeptron

In diesem Abschnitt werden die automatisch generierten Netzwerke mit dem MLP
bezlglich ihrer Gerauschreduktionsleistung sowie dem Aufwand far die Trainings-
und Testphase verglichen.

6.3.1. Worterkennungsergebnisse

Aus Aufwandsgrinden wurden ausschlieflich gerduschabhangige Experimente
mit Trainingsdaten aus jeweils einer einzelnen Gerauschquelle (im Gegensatz zu
Pooltraining) durchgefihrt. Die Versuchsreihen wurden mit beiden Gerauschauf-
nahmen aus dem Testpool (vgl. Kapitel 3) und jeweils zehn Sprechern wiederholt
und die Ergebnisse anschlieBend gemittelt. Als Vergleichswerte dienten die
Erkennungsraten ohne Gerauschreduktion.

Alle Netzwerke hatten 50 Eingangs- und 10 Ausgangsknoten, was bei zehndi-
mensionalen Merkmalsvektoren fanf Kontextvektoren am Eingang entspricht. Die
MLP-Ergebnisse sind aus Abschnitt 5.4.2 entnommen (obere Kurve, "tra=abh", in
Bild 5.12b), die beiden fehlenden Simulationsreihen mit den automatisch
generierten Netzwerken wurden unter gleichen Versuchsbedingungen
nachgeholt. Die Parameter fir das CC- bzw. RAN-Netzwerk wurden wie in den
Abschnitten 6.1 und 6.2 beschrieben gewahlt, ohne eine zusatzliche, datensatz-
abhangige Optimierung der Trainingsparameter durchzufihren.

Bild 6.3a zeigt den Vergleich der Worterkennungsergebnisse in Abhangigkeit
vom SNR. Obwohl mit allen drei Netzwerken erhebliche Verbesserungen der Er-
kennungsrate erzielt werden, erreicht keines der beiden automatischen Verfahren
die MLP-Ergebnisse (obere Kurve). Insbesondere bei stark gestérten Sprach-
signalen (SNR<5 dB) werden mit MLP-basierter Gerduschreduktion ca. 5-8 %
bessere Erkennungsraten erreicht. Von den beiden automatischen Verfahren
liefert das RAN bei 0 und 5 dB SNR etwas bessere Ergebnisse.

Bild 6.3b zeigt die Standardabweichungen der Resultate aus Bild 6.3a. Daraus
kann entnommen werden, dal die mit dem MLP erzielten Erkennungsraten die
niedrigsten Streuungswerte aufweisen. Zwischen dem RAN und dem CC-Netz-
werk sind mit Ausnahme des Ergebnisses bei -5 dB (héhere Streuung der mit dem
RAN erzielten Werte) nur geringfiugige Unterschiede festzustelien.
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\ —&— ohne GR |
; -Mm-cc
N — &~ - RAN

5N SX - MLP
LN

Bilder 6.3a und b: Erkennungsraten (6.3a) und deren Streuung (6.3b) nach Ge-
réuschreduktion mit CC-, RAN- und MLP-Netzwerken. Training mit Einzelge-
rauschen, Mittel Gber zwei Aufnahmen des Testpools und zehn Sprecher.
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6.3.2. Aufwandsvergleich der unterschiedlichen Netzwerkmodelle

Ein Problem der Aufwandsabschatzung liegt im Ubergang von Simulations- zu
Echtzeitsystemen20), Wahrend bei Simulationssystemen Wert auf die notwen-
dige Flexibilitat durch zahireiche Parameter zur Steuerung des Programmablaufs
gelegt wird, steht bei Echtzeitsystemen neben der Funktionalitat vor allem die
Aufwandsminimierung im Vordergrund.

Wegen der unterschiedlichen Architektur von Echtzeit- und Simulationssystemen
ist ein objektives Vergleichsmall (wie z. B. Rechenzeit) zwischen beiden oft nicht
zuganglich. Experimentiersysteme werden haufig von mehreren Anwendern
gleichzeitig benutzt; daher spielt die Maschinenauslastung bei manchen Ver-
gleichsgréRen eine Rolle. DarGber hinaus sind maschinen- und programmspezifi-
sche Besonderheiten von Bedeutung. Insbesondere der Speicherbedarf unter-
schiedlicher Programme oder Programmteile sowie die Bestluckung der Rechen-
anlage mit Haupt- und Cachespeicher beeinflussen die Rechenzeit Gber die Zahl
von Auslagerungen eines Prozesses auf ein nichtflichtiges Speichermedium
wahrend seiner Gesamtlaufzeit.

Beim Auswandsvergleich wird zwischen den Betriebsarten Training und Test
(oder Vorwéartsrechnung) unterschieden. Hierzu werden zunéchst Vergleichskrite-
rien diskutiert und anschlieRend anhand der Experimente im vorigen Abschnitt
eine Aufwandsabschatzung fir die unterschiedlichen Netzwerke durchgefihrt.

Bei kostenrelevanten Entscheidungen interessiert zusatzlich der Implementie-
rungs- und Optimierungsaufwand, der hier Uber die bereits genannten Unter-
schiede von experimenteller Bestimmung der Topologie versus automatischer
Netzgenerierung hinaus nicht untersucht wird.

Aufwandsabschitzung fiir die Trainingsphase:

« [lterationszahl. Die Iterationszahl eignet sich vor allem zum Vergleich unter-
schiedlicher Trainingsldufe bei gleichem Datensatz und identischem
Netzwerktyp. Bei unterschiedlichen Trainingsverfahren oder unterschiedlichen
Datensatzen sind Iterationszahlen wenig aussagefahig. Bei automatisch
generierten Netzen andert sich oft die Zahl der Gewichtsmodifikationen, die in

20) siehe auch Anmerkungen zur Aufwandsabschatzung in Abschnitt 3.5.
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eine lteration eingehen; auBerdem konnen die Netzwerke unterschiedliche
Zahl von Knoten sowie unterschiedliche Vernetzungsstrukturen in den einzel-
nen lterationen aufweisen.

Zahl der neu hinzugefilgten Knoten. Dieses Kriterium eignet sich nur far
automatische Netzwerkgenerierungsverfahren mit konstruktiver Strategie; auf-
grund der grofRen Unterschiede der Algorithmen?2!) ist dieses Kriterium nur
zum Vergleich von Netzwerken, die mit dem gleichen Trainingsalgorithmus
erzeugt werden, von Bedeutung.

Rechenzeit Die benétigte Rechenzeit ist u. a. maschinen-, auslastungs- und
implementierungsabhangig. Auferdem muR im Hinblick auf die Echtzeit-
implementierung berlcksichtigt werden, daB in den Rechenzeiten aus der Si-
mulationsumgebung die Zeit fur Initialisierungsoperationen, die nur einmal bei
Programmstart anfallen, enthalten ist. Berlicksichtigt man dies, so sind unter-
schiedliche Netzwerkmodelle héchstens bei gleichen Rechnern mit gleicher
Auslastung vergleichbar.

Aufwandsabschétzung fiir die Erkennungsphase:

Zahl der Knoten. Die Knotenzahl ohne Eingangsknoten gibt die erforderlichen
Summationen Gber die am jeweiligen Knoten eingangsseitig eintreffenden
Erregungen an sowie die Zahl der zu berechnenden Ausgangsaktivierungen
(oder der Leseoperationen fur abgespeicherte Funktionswerte, Table Lookup).
Dieses Kriterium vernachlassigt unterschiedliche Vernetzungsstrukturen, wie
beispielsweise die komplexe Vernetzung héherer Knoten beim CC-Netzwerk
und die geringere Vernetzungskomplexitat beim RAN. Da die Zahl der Ein-
und Ausgangsknoten aufgabenabhangig und daher fir alle Netzmodelle gleich
ist, kann stattdessen auch die Zahl der verdeckten Knoten verglichen werden,
die entweder beim Entwurf der Netztopologie vorab festgelegt wird (MLP) oder
im Verlauf des Trainings gelernt wird (CC,RAN).

21) Bei Cascade Correlation: komplette Minimumsuche mit Gradientenabstieg pro Kandidatenkno-
ten; beim Resource Allocating Network: einfache Entscheidung (ber Neuinstallation sowie Be-
stimmung der Parameter des Knotens aus dem aktuellen Trainingsvektor,
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« Zahl der Gewichte. Die Zahl der Gewichte gibt gleichzeitig die erforderliche
Zahl der Multiplikationen und Akkumulationen bei einer Echizeitimplementie-
rung an. Darlber hinaus bestimmt sie den bendtigten Speicherplatz fur die
Gewichtsfaktoren. Dieses MaR ist unabhangig von der Vernetzungsstruktur.
Nicht beriicksichtigt werden dabei die knotenbezogenen Operationen wie die
Summation der Eingangserregungen und die Berechnung der Aktivierungs-
funktion.

« Rechenzeit. Die Rechenzeit ist prinzipiell zur Aufwandsabschatzung geeignet.
Bei ihrer Bestimmung ergeben sich in der Praxis jedoch Ungenauigkeiten, da
wegen der kurzen Rechenzeiten fir die Vorwértsrechnung der Verwaltungs-
aufwand fur Programminitialisierung und Umschaltung zwischen unterschiedli-
chen Prozessen bei Multitasking Systemen stark ins Gewicht fallt.

Aus den genannten Griunden wird zum Gberschlagigen Aufwandsvergleich far die
unterschiedlichen Netzmodelle die Rechenzeit fur die Trainings- sowie die Zahl
der Knoten und Gewichte fur die Erkennungsphase herangezogen. Hierzu werden
im folgenden die Berechnungsvorschriften fur die Zahl der Knoten und Gewichte
der MLP-, CC- und RAN-Netztopologien angegeben.

Zahl der Knoten und Gewichte. Bei ihrer Berechnung steht m fur die Zahl der
Eingangsknoten, h fir die der verdeckten und ¢ far die Zahl der Ausgangsknoten.

Zahl der Knoten. Bei allen drei Netzwerken ergibt sich die Knotenzahl aus der
Summe der Eingangs-, der verdeckten und der Ausgangsknoten. Die Gesamtkno-
tenzahl N, 1St daher

Ninoren=m+h+q : (6.15)

Zah! der Gewichte. Hierfur ergeben sich je nach Netztyp unterschiedliche Be-

rechnungsvorschriften. Fir ein dreischichtiges MLP ist die Zahl der Gewichte

GMLP durch

MLP: Gypp =mh+hg+h+gq (6.16)
=h(m+q+1)+gq

gegeben. Die ersten beiden Terme der rechten Seite in der oberen Zeile von

Gl. (6.16) ergeben sich durch volistandige Verbindung der m Eingangsknoten mit
den h verdeckten Knoten sowie der h verdeckten mit g Ausgangsknoten. Die
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beiden letzten Summanden reprasentieren die Gewichte des Biaseingéange der
verdeckten und der Ausgangsknoten.

Fur das CC-Netzwerk mussen zur Gewichtsberechnung die Gewichtsmatrizen A,
B, C und D nach Bild 6.1e gesondert betrachtet werden. Sie werden mit den Ge-
wichtszahlen G, Gy, G und Gy, aus

G, ,=mq ., GB=mI: ,

(6.17)
_ _h(h-1)
Gc =hg GD AT
bestimmt. Hierzu midssen noch

Bias-Gewichte fur jeden verdeckten bzw. fir jeden Ausgangsknoten hinzuaddiert
werden. Die Gesamtzahl der Gewichte beim CC-Netzwerk betragt daher

GCC=GA+G'+GC+GD+GBW : (6.19)
Einsetzen von (6.17) und (6.18) in (6.19) ergibt
CC: GCC = h(m +h—;—1 +q) +g(m+1) . (6.20)

Die Zahl der Gewichte beim RAN-Netzwerk bestimmt sich aus den Verbindungen
zwischen der verdeckten und der Ausgangsschicht zu

RAN: Gy =ha . (6.21)

Ein Vergleich der Gin. (6.16), (6.20) und (6.21) zeigt, daR bei gleicher Knotenzahl
fur die Zahl der Gewichte

Gran<Gurp<Gec (6.22)

gilt. Gemessen an der Gewichtszahl ist daher far das RAN der geringste Aufwand
zu erwarten; die CC-Struktur weist bei gleicher Knotenzahl stets mehr Verbin-
dungen als die MLP-Struktur auf.
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Experimenteller Aufwandsvergleich. Dem Vergleich liegen die Daten der Netz-
werke zugrunde, mit denen die Ergebnisse in den Bildern 6.3a und 6.3b erzielt
wurden. Aufgrund der gleichen Ein- und Ausgangsdimensionalitat flr alle Netz-
werke enthalten die Eingangsschichten fur funf Kontextvektoren mit je 10 Koeffi-
zienten flnfzig Knoten; die Ausgangsschichten enthalten jeweils zehn Knoten.

Die Vergleichszahlen in der ersten Spalte von Tabelle 6.1 geben die fur das
Training benétigte mittlere Rechenzeit pro Sprecher fir alle drei Netzwerkmo-
delle auf einer Sun SPARC 10 Workstation an. Aus den genannten Grinden
stellen diese Angaben lediglich einen Anhaltspunkt dar, da sie von der Maschi-
nen- und Netzwerkbelastung abhangen. Aus den Vergleichszahlen kann fest-
gestelit werden, daR die Trainingszeit far MLP-Netzwerke ca. eine halbe Gré-
Renordnung Uber denen der automatischen Netzgenerierungsverfahren liegt.

Die mittlere Zahl der verdeckten Knoten zeigt deutliche Unterschiede zwischen
den drei Netzwerktypen. Das CC-Netzwerk ist mit 4,4 verdeckten Knoten im Mittel
das kompakteste Netzwerk, da die verdeckten Knoten nur die nichtlinearen
Anteile der Ubertragungsfunktion reprasentieren (vgl. Abschnitt 6.1); die linearen
Anteile werden parallel dazu uber die KurzschluBverbindungen der Abbildungs-
matrix A in Gl. (6.4) realisiert. Die RAN-Struktur benétigt flr dieselbe Aufgabe
mehr als doppelt soviele verdeckte Knoten wie das MLP, und zwischen den
Zahlen fur die RAN- und CC-Netzwerke liegt etwa ein Faktor von zehn.

Bei der Zahl der Gewichte spiegell sich die komplexere Vemnetzungsstruktur des
CC-Netzwerks wieder, das trotz der geringen Zahl von verdeckten Knoten noch
64 % der Gewichte des MLP enthalt und ca. 175 % der Gewichte des RAN.

Anhand der Programmlaufzeiten fur die Vorwértsrechnung liell sich verifizieren,
dafll das RAN die kirzesten Rechenzeiten aufweist.

Tabelle 6.1: Vergleich zwischen MLP-, CC- und RAN-Netzwerken. Mittel Gber
zwei Simulationsreihen mit jeweils zwei Gerauscharten und zehn Sprechern.
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6.4 Zusammenfassung der automatischen Netzgenerierung

Sowohl das Cascade Correlation-Lernverfahren als auch das Resource Allocating
Network wenden eine konstruktive Strategie fir die Netzwerkgenerierung an, bei
der ausgehend von einer Minimalstruktur iterativ verdeckte Knoten angefugt wer-
den. Dies wird solange fortgesetzt, bis ein Abbruchkriterium erfullt ist.

Anfangliche Geréuschreduktionsexperimente mit beiden automatisch generierten
Netzwerktypen zeigten mit MLP-Resultaten vergleichbare Ergebnisse. Tests mil
neuen Daten, die nicht zur Parameteroptimierung benutzt wurden, zeigten jedoch
die Empfindlichkeit der Lemparameter bei den automatischen Verfahren gegen-
Uber einem Wechsel der Gerauschquelle. Ein Vergleich der Netzwerktypen MLP,
CC und RAN ergab daher suboptimale Erkennungsergebnisse nach Gerausch-
reduktion mit beiden automatisch generierten Netzwerken.

Netzwerkparameter und Trainingsstatistik automatisch generierter Netzwerke
eignen sich nur bedingt fur einen direkten Aufwandsvergleich, da die meisten
GréRen modellabhangig sind und daher unterschiedliche Bedeutung haben. Zum
Vergleich des Trainingsaufwands wurde die Rechenzeit gemessen, fur die Test-
phase wurden die Zahlen der verdeckten Knoten sowie der Gewichte als Ver-
gleichsparameter herangezogen. Die kompaktesten Netzwerke bezuglich der Zahl
der verdeckten Knoten erhalt man mit Cascade Correlation, die wenigsten
Gewichte enthalt das RAN. Beide Netzwerke benétigen ca. funfmal weniger Trai-
ningszeit als das MLP.

Winschenswert wére eine Kombination der Gerauschreduktionsleistung des MLP
mit den Rechenzeiten der automatisch generierten Netzwerke. Im 7. Kapitel wird
daher ein Ansatz zur schnellen Adaption der MLP-Netzwerke an instationare Ge-
rauschsignale in den Sprachpausen ohne zeitaufwendiges Neutraining unter-
sucht.
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MIT GERAUSCHPARAMETERN

7.1. Funktionsweise der Netzwerkadaption mit Gerduschparametern

Zur Netzwerkadaption??) bieten sich Parameter an, die die momentanen statisti-
schen Eigenschaften des Gerauschsignals reprasentieren (z. B. Information aus
dem Zeit-, Spekiral- oder Cepstralbereich). Bild 7.1 illustriert die Arbeitsweise:
wahrend die gerduschbehafteten Merkmalsvektoren fortiaufend im Segmentraster
abgebildet werden, wird die Abbildungsfunktion des Netzwerks in den Pausen
durch Aktualisierung der Steuerinforma'tion adaptiert. Dies geschieht durch ihre
Neuberechnung und somit ohne zusatzliches Netzwerktraining in der Testphase.

gerduschreduzierte Merkmalsvektorfolge

-Iu-Z]n—II n |n+l| n+2f-

—
T Zeit
Steuereingéinge Eingangsschicht
Gerduschparameter:
Zeit-
Spektral-
Cepstralbereich
Vektor-
a5 B i % 3l »
saavaor In-ZTnllnln-HIrH]

gerduschbehaftete Merkmalsvektorfolge

Bild 7.1: Adaptive vektorweise Gerduschreduktion mit Steuereingangen.

22) ygl. Abschnitt 3.4.2
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Wahrend der auf eine Pause folgenden SprachduRerung bleiben die Parameter-
werte an den Steuereingangen 23) unverédndert. Fir die Aufnahme der Parameter
ist eine Erweiterung der Eingangsschicht nach Bild 7.1 erforderlich. Den Betrach-
tungen zur Netzwerkadaption liegen folgende Annahmen zugrunde:

« Die Zahl der Sprachinformation tragenden Koeffizienten am Netzwerkeingang
und -ausgang ist gleich groB. Eingangsvektor x, Ausgangsvektor y und Ziel-
vektor ¢ haben daher gleiche Dimensionalitat g, d. h. xeR9, yeR? und teRY.
Eine Erweiterung Kontextinformation ist durch Erhéhung der Dimensionalitat in
der Eingangsschicht leicht méglich.

« Die Steuerparameter mit den Gerauschkoeffizienten werden im r-dimensiona-
len Vektor n zusammengefasst, neR".

« Die Speicherung von Sprach- und ggf. der Gerauschinformation erfolgt in er-
weiterten Merkmalsvektoren v mit der Dimensionalitat m.
Dann kénnen fur den Eingangsvektor v zwei Betriebsarten unterschieden werden:
1. Ohne Netzwerkadaption in den Sprachpausen sind v und x identisch:
v=xeR™ und m=4.

2. Mit Netzwerkadaption setzt sich v aus Sprach- und Gerauschkoeffizienten zu-
sammen:
vI={xT,nT}eR™ mit m=q+r.
In den folgenden Betrachtungen soll der 2. Fall betrachtet werden. Dabei wird die

Adaption der Ubertragungsfunktion in die beiden Schritte initiales Training und
Netzwerkadaption in den Sprachpausen aufgeteilt.

Die Abbildung eines Eingangsvektors v auf einen Ausgangsvektor y im n-ten
Segment kann dann mit der Abbildungsfunktion F{() durch

y(n) = F(w(n),v(n)) (7.1)

ausgedruckt werden. Dabei steht w(n) fir den aktuellen Gewichtsvektor. Fir die
Netzwerkadaption mit Gerduschparametern kénnen die Argumente von K) nach
Gl. (7.1) nach Sprach- und Gerauschanteilen getrennt angegeben werden:

23) Eine Ausnahme bildet das segmentbezogene Signal-zu-Rausch-Verhaltnis nach Gl. (7.19), das
veklorweise neu berechnet wird.
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y(n) = Flw(n),n(n),x(n)) . (7.2)

Initiales Training. Wahrend des initialen Trainings wird durch Optimierung der
Netzparameter der mittlere quadratische Fehler MSE; (im Trainingsdatensatz)
nach Gleichung (3.9) bzw. der MSE,, (im Verifikationsdatensatz) minimiert. Dabei
besitzen der Eingangsvektor veR™ und der gerauschfreie Zielvektor reR? unter-
schiedliche Dimensionalitat. Mit Gin. (3.8) und (7.2) errechnet sich der MSE; aus
den L Trainingsvektorpaaren {v!,¢'}, I=1,...,L, aus

1 La 2
MSE, =+ ¥ (¢ - Fliwnx) . 7.3)
Liga? 4

Optimierung der Netzwerkparameter durch Minimumsuche liefert bei gegebenen
Trainingsdaten den Gewichtsvektor w,,,,. :

. arg:nin{MSET(w)} ‘ (7.4)
Durch Einfrieren der Gewichte nach Trainingsabschlul hangt F nach Gl. (7.2) nur
noch von den Eingangsdaten ab und nimmt die Form

argnu‘n(MsE (w))

F(w,v)——-L—-)F' . (v) (7.5)

an. Fy  wird kinftig kurz mit F,, bezeichnet. Da nach Trainingsabschlufl die
Gewichtskoeffizienten w unverandert bleiben, kénnen die Ausgangsvektoren im n-
ten Segment y(n) als Funktion der Eingangsvektoren ausgedruckt werden:

¥(n) = F (v(n)) ' (7.6)

Netzwerkadaption in den Sprachpausen. Wahrend die Berechnung von x(n)
und die anschlieRende Ger&uschreduktion im Segmentraster erfolgen, findet die
Aktualisierung der Ger&uschparameter n in groReren Zeitabsténden statl. Diese
sind durch die Zeitdauer zwischen zwei Adaptionsintervallen gegeben, die bei
Isoliertworterkennung durch die jeweilige Wortlange bestimmt wird.

Erweitert man die eindimensionale Abbildungsfunktion in Gl. (3.6) auf n Ausgénge
und setzt anstelle des Eingangsvektors x den Vektor v mit Sprach- und Ge-
rauschkoeffizienten ein, so errechnet sich der Netzwerkausgang aus
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h m
F(v)= g:v.-z.]=f(}:v-g(2w.v,n . 0=t,...n . (7.7)
i=0 % f i=0 % “\j=o ¥ J

z; ist die Ausgangserregung des i-ten von insgesamt A verdeckten Knoten mit den

Aktivierungsfunktionen g(). Die untere Summationsgrenze 0 fir i und j schliefit
die Offseteingange der verdeckten und der Ausgangsknoten ein. z; ist durch

z,(v)= g[z W, vj)
e (7.8)

q m
=3(Zwa'xi+ ) wﬁ"l-qJ

j=0 J=gtl

gegeben. Bericksichtigt man, dafl der letzte Term der zweiten Zeile in Gl. (7.8)
far die Dauer eines Wortes konstant bleibt, kann z; im k-ten Wort aus

9
z“(x,n,k)=g(2wuxj+N‘(Iz)) mit (7.9a)
; “
Nk)= 3 wn_ (k) ,n_(ken (7.9b)
J=q1

berechnet werden, wobei n; der Pausenvektor mit den Gerauschkoeffizienten vor
dem k-ten Wort ist. Aus Gin. (7.9a) und (7.9b) kann man erkennen, da die an
den Steuereingadngen anliegende Information fur die Dauer eines Wortes als
konstanter additiver Beitrag N,(k) zum Zellpotential des i-ten verdeckten Knotens
aufgefasst werden kann. Mit Gin. (7.7), (7.8a) und (7.8b) kann nun F,(x,n,k) far
die Koeffizienten des k-ten Wortes angegeben werden:

h q
F'(x,n,k) = i;“ (x)= j‘[z v, g(z wyx} . N'(k)]] . (7.10)
R i=0 j=0

Die Adaption der Gerauschreduktionsabbildung wird also bei W zu erkennenden
Weértern durch eine Folge {n,n,,...,ny} von Vektoren aus den Sprachpausen
vorgenommen. Der n-te Ausgangsvektor y(n) des k-ten Wortes berechnet sich
dann mit der adaptiven Abbildung F, , aus

y(n) = F,_(x(n) : (7.11)
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7.2. Extraktion der Gerduschparameter

Zur Beschreibung des Gerauschsignals werden mit méglichst geringem Rechen-
aufwand extrahierbare Parameter gesucht. Voruntersuchungen (Trompf et al.
1994) mit einer kleinen Gerauschdatenbasis und einigen wenigen Parametern
zeigten, dal dieser Ansatz prinzipiell funktionsfahig ist. Mit dem SNR und drei
spekiralen Momenten als Steuerparameter wurden Verbesserungen der Worter-
kennungsrate von einigen Prozent bei 0 dB SNR erreicht. Im vorliegenden Ab-
schnitt wird die Erweiterung des Gerauschparametersatzes beschrieben.

Zur Generierung der Gerauschkoeffizienten wurde die Merkmalsextraktion (vgl.
Abschnitt 4.2) wie in Bild 7.2 gezeigt erweitert. Die Berechnung der Sprachkoef-
fizienten und deren Ableitungen sowie die anschlieBende Hauptachsentransfor-
mation finden im oberen Verarbeitungszweig statt. Um eine geeignete Repra-
sentation des Pausensignals zu untersuchen, wurde mit konkurrierenden Vorver-
arbeitungsmodellen eine Vielzahl von Gerauschparametern erzeugt (unterer
Verarbeitungszweig). Da die Dimensionalitdt des Merkmalsvektors den Aufwand
fur das nachfolgende Gerduschreduktionsnetz bestimmt, werden hieraus
méglichst wenige Parameter aufgrund objektiver Kriterien ausgewahit (Abschnitt
7.3). Die nachgeschaltete HAT dient der Dimensionsreduktion durch Eliminierung
redundanter Information. Ziel der Untersuchungen ist die Bestimmung von Art und
Zahl der bendétigten Parameter sowie die Evaluierung des Verfahrens mit Hilfe der
erweiterten Gerauschdatenbasis (siehe Abschnitt 4.1),

Indizierung der Wort- und Pauseninformation. Zur Berechnung von Gerausch-
parametern wird die Kenntnis der Wort- bzw. Pausengrenzen im Sprachsignal

Spnchoj . 5 . - - 5
Merkmals- ~ 30 |Hauptachsen- 10.20

extraktion | tranﬂotmnﬂoﬁ

Geriusch- 26 |Hauptachsen- 10,15
—_— 3y statistik — l—»
| transformation

\ {Pausen)
Gorlusch\

Bild 7.2: Extraktion des erweiterten Merkmalsvektors mit Gerauschparametern.
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vorausgesetzt 24). Dann kénnen die Abtastwerte des gerduschbehafteten Sprach-
signals r(i) in Paare von Pausen- und Sprachabschnitte p bzw. w segmentiert
werden, die mit dem Pausen- bzw. Wortzahler k, dem Segmentindex n sowie der
diskreten Zeitvariablen i indiziert werden. Die neue Indizierung wird bei der Be-
schreibung der Gerauschparameterextraktion wie folgt verwendet:

(i) ———— { p(k,n, i), w(k,n,i)} . (712)

Wortgrenzen
Dabei bedeuten:
k=1.2,....L Wort- bzw. Pausenindex, mit insgesamt L Woértern (Pausen).
n=12,... Wk im Wort, mit W(k) Segmenten im k-ten Wort, bzw.
n=1,2,...,P(k) inder Pause, mit P(k) Segmenten in der k-ten Pause.
i=12,...N diskrete Zeitvariable, mit der Segmentlange N.

Berechnungsintervalle. Nach Berechnung der Parameter zur Netzwerkadaption
innerhalb kurzer, quasistationarer Pausensegmente werden daraus Schatzwerte
fur groRere Zeitabschnitte ermittelt. Um eine Adaption an lokale Signalei-
genschaften zu vermeiden, erfolgt dabei entweder eine Glattung durch Tiefpal-
filterung aufeinanderfolgender Werte oder eine Mittelwertbildung Uber den ge-
samten Wort- bzw. Pausenabschnitt.

Gléttung. Bei der Berechnung eines Schéatzwertes flr den Gerauschparameter G
im n-ten Segment der k-ten Pause werden seine Werte geman

Gﬂ(k,n)=ﬂG(k,n)+(l-ﬂ)CrP(k,n-l) mit  (7.13)
A Glattungsparameter, S e R und S €[0,1]

durch Tiefpaf¥filterung gegléttet, wobei der Wert von S den Glattungsgrad be-
stimmt und von der Stationaridt des Gerauschsignals abhéngt. Der Schatzwert im
letzten der P(k) Segmente wird dann als Schatzwert 6(/:) fur den gesamten Pau-
senabschnitt angenommen:

G(k) =G, (P(K)) : (7.14a)
Bei dieser Berechnungsart werden weiter zurtckliegende Werte schwacher ge-

wichtet, was beispielsweise bei der Schatzung des Stérspektrums fur die Spek-
tralsubtraktion benutzt wird, vgl. Gl. (8.5) und Reich (1985).

24) Fr die folgenden Betrachtungen wird ein idealer Sprachpausendetektor vorausgesetzt, vgl.
hierzu Abschnitt 4.1,
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Mittelung. Hierbei wird Gber die Parameterwerte aller Pausensegmente gemittelt.
Der Schétzwert G fur G in der k-ten Pause berechnet sich daher direkt aus

1 P(k)

G(k) = G(k)=F(;)- Y G(k,n) . (7.14b)

n=l

Bei dieser Berechnungsart tragen die Werte in den einzelnen Pausensegmenten
gleichberechtigt zum Schatzwert bei.

Verarbeitungsbereich. In den Experimenten zur Netzwerkadaption wurden ins-
gesamt 29 Gerauschparameter untersucht, die entweder dem Zeit-, dem Spektral-
oder dem Cepstral-
bereich zugeordnet
werden kénnen.
Wie bei der Merk-
malsextraktion aus
dem Sprachsignal
ist die Auswahl ge-
eigneter Vorverar-
beitungsmodelle

_ nicht in erster Linie
{ Ipc-cepstrum Koeffizienten, gemitteit 10 physikalisch  moti-

Varianz der Ipc-cepstrum Koeffizienten

Tabelle 7.1: Ubersicht der Gerduschparameter.

mittlere Energie des Pausensignals 1
log. mittlere Energie des Pausensignals 1
okaler SNR, wortbezogen 2
{lokaler SNR, segmentbezogen 1
2
2

| Schwerpunkt des Spektrums, gemittelt
; oberer und unterer spektraler Moment, gemittelt

viert, sondern orien-

tiert sich an ihrer
Effizienz fur die
Nachadaptionsaufgabe sowie an ihrer Eignung fur eine Echtzeitimplementierung.
Um eine madglichst zuverlassige Schatzung der Parameter zu erreichen, erfolgt
ihre Berechnung hier durch Mittelung Gber alle Segmente der jeweiligen Pause
nach Gleichung (7.14b). Eine Ubersicht der im folgenden beschriebenen Pa-
rameter zeigt Tabelle 7.1. Die Implementierung wurde von Eckhardt (1994) vor-
genommen 25,

Parameter im Zeitbereich. Hierzu gehoren die lineare und die logarithmierte
mittlere Energie des Pausensignals sowie verschiedene Schatzwerte far das Sig-
nal-zu-Rausch-Verhaltnis. Sie werden folgendermafen berechnet:

25) Einige der unten angegebenen Rechenvorschriften gehen auf Vorschidge von Eckhardt (1994)
zuriick. Dies betrifft die in Gin. (7.19), (7.20) und (7.25) aufgefiihrten Parameter.
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1. Die auf einen Abtastwert normierte mittiere Energie E» des Pausensignals p
vor dem k-ten Wort:

Plk) N

E . (715
E, (k) P(k)N,z,,,z_,:p (k,n,i) (7.15)

2. Die logarithmierte mittlere Pausenenergie Ew vor dem k-ten Wort:
Eyp(k)=IgEp(k) . (7.18)

3. Der Schatzwert SNR fir das lokale wortbezogene Signal-zu-Rausch-Ver-
héltnis in dem auf die k-te Pause folgenden Wort:

SR =10 I M] N
Ep(k)
mit Ep nach GI. (7.15) und der mittleren Energie Ew des gerauschbehafteten
Sprachsignals w im k-ten Wort:
wik) N

Ew(k)= W(k)N Y. 3 wik.n,i) . (7.18)

a=l i=l

4. Der Schatzwert fur das lokale, segmentbezogene Signal-zu-Rausch-Ver-
héltnis im n-ten Segment des k-ten Wortes:

N
ST WAk~ Er(h)
=] (7.19)

SNR_ (k,n)=10], -
Seg ¢ Ep(k)

:SNRS“ bildet wegen seiner segmentweisen Neuberechnung eine Ausnahme.

5. Ein modifiziertes, durch lineare Mittelung der logarithmierten Energiewerte
berechnetes MaB p fir das Signal-zu-Rausch-Verhdlitnis im k-ten Wort:

wik) N k)
plk T Y lg[ sz(k,n.i)] P(k)z g[ Zp (k,n .)] . (7.20)
i=1

W(k) .=
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Parameter im Spektralbereich. Zur groben Beschreibung des Pausenspektrums
mit wenigen Parametern kann die Energieverteilung auf Basis der spektralen
Momente aufeinanderfolgender Kurzzeitspektren nach Schotola (1984) berechnet
werden. Der einzige Unterschied der vorliegenden Implementierung liegt in der
Verwendung von M Spektrallinien anstatt der von Schotola verwendeten 24 Laut-
heitskanale. Der Schwerpunkt mg des n-ten komplexen Kurzeitspektrums S(n) mit
M Spektrallinien ist gegeben durch:

M
3 jIstn, )|

m(n)= s— - , (7.21)
Y Istn )

i=1

Die unteren bzw. oberen spektralen Momente m, und m, werden dann aus den
spektralen Energieanteilen unterhalb bzw. oberhalb von m aus

[m,(n)«»o.s] 2 = ANE
> J[stn) | Llstw)
o) wd ()= L Fik
“ m(n)+0.5 o s
Stn. )’ > [80n. )]
jg’ I (n J)l j=[ms(n)4|j]

berechnet 26). Aus den in Gleichungen (7.21) und (7.22) berechneten, segment-
bezogenen Momenten werden in der k-ten Pause folgende Parameter generiert:

6. Der Mittelwert des Schwerpunkts . aus P(k) Segmenten der k-ten Pause:

| e
i (k) = =) 2. my(k,n) : (7.23)
n=1

7. Die Mittelwerte ﬁ. und ﬁa der oberen bzw. unteren spektralen Momente:

1 P(k) P(k)

) =— ) = ——
m_(k)_P(k)Zm_(k,n) und 7 (k) P(k)émo(k,n). (7.24)

26) Die mit [] bezeichnete Abschneidefunktion dient zur Konvertierung der reellen Werte von mg
zu ganzzahligen Summationsgrenzen. Der Funktionswert [x]eN einer reellen Zahl xeR wird
durch Weglassen ihrer Nachkommastellen (Abschneiden) berechnet.
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8. Bei einer von den Gleichungen (7.22) und (7.23) abweichenden Berech-
nungsweise des Schwerpunkts wird zunachst eine Mittelung Uber die Pausen-
segmente und erst im nachsten Schritt die Berechnung des modifizierten
Schwerpunkts durchgefahrt:

M
2 J|Stk. —
i (k)= ——— mit  [stk, ) =

3|tk )
i+

P(k) Z |Stk,n, ) . (7.25)

Analog zu Gl. (7.25) kénnten ebenfalls die unteren und oberen Pausenmomente
der gemittelten Kurzzeitspektren berechnet werden. Aus Aufwandsgrinden wurde
jedoch auf ihre Untersuchung verzichtet.

Parameter im Cepstralbereich. Die Extraktion der Ipc-cepstrum Koeffizienten
erfolgt wie in Abschnitt 4.2.1 beschrieben. Folgende Parameter wurden daraus
zur Beschreibung des Gerauschsignals in der k-ten Pause abgeleitet:

9. Der Mittelwert Eq des g-ten Ipc-cepstrum Koeffizienten Uber P(k) Segmente
der k-ten Pause:

1 P(k)
T (k)=m§c (k,n) . (7.26)

10.Die Standardabweichung o A des g-ten Ipc-cepstrum Koeffizienten Eq der k-
ten Pause:

P(k)(
o (Ic)-‘p(—k)\/nz=l ¢ (k,n)-¢ (k)) . (7.27)

7.3. Auswahl geeigneter Parameter

Zur Aufwandsbeschrankung ist eine Begrenzung der Parameterzahl durch Aus-
wahl der wichtigsten Koeffizienten aufgrund eines objektiven GutemaBes not-
wendig. Nachfolgend werden zwei aufgabenbezogene Auswahlkriterien unter-
sucht. In den Merkmalsvektoren des Folgewortes werden lediglich die ausge-
wahlten Gerauschparameter gespeichert und vom Netzwerk weiterverarbeitet.
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Regressionskoeffizient. Ein potentieller Beitrag des i-ten Gerduschparameters
G; zur Verminderung des Abbildungsfehlers im Trainingsdatensatz mit L Vektor-
paaren ist durch die Kovarianz o;, mit dem quadratischen Fehler e”e zwischen
gerauschfreien und -behafteten Vektoren im Trainingsdatensatz nach Gl. (3.7) zu
erwarten. o;, berechnet sich aus

o, =LL_lg(a;-q)(J‘e '-msE,) (7.28)

Normierung von o;, auf die Varianz o;2 des Parameters erleichtert die Ver-
gleichbarkeit unterschiedlicher Parameter G; und fiihrt auf den Regressionskoef-
fizienten R; (z.B. Lechner und Lohl 1990), der durch

Ri = (7.29)

“qu|{'q

gegeben ist. Experimentelle Ergebnisse zur Parameterauswahl mit Hilfe der
Werte des Regressionskoeffizienten sind in Abschnitt 7.4.1 beschrieben.

Varianz der Koeffizienten aus der Hauptachsentransformation. Die Eigenwer-
te der Kovarianzmatrix der Merkmalsvektoren (vgl. Abschnitt 4.2.3) kénnen als
Informationsinhalt der neuen Koeffizienten aufgefait werden. Sortiert man sie
nach absteigenden Eigenwerten nach Gl. (4.30), liefern die ersten Koeffizienten
auch den groften Beitrag zur Gesamtinformation. Diese Anwendung der HAT zur
Dimensionsreduktion der Gerauschparameter wird in Abschnitt 7.4.2 beschrieben.
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7.4. Experimentelle Ergebnisse

Die Erhéhung der Robustheit durch Erweiterung des Trainingsmaterials wurde in
Abschnitt 5.4 diskutiert. Dabei ergaben Ergebnisse mit Gerduschpooltraining
dann nahezu keinen Unterschied zu denjenigen bei Training mit Einzelgerau-
schen, wenn das Testgerausch im Trainingspool enthalten war. Verbesserungs-
wurdig ist daher der praxisnahe Fall der Adaption des Netzwerks an ein fremdes,
nichttrainiertes Gerausch nach initialem Vortraining. Dies wird im vorliegenden
Abschnitt untersucht, dabei dienen die Ergebnisse mit Pooltraining als Refe-
renzwerte, an denen der Adaptionserfolg gemessen wird.

Trainingsdaten. Wie bei den Gerauschpoolexperimenten wurde auch hier die
erweiterte Gerauschdatenbasis mit funf Aufnahmen im Trainings- und zwei im
Testpool eingesetzt. Die einzige Modifika-

tion bestand in der Erweiterung des SNR- Tabelle 7.2: Topologie bei 5 Kon-
Wertebereichs im Trainingsmaterial unter textvektoren mit 10 Koeffizien-
Beibehaltung der Gesamtdatenmenge. In ten und unterschiedlicher Ge-
den Trainingspool wurden daher stor- rauschparameterzahi.
behaftete Sprachaufnahmen mit je -5, +5 [ ot
und +15 dB SNR sowie zusatzlich die un- [ orael 3070
verrauschten Originalaufnahmen  aufge- mit 5 Parametern 75-30-10
nommen. Aufgrund der Netzwerkadaption [mit 10 Parametern 100-30-10
war dies ohne Einbufien an Erkennungslei- |mit 15 Parametern 125-30-10
stung bei ungestérten Testdaten méglich.
Die zusatzlich generierten Parameter wurden in den Merkmalsvektoren gespei-
chert.

Netzwerkparameter. Die Trainings- und Netzwerkparameter wurden wie bei den
Geréuschpoolexperimenten gewahlt, vgl. Abschnitt 5.4.2. Fur die Netzwerkadap-
tion wurde die Eingangsschicht bei r Gerauschparametern und funf Kontext-
vektoren um 5r Knoten erweitert. Die Erweiterung der Zwischenschicht von 20
auf 30 Knoten erfolgte aufgrund von Erfahrungswerten, die far komplexere
Lernaufgaben eine hohere Zahl verdeckter Knoten vorsehen. Tabelle 7.2 zeigt die
verwendeten Topologieen in Abhangigkeit von der Parameterzahl, wobei das in
Kapitel 5 entwickelte Basisnetzwerk mit 50-20-10 Topologie und ohne Pau-
senadaption als Referenz dient.
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7.4.1. Adaption mit Gerduschkoeffizienten

Tabelle 7.3: Nach dem
Regressionskoeffi-
zienten R sortierte
Gerauschparameter.

2| ¢ | 01051
a| m | 01035
4| €, | 01021
5| Mg | 00057
6| M | 00040
7| € | 00904
8| Ep | 00803
9 ¢ | 00803
10| € | 00890
1] ¢, | 00880
12| ¢ | 00880
13 | Egp | 0,0821
14 | SNR | 0.0788
15| p | 00781
18| O, | 00772
17| m | 00718
18| € | 00714
19| ©, | 0,0538
20| 9, | 00525
21| 9, | 00523
22| €, | 00488
23 | SNR__ | 0,0445
24| O, | 00437
25| O, | 00432
26| O, | 00356
27| 9, | 00330
28| O, | 00303
20| 9, | 00264

Aufgrund der Ergebnisse der Voruntersuchungen wurde
der Gerduschparametersatz von 4 auf 29 Parameter er-
weitert, vgl. Gin. (7.15) bis (7.27) sowie Tabelle 7.1. lhre
Sortierung erfolgte aufgrund der Werte des Re-
gressionskoeffizienten R nach Gl. (7.28), siehe Tabelle
7.3. Die Werte far R wurden dabei aus der gesamten
Sprach- und Gerduschdatenbasis mit SNR-Werten von -
5 dB bis 20 dB in 5 dB-Schritten sowie den Originalauf-
nahmen berechnet. Wie aus den ersten 10 Zeilen zu
sehen ist, sind darin Ipc-cepstrum- und momentbasierte
Parameter sowie die Pausenenergie enthalten.

Die Parameterzahl r wurde auf Basis dieser Reihenfol-
ge in zwei Versuchsreihen auf 10 bzw. 15 beschrankt.
Bilder 7.3a und 7.3b zeigen die Ergebnisse bei ge-
rauschabhangigen und gerauschubergreifenden Tests
mit Pooltraining. Durch die Netzwerkadaption (MLP+10
bzw. MLP+15) werden bei geréduschabhangigen Expe-
rimenten (Bild 7.3a) die Ergebnisse bei Training mit
Einzelgerauschen (abhéngig) fast erreicht, wahrend bei
gerduschibergreifenden Experimenten (Bild 7.3b) trotz
Verbesserungen von bis zu 7 % gegeniber der
Situation ohne Adaption und mit Pooltraining (poof)
noch deutliche Unterschiede zur gerduschabhangigen
Situation und Training mit Einzelgerduschen (abhangig)
erkennbar sind. Bei nichttrainierten Testgerduschen
werden durch Erhéhung der Parameterzahl von 10 auf
15 Verbesserungen von einigen Prozent bei niedrigen
SNR-Werten erreicht (Bild 7.3b), wahrend dies auf die
gerduschabhangigen Ergebnisse nahezu keinen Einflu
hat. Aus diesen Ergebnissen kann geschlossen werden,
daf bei Optimierung der Gerauschsignalireprasentation
die Adaption an nicht vortrainierte Signale noch verbes-
sert werden kann.
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Bild 7.3a: Worterkennungsraten nach Gerauschreduktion mit Pooltraining und
Gerauschparameteradaption, gerduschabhiingige Tests.

Bild 7.3b: Worterkennungsraten nach Gerauschreduktion mit Pooltraining und
Gerauschparameteradaption, gerduschilbergreifende Tests.
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Bild 7.4a: Standardabweichung ¢ der Worterkennungsraten nach Bild 7.3a.

Bild 7.4b: Standardabweichung o der Worterkennungsraten nach Bild 7.3b.
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Die Streuung der Erkennungsraten ist in den Bildern 7.4a und 7.4b zu sehen. In
den gerauschabhéngigen Ergebnissen mit Pooltraining und Adaption ist o nur
wenig hoher als bei denen mit gerdauschabhangigem Training (Bild 7.4a). Die
gerauschubergreifenden Ergebnisse mit Adaption (Bild 7.3b) streuen fur kleine
SNR-Werte erheblich starker als im gerduschabhangigen Fall. Insgesamt sind bei
SNR-Werten > -5 dB die o-Werte fir 15 Parameter niedriger als bei 10. Bei SNR-
Werten > 15 dB gilt 0=0, und die gerauschabhéangigen Werte werden damit sogar
noch unterschritten.

Korrelation der Gerduschparameter. Um die im Parametersatz enthaltenen
Redundanzen festzustelien, wurde die Korrelationsmatrix fur die ersten 10 bzw.
15 Gerduschparameter berechnet. Der Korrelationskoeffizient /; zwischen dem i-
ten und dem j-ten Parameter G; bzw. G; ist ein MaB fur die lineare Abhangigkeit
zweier MeRgréfRen und wird aus (z.B. Lechner und Lohl 1990)

o 3 (7:30)

L] a‘aj
berechnet, wobei die Kovarianz zweier Zufallsvariablen o i in Gl. (7.28) definiert
wurde und o; bzw. o ihre Standardabwsichungen sind. Die Werte der Korrelati-
onskoeffizienten zwischen den ersten 15 Gerauschparametern nach Tabelle 7.3
kénnen der Tabelle 7.4 entnommen werden. Da die Korrelationsmatrix symme-
trisch ist, wurde nur die obere Halfte dargestelit. Die Betrage der Korrelations-
werte |/;| bewegen sich zwischen O (unkorrelierte Parameter) und 1 (maximale
Korrelation), Werte von |1,{>0,5 sind durch Fettdruck hervorgehoben.

Wie insbesondere aus den Korrelationswerten zwischen den Momenten des Ge-
rauschspektrums nach Gin. (7.23) bis (7.25) untereinander und mit den ersten
beiden Ipc-cepstrum-Koeffizienten ersichtlich ist, enthalt der Parametersatz re-
dundante Information. Auffallig ist auRerdem die starke Korrelation zwischen dem
modifizierten Signal-zu-Rausch-Verhdltnis p und den beiden Energieparametern
nach GIn. (7.15) und (7.16). Der Grund dafir liegt darin, daf} die Pausenenergie
in die Berechnung von p einflielt, vgl. Gl. (7.20).

Die starken Korrelationen im Gerauschparametersatz sind nicht Uberraschend; sie
sind in den Berechnungsvorschrifiten fir einige der Parameter begrindet. Um
Redundanzfreiheit zu erhalten, wird zur anschlieBenden Optimierung des Para-
metersatzes eine Hauptachsentransformation durchgefihrt.
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Tabelle 7.4: Korrelationsmatrix der ersten 10 bzw. 15 Gerauschparameter.

P

mg G C |Egr |SNR | P
0,223 0,606| 0,354| 0,244| 0,097 |-0,224
0,055 0,307 | 0,171| 0,291-0,137|-0,251
0,928 -0,032 || 0,541| 0,639 (-0,026|-0,010| 0,020
&y 1,000|-0,303 | -0,312| 0,323| 0,089|-0,153| 0,140 |[-0,375 | -0,104| 0,004 | -0,008|-0,003
i “ 1,000| 0,862|-0,864| 0,006| 0,133(-0,171|| 0,243| 0,417|-0,115|-0,010 0,112
i 1,000 |-0,942| 0,011{-0,012 0,539(-0,088| 0,004 | 0,074
¢ 1,000|-0,039 | -0,073 -0,390| 0,116 |-0,013|-0,104
Er 1,000|-0,177 -0,025| 0,670 -0,405(-0,613
¢, 1,000 -0,281|-0,134| 0,069| 0,119
g, L__ 0,268| 0,078|-0,037|-0,058
Z, T ] 0,410 | 0,091 |-0,054 0,103
g, 1,000 0,037 | 0,019 | 0,062
Eir 1,000 |-0,544 |-0,961
SNR 1,000 | 0,572
p 1,000

NYFLIWVHYIHOSNYHIO) LIN NOILIYAYNEIMZLIN L
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7.4.2. Adaption mit den Koeffizienten der Hauptachsentransformation

Bestimmung der Koeffizientenzahl. Als Ergebnis der Hauptachsentransforma-
tion erhalt man neue, unkorrelierte Koeffizienten, die nach ihren Varianzwerten
absteigend sortiert sind (siehe Abschnitt 4.2.3). Da die Varianz als Informations-
inhalt eines Koeffizienten interpretiert werden kann (vgl. Paliwal 1992), geht bei
der anschlieBenden Dimensionsreduktion auf die r "besten” Koeffizienten Infor-
mation verloren. Die erhalten gebliebene Information kann aus dem Verhéltnis der
r akkumulierten Varianzen zur Gesamtvarianz berechnet werden.

1.20E+08

1.00E+09

B.00E+08

6.00E+08

4.00E+08

Varianz der HAT-Koeffizienten

2.00E+08

0.00E+00
12 3 4 6 6 7 8 9 10111213 141616 17 18 19 20 21 22 23 24 26 26 27 28 29
Koeffizientennummer

Bild 7.5: Varianzwerte der 29 HAT-Koeffizienten.

Zur Bestimmung der Varianzanteile wurden die Gerduschparameter aus der ge-
samten Trainings- und Testdatenbasis berechnet und im Anschiu® einer Haupt-
achsentransformation unterzogen. Bild 7.5 zeigt die Varianzwerte der sortierten
HAT-Koeffizienten nach Gin. (4.28) und (4.30), und Tabelle 7.5 zeigt die Abhé&n-
gigkeit zwischen der Koeffizientenzahl und

ihrem Anteil an der Gesamtvarianz. Daraus 14pelle 7.5: Anteile der akkumu-

i ( . lieten Varianzen an der Ge-
wird deutiich, dal for r=10 (r=15) 85% samtvarianz fir unterschiedli-

(92,3 %) der Gesamtinformation erhalten che Koeffizientenzahlen n.
bleibt. Zur Netzwerkadaption scheinen
daher 10-15 Koeffizienten ausreichend. r| 3 )5 |10 ]15 ] 29

o |577172.0|850(923| 100
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Aus Aufwandsgriinden wird zunachst mit we- Tabelle 7.6: Erkennungsraten [%]
nigen Experimenten der Einflub der Koeffi-  Mit unterschiedlicher Zahl von
zientenzah! auf die Adaptionsergebnisse be- ::l';o:;ﬁi::men zur Netz-
stimmt. Ausgehend von den Erfahrungen mit

Sprachkoeffizienten (vgl. Abschnitt 5.5.3) [sa8] oaBl+5aB
wurden Untersuchungen mit 5, 10 und 15 '56‘6 ' 75;6 _'92'1‘.
HAT-Koeffizienten zur Beschreibung des 581 | 82,0 | 94,9
Pa?Js'ensignals durdvgefﬂhn. Das Netzwerk- 642 | 878 97,6
training erfol'gte mit den Gerausc.ht.aufnahmen 1687 | e85 | 979
des Traimngspools. (Pooltraining, vgl. 1700 802 | 980
Abschnitt 5.4.2). Alle im folgenden beschrie- :
benen Ergebnisse sind tber 10 Sprecher gemittelt.

Tabelle 7.6 zeigt die Erkennungsraten mit nichttrainierten Gerauschsignalen des
Testpools bei -5, 0 und +5 dB SNR ohne (0. GR) und mit (m. GR) einmaladaptiver
Gerauschreduktion sowie mit Pausenadaption mit den Koeffizienten aus der HAT
(3. bis 5. Zeile). Wie aus dem Vergleich der Zeilen 2 und 3 zu sehen ist, fihrt die
Pausenadaption mit 5 Koeffizienten zu einigen Prozent Gewinn im gesamten
untersuchten SNR-Wertebereich. Durch schrittweise Erhohung der Koeffizien-
tenzahl Uber 10 auf 15 erhalt man eine weitere Verbesserung der Erkennungsra-
ten (Zeilen 4 und 5). Diese fallt fur -5 dB SNR deutlich (5,8 % bei Erhéhung von 5
auf 15 Koeffizienten) und fir +5 dB gering (0,4 %) aus, wobei nur ein geringer
Unterschied zwischen den Ergebnissen fur 10 bzw. 15 Koeffizienten besteht.
Daher werden in den weiteren Experimenten 10 HAT-Koeffizienten fOr die Pau-
senadaption verwendet, was einen guten Kompromifl zwischen Aufwand und
Adaptionsgewinn darstelit.

Tabelle 7.7: MSE im Trainings-
(Tra) und Verifikationsdaten- |, Tabelle 7.7 ist ein Vergleich der lterations-

satz_ .(Vef) We Zahl der zahlen (letzte Spalte) sowie der MSE-Werte
Trainingsiterationen bei Pau-

senadaption des Netzwerks.

nach Abschiu des Pooltrainings mit und ohne
Pausenadaption zu sehen. Ein Vergleich der
Ergebnisse mit und ohne Gerduschreduktion
zeigt eine Verringerung der MSE-Werte im
Trainingsdatensatz  (Verifikationsdatensatz)
um 37,3 % (32,8 %) durch die einmaladaptive
Gerauschreduktion (Zeilen1 und 2). Eine
weitere Verringerung um 11 % (7,2 %) erhalt
man durch Pausenadaption mit 15 Gerausch-
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parametern (15 GP, Zeile 3). Trotz Reduktion der Parameterzahl nach der
Hauptachsentransformation erhalt man mit 10 HAT-Koeffizienten geringflgig
niedrigere MSE-Werte (4. Zeile) als in Zeile 3. Durch den Einflul der Pausena-
daption verringert sich die Zahl der Trainingsiterationen in beiden Experimenten
mit Steuerparametern um 37 bzw. 43 %.

Vergleich der Koeffizientensidtze zur Netzwerkadaption. Bilder 7.6a und 7.6b
zeigen die Worterkennungsraten bei Gerauschreduktion mit Pausenadaption
und Pooltraining (pool) auf Basis von 15 Gerduschparametern (MLP+15) bzw.
10 HAT-Koeffizienten (MLP+710HAT). Bei gerduschabhangigen Tests (Bild 7.6a,
Stichprobe des Testgerduschs ist im Trainingspool enthalten) sind die Ergebnisse
mit denjenigen bei Training mit Einzelgerauschen (abhédngig) und ohne
Pausenadaption nahezu identisch. Auch gegenuber den Ergebnissen mit 15 ur-
sprunglichen Gerauschparametern sind keine signifikanten Unterschiede festzu-
stellen. Bei gerauschibergreifenden Tests (Bild 7.6b) erhalt man bei SNR-Werten
20dB fur die HAT-Koeffizienten ahnliche Adaptionsgewinne wie mit den 15
Gerauschparametern, wahrend man bei sehr niedrigen SNR-Werten (-5 dB) mit
10 HAT-Koeffizienten einige Prozent gewinnt. Insgesamt kann festgestelit wer-
den, dal® durch die HAT mindestens vergleichbare Ergebnisse bei geringerer
Koeffizientenzahl erreicht werden, was den Aufwand flr die Gerauschreduktion
verringert.

Ein Vergleich der Standardabweichungen ¢ zeigt unterschiedliche Werte fur ge-
rduschabhangige (Bild 7.7a) und gerauschubergreifende (Bild 7.7b) Experimente:
im geréuschabhangigen Fall besteht nahezu kein Unterschied zwischen der ein-
maladaptiven Gerauschreduktion mit Einzelgerduschtraining einerseits und bei-
den Experimenten mit Pausenadaption nach Pooltraining andererseits. Im ge-
rauschidbergreifenden Fall liegen die Streuungsverlaufe beider Experimente mit
Pausenadaption und Pooltraining fur SNR-Werte < 10 dB Uber denen mit Einzel-
gerauschtraining, das gerduschabhangige Vortraining (MLP, abhdngig) fahrt zu
geringeren o-Werten als die nachtragliche Adaption an nichttrainierte Testger&u-
sche. Bild 7.7b zeigt, dal® hier die mit HAT-Koeffizienten erzielten Ergebnisse fur
niedrigere SNR-Werte (-5 dB) eine kleinere Streuung aufweisen als diejenigen,
die mit den urspringlichen Gerduschparametern erzielt wurden. Aulerdem liegen
die Streuungen der Adaptionsergebnisse mit HAT-Koeffizienten im gesamten
SNR-Wertebereich unter denjenigen mit initialem Pooltrainingtraining ohne spa-
tere Adaption.
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—&@— MLP, poo!

— [l — MLP+15, pool

~ ik~  MLP+10HAT, pool
- -3¢ - MLP, sbhinglg

Bild 7.6a: Worterkennungsraten nach Gerauschreduktion mit Pooltraining und
HAT-basierter Pausenadaption, gerduschabhédngige Tests.
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Bild 7.6b: Worterkennungsraten nach Gerauschreduktion mit Pooltraining und
HAT-basierter Pausenadaption, gerduschiibergreifende Tests.
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~—@—MLP, pool

‘\*.\ — Wl — MLP+18, pool
Ry — & - MLP+10HAT, pool
\\i - -3 - MLP, abhiinglp
;\
L

Bild 7.7a: Standardabweichung o der Worterkennungsraten nach Bild 7.6a.
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Bild 7.7b: Standardabweichung o der Worterkennungsraten nach Bild 7.6b.
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7.5. Zusammenfassung der Netzwerkadaption mit Gerduschparametern

Beim gerduschparameterbasierten Ansatz zur Netzwerkadaption wird die Abbil-
dungsfunktion des Netzwerks Uber zuséatzliche Knoten der erweiterten Eingangs-
schicht an das Gerauschsignal in der davorliegenden Sprachpause adaptiert. Die
Gerauschparameter stammen aus dem Zeit-, Spektral- und Cepstralbereich und
reprasentieren die Eigenschaften des Pausensignals mit méglichst wenig Para-
metern. Die im Parametersatz enthaltene redundante Information kann durch eine
anschlieBende Hauptachsentransformation eliminiert werden. Seine Berechnung
erfolgt in den Sprachpausen durch Mittelung der segmentbasierten Werte.

Die Auswahl geeigneter Gerduschparameter erfolgt auf Basis ihres Regressions-
koeffizienten bzw. der Varianzwerte bei den Koeffizienten aus der Hauptachsen-
transformation. Experimentelle Untersuchungen mit Pausenadaption ergaben,
dal 15 Gerauschparameter bzw. 10 HAT-Koeffizienten aus dem urspringlichen
Parametersatz mit 29 Koeffizienten ausreichen.

Pooltraining dient neben der Erhéhung der Robustheit zum Vortraining des Netz-
werks fur die nachfolgende Pausenadaption an das unbekannte Testgerausch. Im
gerauschabhangigen Fall mit Pooltraining zeigten die Worterkennungsraten
nahezu keinen Unterschied zu den Ergebnissen bei Training mit (vorab
bekannten) Einzelgerduschen. Im gerduschibergreifenden Fall konnten durch
Pausenadaption erhebliche Verbesserungen erreicht werden; die ge-
rauschabhangigen Erkennungsraten bei Training mit Einzelgerauschen wurden
jedoch nicht erreicht. Gleichzeitig verringerte sich die Zahl der Iterationen durch
Gerauschparameteradaption um ca. 40 %. Mit der HAT wird eine geringfigige
Ergebnisverbesserung vor allem bei niedrigen SNR-Werten erreicht.

Die Optimierung der Gerauschreprasentation erfolgte ausschlieflich auf Basis der
29 bisher untersuchten Parameter. Dies fihrt zur Annahme, dall eine weitere
Verbesserung der Gerduschparameterextraktion méglich ist. Insbesondere zur
Beschreibung des Signalspektrums wurden bisher nur wenige, momentbasierte
Parameter untersucht.
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SPEKTRALSUBTRAKTION

Zur Einordnung der mit neuronalen Netzen erzielten Ergebnisse ist ein Vergleich
mit konkurrierenden, nichtneuronalen Verfahren notwendig. Hierzu bieten sich
aus folgenden Grunden Speklralsubtraktionsverfahren an:

Beide Ansatze sind konzeptionell dhnlich; sie gehoren zur Klasse der einka-
naligen Verfahren, bei denen in Sprachpausen Schéatzwerte fur die statisti-
schen Eigenschaften des Gerauschsignals berechnet werden. Mit ihrer Hilfe
wird die Ubertragungsfunktion des Systems an instationdre Signale adaptiert.
Die Abstande zwischen den Adaptionsintervallen sind durch die jeweiligen
Wortlangen gegeben.

Mit der Nichtiinearen Spektralsubtraktion 27) (NSS, Lockwood and Boudy 1992,
Lockwood et al. 1992) steht ein leistungsfahiger Reprasentant dieser Klasse
von Verfahren zur Verfligung, der den aktuellen Stand der Technik wieder-
spiegelt. In den genannten Literaturstellen werden gute Ergebnisse mit NSS
fur gerauschbehaftete Spracherkennung berichtet.

Im folgenden Abschnitt wird die prinzipielle Funktionsweise der Spektralsubtrak-
tion kurz beschrieben; eine ausfihrlichere Diskussion des Verfahrens mit Ergeb-
nissen ist in Reich (1985) zu finden. AnschlieBend werden Erweiterungen des
Basisalgorithmus erlautert, die auf die Nichtlineare Spektralsubtraktion nach
Lockwood fihren. SchlieBlich wird die NSS experimentell evaluiert und mit den
neuronalen Verfahren beziglich Leistungsfahigkeit und Aufwand verglichen.

27) strenggenommen besitzen alle praktisch eingesetzten Spektralsubtraktionsverfahren nichtli-

neare Eigenschaften, vgl. Gl. (8.8). Dennoch soll im folgenden die von Lockwood vorgeschlage-
ne Erweiterung des veraligemeinerten Wiener Filters als Nichtlineare Spektralsubtraktion be-
zeichnel werden.
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8.1. Funktionsweise einkanaliger Spektralsubtraktionsverfahren

Systemfunktion des Wiener Filters. Gesucht ist ein System, das aus einem ge-
rauschbehafteten Sprachsignal r(i) einen maglichst guten Schatzwert fur den ge-
rduschfreien Sprachanteil s(i) liefert, wobei die zugehérigen Spektren durch S(/)
bzw. R(/) mit [ als Index fur die diskrete Frequenz gegeben seien, vgl. Gl. (4.17b).

Aus der Theorie der Optimalfilter ist bekannt, dall das im Sinne des minimalen
quadratischen Fehlers optimale System mit linearer und zeitinvarianter Struktur
durch ein Wiener Filter gegeben ist (Kroschel 1974). Durch Anwendung dieses
Ansatzes auf die Verbesserung gerduschbehafteter Sprachsignale erhalt man far
die Frequenzgang A(/) des Wiener Filters (Reich 1985)

L (
AD=1- o . (8.1)

L,

wobei Ly und Ly die Leistungsdichten des Gerauschsignals bzw. des gestérten
Sprachsignals bedeuten. Mit diesem zeitinvarianten System kann die prinzipielle
Funktionsweise veranschaulicht werden; fir eine reale Anwendung wird der An-
satz wegen der i. a. instationdren Signaleigenschaften auf zeitvariante Systeme
erweitert.

Einbettung ins Gesamtsystem. Bild 8.1 zeigt ein vereinfachtes Blockbild des
Erkennungssystems mit Spektralsubtraktionsstufe (schraffierter Block). Betrachtet
man sie als zeitinvariantes Filter mit dem Frequenzgang A(/) nach GI. (8.1), so
erhalt man aus

S = A R() (8.2)
rft) ) | merkmals- | =™ Wort- Wort-
T T | extraktion erkennung - hypothese
R() (1) = A(R()

Bild 8.1: Blockbild des Erkennungssystems mit Spektraisubtraktionsstufe.
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einen Schatzwerl fur das gerauschfreie Kurzzeitspektrum S(/). Das gerauschre-
duzierte Sprachsignal 5(i) wird dann durch Ricktransformation mit Hilfe der in-

versen schnellen Fouriertransformation FFT-! aus 3(1) gemail

sG) = FFT{5()} 8.3)
berechnet. 5(i) ist das Eingangssignal fur die nachfolgende Merkmalsextraktion.

Erweiterung auf adaptive Systeme. Um das Wiener Filter an instationare Signa-
le zu adaptieren, werden die Langzeit-Leistungsdichtespektren in GI. (8.1) durch
Schéatzwerte auf Basis der Kurzzeitspektren des Sprach- bzw. Gerauschsignals
ersetzt (Reich 1985):

L, ()~ |Namf und (8.43)
L()= |ie(l,n)|2 . (8.4b)

Die Schatzwertberechnung kann wie bei den Gerduschparametern durch Mittel-
wertwertbildung oder Glattung vorgenommen werden, vgl. Gin. (7.13) und (7.14).
Da zur Schéatzung der quadrierten Betragsspekiren in den Sprachpausen meist
Glattungsverfahren eingesetzt werden, erfolgt inre Berechnung geman

vamf = B, [Men-1f +(1-8)-vanf . @©5)

Das Gerauschsignal ist nur in den Sprachpausen verfugbar, daher kann die
Schatzwertberechnung ausschliefllich mit Hilfe der Pausensegmente erfolgen.
Gl. (8.5) entspricht einer Tiefpaf¥filterung 1. Ordnung des quadrierten Betrags-
spektrums, wobei ), die Grenzfrequenz des Filters und somit den Glattungsgrad
bei der Schatzung des Stoérspektrums bestimmt. In Sprachsegmenten wird keine
Adaption des Storspektrums vorgenommen und daher der gespeicherte Schéatz-
wert des letzten Pausensegments verwendet.

Um seine instationaren Eigenschaften zu erhalten, ist eine Glattung des Sprach-
signals meist unerwlnscht; daher wird beim klassischen Spektralsubtraktionsan-
satz der Schatzwert R(1,n) in Gl. (8.4b) durch seinen tatsachlichen Wert im n-ten
Segment approximiert, d. h,

R(1,n) = R(l,n) . (8.6)

132



8. VERGLEICH MIT NICHTLINEARER SPEKTRALSUBTRAKTION

Einsetzen von GIn. (8.4a), (8.4b) und (8.6) in den Wiener Filter-Ansatz (8.1) ergibt
fur die Systemfunktion des (jetzt zeitvarianten) Wiener Filters

2

|1V(I,n)
|R(,n)

A(l,n)=1- (8.7)

Veraligemeinertes Wiener Filter. In praktischen Anwendungen werden haufig
verallgemeinerte Wiener Filter eingesetzt, die mit Hilfe folgender Modifikationen
aus Gl. (8.7) hervorgehen:

« Bei instationaren Geraduschsignalen kénnen nach Anwendung von Gl. (8.7) auf
das gestérte Eingangssignal negative Werte fir das gerauschreduzierte Be-
tragsspektrum auftreten. Daher missen die auftretenden Werte auf nichtnega-
tive Zahlen begrenzt werden. Da niedrige Werte ohnehin fehleranféllig sind,
wird haufig eine untere Grenze ¢ 2 0 mit ce R far die Werte von A(/) festge-
legt, die als Spectral Floor bezeichnet wird.

« Der zweite Term der rechten Seite in Gl. (8.7) bestimmt die Korrektur des ge-
storten Betragsspektrums mit Hilfe des beschriebenen Schatzwerte; je nach
Anwendung und Gerauschsignal kénnen unterschiedliche Gewichtungen die-
ses Korrekturterms die Leistungsfahigkeit des Systems ginstig beeinflussen.
Hierzu wird ein Faktor a € ® , der als Uberschétzfaktor (Overestimation Factor)
bezeichnet wird, als neuer Parameter eingefuhrt.

« Potenzierung der Systemfunktion mit den reellen Parametern & und y erlaubt
die Realisierung unterschiedlicher Gerauschreduktionscharakteristika (Reich
1985).

Damit lautet die Systemfunktion des veraligemeinerten Wiener Filters:

5 22
[N(:,n)[
l-a far A(l,n)>c
A(ln) = [R(2,m)| (8.8)
c sonst

Wegen seiner guten Ergebnisse dient das Verfahren der Teilbandbetrdge, bei
dem a=1/2 und y=1 gesetzt werden, als Basis fur die Modifikationen zur NSS.

Andere Gerauschreduktionscharakteristika sind fir die Erweiterung auf das NSS-
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Verfahren ohne Bedeutung und werden deshalb hier nicht betrachtet. Die Sy-
stemfunktion fur das Verfahren der Teilbandbetrage hat die Form

|i:/(l,n)|
1-a far A(l,n)>c
A(l,n) = |R(1,n)| . (89

c sonst

Verarbeitungsschritte. Bild 8.2 zeigt die einzelnen Verarbeitungsschritte des
Verfahrens: das Eingangssignal bilden die Abtastwerte des gerauschbehafteten
Zeitsignals r(i). Nach Segmentierung in Gberlappende Segmente mit Index n und
Multiplikation mit einer Fensterfunktion wird das segmentierte und gefensterte
Signal r,(i,n) fouriertransformiert. Als Ergebnis erhalt man das komplexe Kurz-
zeitspektrum R, (/,n), aus dem das Betragsspektrum gebildet wird. Der Reduk-
tionsalgorithmus ist durch die Systemfunktion A(/,n) nach Gl. (8.9) gegeben, mit
deren Hilfe der Betrag des gerauschfreien Kurzzeitspektrums S, (/,n) geschatzt
wird. Die Rekonstruktion des gerduschreduzierten Zeitsignals s(i) erfolgt
schlieBlich durch Zuflhrung der urspringlichen Phase, Racktransformation und

Sprach- Schétzung
pausen- | Gerdusch-
deteklor spektrum

Segment. ~ Betrags-
() Fenster. r..(l.n)‘ R.(,n) bildung R, (1n) |ﬁwﬂ:")1
Phasen- eduktion:
information algorithmu

arg{R, (1.n)}
— ]
§t) $.i.n) S.n) |8, 0.0

Bild 8.2: Struktur des Spektralsubtraktionssystems.
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Addition zeitlich Uberlappender Werte aus den einzelnen Segmenten (Overiap-
Add). Die Schatzung des Gerauschspektrums erfolgt wie beschrieben nach Gl.
(8.5) in den Pausen, deren Grenzen mit Hilfe des (hier idealen) Sprachpausende-
tektors festgelegt werden.

8.2. Nichtlineare Spektralsubtraktion

Nichtlineare Spektralsubtraktion besteht aus einer Reihe von Erweiterungen des
Verfahrens der Teilbandbetrage nach Gl. (8.9). Diese beziehen sich vor allem auf
eine verbesserte Schétzung des Pausenspektrums sowie die SNR- und fre-
quenzabhéngige Bestimmung des Uberschatzfaktors a. Die modifizierte System-
funktion der NSS hat die allgemeine Form

@)
A =1-== : (8.10)
R()
wobei bei der Wahl von ¢() die genannten Modifikationen realisiert werden.
Auflerdem wird das gerduschbehaftete Betragsspektrum |R] in Gl. (8.9) durch

seinen geglatteten Schatzwert ersetzt, der durch gewichtete Addition vergangener
Werte mit 85 € R bestimmt wird. Seine rekursive Berechnung lautet:

R = B, -|[Rtn-0f +(1-8,)-[RAAF . (8.11)

wobei f; verglichen mit By in Gl. (8.5) kleine Werte annimmt. Fur die Funktion
#() in Gl. (8.10) wurden in Mekhaiel (1994) verschiedene Ansatze untersucht. Die
besten Ergebnisse wurden mit

1-plln)
oln_.o)=e < -N_(Ln) (8.12)

erzielt, wobei p() und N,,.,() noch definiert werden. Ein Vergleich mit dem Verfah-
ren der Teilbandbetrége nach Gl. (8.9) ergibt folgende Unterschiede:

1. Eine gegenuber Gl. (8.5) modifizierte Berechnung von |~(1.")| durch
Maximumsuche (ber N, vergangene Kurzzeitspektren fir jede Frequenz /!

\Nm| =N, (Ln)= max {Ina, 0|} (8.13)

—Nksrs:l
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Bei der Realisierung von Gl. (8.13) muf} die Vorgeschichte der N, letzten Kurz-
zeitspektren gespeichert werden.

2. Eine SNR- und frequenzabhangige Bestimmung der Uberschatzfaktors a mit
Hilfe der Berechnungsvorschrift

1-p(in)
a(l,n)=e ~ mit xeR (8.14)

wobei p() die Bedeutung eines frequenzabhangigen lokalen SNR hat, der sich
aus

p(l,n)= I?(l.n)l

(8.15)
N(l,n)

berechnet. |E(l,n)l und |ﬁl(l,n)| sind durch Gin. (8.11) und (8.13) gegeben.
Durch Gl. (8.14) wird ein "weicher" Ubergang des Uberschétzfaktors von a=1
fur niedrige SNR-Werte auf a=0 bei ungestérten Signalen realisiert. Der vom

lokalen SNR p abhangige Verlauf dieses Ubergangs ist von der Wahl des Pa-
rameters x abhangig 28).

3. Das Ersetzen des geray_schbehaﬂeten Betragsspektrums |R(/,n)| durch den
geglétteten Schatzwert |[R(/,n)| nach Gl. (8.11), wobei der Glattungsparameter
ﬂR in der Regel kleiner als in Gl. (8.15) gewahit wird.

Einsetzen von GIn. (8.13) und (8.14) in (8.9) ergibt die Systemfunktion der Nicht-
linearen Spektralsubtraktion A s

1-p(lm) N (In)
l-e © . far A(l,
A (m)= ¢ [R(Lm)|  Alln)=e . (8.16)

c sonst

Dieser Formulierung der NSS nach Gl. (8.16) liegen die im folgenden Abschnitt
beschriebenen Experimente zugrunde.

28) siehe Mekhaiel (1994)
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8.3. Experimentelle Ergebnisse

Die Parameterwerte fir die NSS wurden wie in Tabelle 8.1 gezeigt gewahit. Dabei
erfolgte gegenaber den in Mekhaiel (1994) beschrieben Experimenten keine er-
neute Optimierung auf die erweiterte Datenbasis.

Als Vergleich dienen die in Tabelle 8.1: Parameter fir die Experimente mit
Kapitel 7 beschrieben Ex- Nichtlinearer Spektralsubtraktion.

perimente mit Pooltraining

und_ Pausenadaption. Sie B Glanungspamﬁ\efér for N 08
basieren auf dem 100-20-10 —

Ne mit je 10 | ) Br |Glattungsparameter fiir R in Gl. (8.15) 0,5
b Koemsenten  uid Br |Glattungsparameter fr R in Gl. (8.16) 0,1
HAT-Steuerparametern pro € [Specval Flooy ot
Segment bei 5 Kontextvek- Parameter fir lokalen SNR p in GI. (8.14) | 1,1
toren. Ny |Zahl der gespeicherten Spektren 20

Die Auswertung der Ergebnisse erfolgte wie bei den Simulationsreihen mit Pool-
training und Pausenadaption (Bilder 7.6a und 7.6b) getrennt nach gerauschab-
hangigen bzw. gerduschabergreifenden Experimenten. Im Gegensatz zu den
neuronalen Verfahren besteht bei NSS kein prinzipieller Unterschied zwischen
diesen beiden Fallen, da hier kein Vortraining erforderlich ist. Zum Vergleich sind
in beiden Ergebnisdiagrammen (Bilder 8.3a und 8.3b) die Ergebnisse ohne Ge-
réuschreduktion aufgetragen (untere Kurven).

Bild 8.3a zeigt die gerduschabh#dngigen Erkennungsraten mit 10 Ipc-cepstrum-
Koeffizienten: die NN-basierten Ergebnisse sind fur SNR-Werte < 10 dB einige
Prozent besser als die mit NSS. Wie bereits beschrieben, bestehen bei den neu-
ronalen Ergebnissen mit Pooltraining und Pausenadaption im Vergleich zu den-
jenigen mit Einzelgerauschtraining nahezu keine Unterschiede.

Bei gerduschiibergreifenden Experimenten (Bild 8.3b) unterscheiden sich die
Ergebnisse deutlicher: wahrend hier Pooltraining mit anschlieBender Pausen-
adaption aufgrund der in Abschnitt 7.4.2 getroffenen Feststellungen deutlich
schlechter abschneidet als die Experimente mit Einzelgerduschtraining, erhalt
man mit NSS bessere Ergebnisse als mit pooltrainiertem Netzwerk und Pau-
senadaption. Bei initialem Training mit Einzelgerauschen fallen die NN-basierten
Ergebnisse in beiden Fallen besser aus.
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—a@—ohne GR

— W —Nss

— &  MLP+10HAT, pool
- < X - MLP, abhiinglg

Bild 8.3a: Vergleich der Worterkennungsraten bei Gerauschreduktion mit NSS
und neuronalen Netzwerken (gerduschabhéngiger Fall bei Pooltraining).

7
>
/
,' ~—@—ohne GR
’ — M —Nss

— d— - MLP+10HAT, pool
- X - MLP, abhiinglg

Bild 8.3b: Vergleich der Worterkennungsraten bei Gerauschreduktion mit NSS
und neuronalen Netzwerken (gerduschiibergreifender Fall bei Pooltraining).
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8.4. Zusammenfassung des Vergleichs mit Nichtlinearer Spektralsubtraktion

Zur Einstufung der mit neuronalen Netzen erzielten Ergebnisse wurde ein Ver-
gleich mit den Ergebnissen der Nichtlinearen Spektralsubtraktion nach Lockwood
und Boudy (1992) sowie Lockwood et al. (1992) durchgefuhrt. Die NSS ist ein
Vertreter der einkanaligen Spektralsubtraktionsverfahren, der auf Erweiterungen
des verallgemeinerten Wiener Filter-Ansatzes beruht und aufgrund der in der
Literatur berichteten guten Ergebnisse dem derzeitigen Stand der Technik ent-

spricht.

Die Erweiterungen umfassen im wesentlichen zwei Punkte: erstens eine modifi-
zierte Schatzung des Gerauschspektrums in den Sprachpausen, die auf ver-
gangenen Maximalwerten beruht, und zweitens die frequenz- und SNR-abhangige
Bestimmung des Uberschatzfaktors. Dariiber hinaus wird in der Systemfunktion
das Betragsspektrum des gerduschbehafteten Sprachsignals im aktuellen Seg-
ment durch seinen geglatteten Wert ersetzt.

Ein Ergebnisvergleich fuhrt zu folgenden Schiuf¥folgerungen: wenn eine Aufnah-
me der Testgerduschquelle im Trainingspool enthalten ist (gerauschabhangiger
Fall), schneidet die NSS einige Prozent schiechter als die neuronalen Verfahren
mit Pausenadaption ab. Bei gerauschibergreifenden Experimenten (Testquelle
nicht im Trainingspool) sind die NSS-Ergebnisse trotz Pausenadaption des Netz-
werks bei stark gerauschbehafteter Sprache deutlich besser. Bei initialem Trai-
ning mit Einzelgerauschen fallen die Ergebnisse mit neuronalen Netzen in jedem
Fall besser aus.

139



9. ZUSAMMENFASSUNG UND AUSBLICK

Neuronaler Ansatz zur Stérreduktion. Neuronale Anséatze zur Stérreduktion zei-
gen im Vergleich zu bisherigen, aus der Literatur bekannten nichtneuronalen
Verfahren u. a. folgende Unterschiede:

« Wegen ihrer Approximationseigenschaften sind neuronale Netzwerke in der
Lage, ein inverses Modell der gesamten Stdrungseinflisse zu lemen. Insbe-
sondere konnen hiermit auch Kombinationen aus mehreren Stoérungsarten
behandelt werden.

« Im Gegensatz zu den lernfahigen Verfahren stellen kunstliche neuronale
Netzwerke Jernfahige Modelle dar, die ihre Struktur und Abbildungseigenschaf-
ten an die Erfordernisse der vorliegenden Aufgabe adaptieren.

Von den vielfaltigen Einsatzmoglichkeiten wurde far den experimentellen Teil der
vorliegenden Arbeit eine Beschrankung auf den Einsatz neuronaler Netzwerke als
nichtlineare Filter zur einkanaligen Reduktion additiver Stérgerausche getroffen.
Ziel war dabei, die Leistung von Spracherkennungssystemen in gerauscherfullter
Umgebung zu verbessemn.

Ergebnisse zur Reduktion additiver Stérgerdusche. Der einmaladaptive An-
satz auf Basis des Multilayer Perzeptron-Netzwerks stellt nach Abschiufl des
Trainings mit Error Backpropagation ein optimales (zeitinvariantes) Schatzsystem
im Sinne des Bayes-Kriteriums dar, wenn die Topologie geeignet gewahit und im
Training das globale Minimum gefunden wurde.

Die experimentellen Untersuchungen auf Basis der Merkmalsvektorfolge wurden
in einem Testbett zur Isoliertworterkennung mit rechneraddierten Gerduschdaten
aus unterschiedlichen Quellen eines Mobilfunkszenarios durchgefihrt. Mit dem
einmaladaptiven Gerauschreduktionsnetzwerk wurde eine Verbesserung der
mittleren sprecherabhangigen Erkennungsrate von ca. 75 % auf 95 % bei 0 dB
SNR erreicht. Die Untersuchungen zeigten, dall hierzu die nichtlineare Verar-
beitungskapazitat und die Berlcksichtigung von Signalkontext am Netzwerkein-
gang beitragen.
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Das Standardtrainingsverfahren wurde um einen Generalisierungstest mit Cross
Validation, eine variable Lernrate sowie die zuféllige Auswahl der Traingsbei-
spiele erganzt. Die Robustheit gegeniber moderaten Veranderungen der Signal-
parameter kann durch Berlcksichtigung von Parameterstreuungen bei der Aus-
wahl des Trainingsmaterials erhoht werden (z. B. Multi-SNR-Training).

Nachteile der MLP-Netzwerke sind lange Trainingszeiten sowie die zeitaufwen-
dige Entwicklung einer problemangepaften Topologie. Zur Vermeidung des Re-
chenaufwands in der Anwendungsumgebung wurde das beim Hersteller durch-
fuhrbare Gerduschpoolfraining untersucht. Es fuhrte im Vergleich zum ge-
rduschabhangigen Training zu schlechteren Ergebnissen; dennoch ergaben ge-
rauschubergreifende Tests trotz Fehlanpassung noch Verbesserungen im Ver-
gleich zur Situation ohne Ger&uschreduktion. Dies ist auf die Generalisierungs-
fahigkeit der pooltrainierten Netze auf neue Gerauschquellen zurlckzufihren. Die
Integration von zusatzlichen Vorverarbeitungsschritten in das Netzwerk ist mog-
lich und dient zur Aufwandsreduktion in Echtzeitrealisierungen.

Zur automatischen Netzgenerierung wurden zwei verschiedene Verfahren unter-
sucht: das Resource Allocating Network und der Cascade Correlation-Lernalgo-
rithmus. Beide benétigten deutlich kirzere Trainingszeiten (ca. Faktor 5) und lie-
ferten kompaktere Topologieen; die erzielten Erkennungsraten waren jedoch ei-
nige Prozent schiechter als nach der Gerauschreduktion mit dem MLP.

Zur schnellen Adaption an instationére Gerauschsignale kann die Abbildungs-
funktion des Netzwerks mit Hilfe von Gerauschparametern gesteuert werden.
Diese wurden in den Sprachpausen aus dem Zeit-, Spektral- und Cepstralbereich
extrahiert. Pooltrainierte Netzwerke mit anschlieRender gerduschparameterba-
sierter Adaption zeigten &hnliche Ergebnisse wie mit Einzelgerduschen trainierte
Netzwerke, wenn eine Stichprobe des Testgerauschs im Trainingspool enthalten
war. Bei nichttrainierten Testgerduschen fielen die Verbesserungen geringer aus,
wobei der Gewinn von der Reprasentation des Pausensignals abhing.

Die Hauptachsentransformation der Gerduschparameter hatte trotz reduzierter
Dimensionalitat von 15 auf 10 Koeffizienten Ergebnisverbesserungen zur Folge.
Es kann angenommen werden, dal3 eine weitere Steigerung der Gerauschreduk-
tionsleistung durch Optimierung der Signalreprasentation méglich ist. Dies betrifft
sowohl| die Extraktionsverfahren als auch die Verfahren zur Schatzung der Pau-
senwerte.
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9. ZUSAMMENFASSUNG UND AUSBLICK

Ein Vergleich der neuronalen Verfahren mit Nichtlinearer Spektralsubtraktion zeigt
im gerauschabhangigen Fall etwas hohere Erkennungsraten bei Gerauschreduk-
tion mit neuronalen Netzwerken. Bei nicht vortrainierten Gerduschquellen werden
mit Hilfe der Nichtlinearen Spektralsubtraktion bessere Ergebnisse erreicht.

Ausblick. Eine Fortfahrung der bisherigen Arbeiten kénnte die beiden Schwer-
punkte Verfahrensoptimierung und Erweiterungen des Ansatzes umfassen. Zur
Verfahrensoptimierung sind neben den bereits genannten Punkten folgende Un-
tersuchungen aussichtsreich:

Einsatz rekurrenter Netzwerkstrukturen zur Generierung kompakterer Topo-
logieen insbesondere fur die Verarbeitung von Kontextinformation.

Untersuchung modularer Netzwerkstrukturen mit stérungsabhéngig speziali-
sierten Teilnetzen zur Behandlung komplexer Gerausch- bzw. Stérungsarten.

VergroRerung der Gerduschdatenbasis zur Adaption an neue Anwendungsum-
gebungen.

Einsatz der entwickelten Netzwerke in leistungsfahigeren Erkennungssyste-
men zur Verarbeitung kontinuierlicher Sprache. Dabei ist die Frage nach den
Adaptionsintervallen fir die Gerauschparameter zu klaren.

Zukanftige Erweiterungen des Ansatzes konnten folgende Punkte umfassen:

Zweikanalige Verarbeitung zur kontinuierlichen Netzwerkadaption bei Verfig-
barkeit eines Referenzkanals fur die Gerauschinformation.

Gleichzeitige Reduktion mehrerer Stérungsarten (z. B. Kanalverzerrungen und
Hintergrundgerausche).

Neuronaler Ansatz zur Verbesserung der Sprachversténdlichkeit (z. B. im Mo-
bilfunk).
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ANHANG
A.1. Wortliste zur Steuerung des Textverarbeitungssystems

1. Null

2 Eins

3. 2Zwei

4. Drei

5. Vier

6. Fanf

7. Sechs

8. Sieben

9. Acht
10. Neun
11.  Hilfe
12.  Wiederholen
13.  Anfang
14. Ende
15.  Richtig
16.  Loschen
17.  Andem
18.  Modifizieren
19.  Einfigen
20.  Streichen
21. Dokument
22. Inhalt
23. Schreiben
24,  Lesen
25.  Verbinden
26. Links
27. Rechts
28. Néchster
29.  Transfer
30. Speicher
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A.2. Zeitsignale und Leistungsdichtespektren der Gerduschaufnahmen

Zeitsignale und Leistungsdichtespektren der Gerauschaufnahmen mit folgender
Kurzbezeichnung (Beschreibung der Datenbasis siehe Abschnitt 4.1):

.

Bahnhofshalle (Bilder A2.1a und b)
Nadeldrucker (Bilder A2.2a und b)
Gaststatte (Bilder A2.3a und b)
IBM-Matrixdrucker (Bilder A2.4a und b)
Rechnerraum (Bilder A2.5a und b)
Spulmaschine (Bilder A2.6a und b)
Strallenbauarbeiten (Bilder A2.7a und b)

Wi Zotgignal Babovol =
2000.0 1—1-, 4 | -
'}
% 0.0
-3000.0 1
0.0 (%] 0.2 0.3 0.4 05 08 0.7 0.8 0.9
— u“ :
We:log. Lelskngadichle §
10,01 I
0.0 + e
s i T
-10.0 — —
{
—r— — - — ————— L ———— m— —— e |
0.0 500.0 1000. 0 1500.0 2000. 0 2500.0 3000.0 3500.0
Froquenz [Hz) —;]

Bild A2.1a und b: Zeitsignal und logarithmiertes Leistungsdichtespektrum der
Gerauschaufnahme in einer Bahnhofshalle.
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2008.0 " o MY - S
0.0
-2000.0 - o e e RAm R

- 6000, 0
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-8.0 - - — — —

-12.0 ——e—— —
L 0.0 500.0 1000.0 1500.0 2000.0 2500.0 3000.0 3500.0

Bild A2.2a und b: Zeitsignal und logarithmiertes Leistungsdichtespektrum der
Gerauschaufnahme eines Nadeldruckers.

[Wi:ZewsgnaGaststoote

0.0 0.1 0.2 0.3 0.4 0.5 06 0.7 0.8 08

8 oot b

80— - —

-12.0 f ; —rfir—

0.0 500.0 1000.0 1500. 0 2000.0 2500, 0 3000. 0 3500.0
Frequenz [Hz]

Bild A2.3a und b: Zeitsignal und logarithmiertes Leistungsdichtespektrum der
Gerauschaufnahme in einer Gaststétte.
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Bild A2.4a und b: Zeitsignal und logarithmiertes Leistungsdichtespektrum der
Gerauschaufnahme eines IBM-Matrixdruckers.

W1: Zeitsignal Rechngmaum

4000,0
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2500.0 3000.0 3500.0

Bild A2.5a und b: Zeitsignal und logarithmiertes Leistungsdichtespektrum der
Gerauschaufnahme in einem Rechnerraum.
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Bild A2.6a und b: Zeitsignal und logarithmiertes Leistungsdichtespektrum der

Gerauschaufnahme einer Spilimaschine.
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Gerauschaufnahme von StraBenbauarbeiten.
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A.3. Trainingsparameter in der Steuerdatei des Cascade Correlation-
Lernalgorithmus

#

# Training parameters for a /0-r-10 network for noise reduction
#

# Input and output units:

&

Ninputs 10
Noutputs 10

#

OutputType LINEAR
UnitType SIGMOID
#

ErrorMeasure INDEX
Test TRUE
UseCache TRUE
o

# Quickprop parameters

#

MaxUnits 50
Outputmu 1.75
OutputEspilon 0.35
OutputDecay 0.0001
NonRandomSeed TRUE
ErrorindexTreshold 0.1
OutputPatience 10
InputPatience 10
WeightRange 0.2
NCandidates 8

#

# Start with noise reduction:
i

Mapping

B
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