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Zusammenra~sung

In dier.er Studienarbcit wird untenmehl. wie das Sprachmodell eines statisti.
sehen ÜbersclZungssystems mit Hilfe von Infonnation-Retrieval.Methoden und
des World.Wide.Webs angepasst werden kann. Dabei werden fur jeden Satz ei-
nes Dokumentes. das übersctlt werden soll. ahnliehe Sätze ermittelt. aus denen
dann ein Adaptionssprachmodell erstellt wird, Die-e Arbeit lehm sieh an die tier.
angehensweise von (14) an. unterscheidet sich aber darin. dass die Te~tbasis zur
Konstruktion des Sprachmodells nicbt lokal vorliegt. sondern eN über Suchma-
schinen aus dem World.Wide.Web erzeugt ,",'erdenmuss, Wir werden in unseren
E\perimenten verschiedene MetIloden zur Anfragegenerierung fUr Suchmaschi.
nen vorstellen. Ebenso werden ~'erschiedern:~lethoden zur späteren Bewenung
und Auswahl von Daten aus den l_uJilckgcliefenenDokumenten untersuch!. \\-'ir
vergleichen diese Methoden und stellen die Ergebnisse in Bezug auf die Übcr-et.
zung"leistung vor
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I Einleitung

1.1 i\.lotivation

Die Übcr~ellUngsqllalitäl eines statistischen Übcrscilungssyslcms hängl sowohl von
den verwendeten Modellen, als auch von den Korpora ab, mit deren Ililfc die Parame-
ler der YCl"\'icndclcn Modelle geschätzt werden. Dabei hat sich herausgestellt, dass die
Übcrsctzungsqualität umso besser ist, je stärker die TrainingsJatcn mit den Testdaten
übereinstimmen.
So übersetzt beispielsweise ein Übersetzungssystcm, das auf Liebesbriefen trainiert
wurde, Liebesbriefe besser als wissenschaftliche Artikel. Die Liebesbriefe stimmen
hier slylislisch mit den Trainingsdaten ülx:rein. Ein anderer Aspekt wäre das Thema
eines Textes. Ein System, das wissenschaftliche Artikel übersetzen soll und auf wis-
senschaftlichen Artikeln trainiert wurde (gleicher Stil), kann verbessert werden, wenn
z,8. bekannt ist, dass es sich bei den wissenschaftlichen Artikeln um medizinische
Artikel handelt. Das System kann nun auf medizinischen Artikeln trainiert werden.
Anstalt immer ein neues System zu tr.linieren, kann aueh ein Basissystem verwendet
und dynamisch angepasst werden. Dies kann geschehen, indem das Sprachmodell mit
einem weiteren Sprachmodell, da.ss aus einem spezifischerem. meist kleinerem Korpus
aufgebaut wurde, kombiniert wird.

1.2 Ziel der Arbeit

Diese Arbeit hat das Ziel, das Sprachmodell eines statistischen Übersetwngssystcm
zu verbessern, indem dieses an jeden zu übersetzenden Satz eines Textes angepasst
wird. Dadurch soll die Übersetwngsleistung des Gesamlsystems verbessert werden,
Die Anpassung erfolgt, indem basierend auf einer ersten Übersetwng passende Texte
im Wodd-Wide-Web gesucht und dann zur Konstruktion eines adaptierten Sprachmo-
delis herangezogen werden, Um geeignete Säll.e zu finden, werden mit Hilfe einer
Such maschine geeignete Websciten gesucht, aus denen dann in einem zweiten Schritt
ein geeigneter Korpus generiert wird. Das Web als Datenquelle bietet sich insofern an,
als dort im Allgemeinen wesentlich mehr Dalen vorliegen als in einem lokalen Index,
Zudem wächst da.~ wv.'W kontinuierlich und nimmt auch schneller neue Wörter auf
als dies bei einem lokalen Index möglich ist.
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2 Automatische Sprachübersetzung

2.1 Einleitung

Sprache kann auf "erschiedene Weise verarbeitet werden. Dazu gehört z.B. der Ansatz,
der Sprachen durch Grammatiken beschreibt. Weitaus erfolgreicher ist allerdings der
Ansatz, der statistische Modelle und Methoden verwendet. Über einen Korpus - eine
große Sammlung von Texten - werden Statistiken erstellt, welehe dann die Basis bilden
um Sprache weiter zu verarbeiten. Um dies tun zu können, muss der Rechner lernen.
Dies geschieht, indem basierend auf Lemmaterial. z.B. Texten in einer oder mehre-
ren Sprachen (bilingual, multi.lingual), Parameter rur f\.fodelle geschätzt werden. Die
Qualität einer maschinellen Übersetzung ist sowohl von den gewählten Modellen des
statistischen Übcrsetzungssyslems und von den ~ethoden, mit denen die Parameter
der Modelle geschätzt werden können, als auch von den vorliegenden Lemmaterialien
abhängig.
Sprache ist aus mehreren Gründen schwierig zu verarbeiten. Spruche ist nicht statisch
- sie verändert sich über die Zeil. Wörter ändern ihre Bedeutung, werden in ande-
ren Zusammenhängen benutzt oder verschwinden gar ganz aus dem Wortschatz. Auch
veN'endcn verschiedene Personengruppcn verschiedene Wörter und Ausdrücke, ob-
wohl man trotzdem der Aussage zustimmen würde, dass sie alle dieselbe Sprache,
z.B. Deutsch. sprechen. Auch kann die Frage, ob ein konkret vorliegender Satz kor-
rektes Deutsch darstellt, von verschiedenen Sprechern durchaus anders gesehen und
beantwortet werden. Ein großes Problem der Sprachverarbeitung ist, die Mehrdeutig-
keit von Sprache aufzulösen. Mehrdeutigkeit kann auf verschiedenen Ebenen auftreten:
~lchrdcutigkeit bzgl. der Bedeutung eines Wortes: da.>spanische Wort ,,sol" kann so-
wohl rur die Sonne stehen, als auch fUrdie Note "g". Die Wortan kann nicht eindeutig
scin: "play" im Englischen kann zugleich das Nomen "Schauspiel", als auch das Verb
••spielen" sein. Ebenfalls können ~lehrdeutigkeiten bzgl. syntaktischer Struktur und
semantischem Gilltigkeitsbereich auftreten.

2.2 Grundlagen

Die Aufgabe der automatischen Sprachiibersetzung (Statistical-Machine-Tr.!ßslation;
SMn ist es. eincn Text in einer QuellspraChe Q in eine Zielsprache Z zu überfuhren.
Dabei müssen die in der Einleitung erwähnten Probleme beachtet werden. Sprachüber-
scl;r.ung ist eine schwierige Aufgabe, da hierfUr ein tiefes Verständnis des Textes und
der Situation nötig ist. Man gibt sich je nach Bedürfnislage mit Abstufungen bl.gl.
der Übersetzungsqualität zufriedcn. Wenn nur ein ungefähres Verständis eines Tex-
tes nötig ist, l.B. wenn man wissen möchte, worum es auf einer Webseite geht, dann
ist eine ungcrahre Übersetzung ausreichend. Interessante Seiten können dann von ci.
nem menschlichen Übersetzer oder einem höherwertigen Übersetzungssystem oder mit
mehr Ressourcen (Speicher, zeit, Prol-cssorleistung) übersetzt werden. Zum anderen
isl Übersetzung von Texten, die nur ein eingeschr'Jnktes Vokabular und eine ähnliche
Struktur in den Formulierungen haben (z.B. Wettervorhersage) leichter zu bewerkstel-
ligen. Auch können Texte extra so formuliert werden, dass sie leicht in andere Sprachen
übersetzt werden können. Dieses Prinzip wurde z.B. bei einigen Gebrauchsanleitungen
angewendet.
Modeme Übersetzungssysteme basieren '-Um größlen Teil auf statistischen Modellen.
Die mathematischen Modelle, auf denen SMT fußt, basieren auf dcm Noisy-Channel-
Ansalz (siehe Abbildung I). wie er auch in der Informationstheorie verwendel wird.
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Da diese Arbeit auf Sprachmodelladaption abzielt, .~tellen wir die Übersetzungsmodel-
Je und die Dekoder nur kurz vor.
Der Ansatz der statistischen Übersetzungss)'steme basicrt auf der Formel von Bayes :

t = arg max P(lls), (1)

Abstrakt gesprochen ist der PrOl£SSder Übersetzung die Transformation einer Sequenz
von Wörtern s = sn = Il? "'"Sj ... Sn der Länge 11in der Quellsprache in eine Sequenz
von Wörtern I = tm = I? = t1 •.. Im der Länge m in der Zielsprache. Hierbei wird
der Vorgang der Übersetzung als die Wiederherstellung eines verrauschten Signals ge-
sehen. Der Sender hat die Sequenz in der Zielsprache in den Kanal geschickt und sie
ist verrauscht als Sequenz in der Quellsprache angekommen. Die Aufgahc des Über-
setzungssystems ist es, das Ausgangssignal (die Sequenz in der Zielsprache) wieder
herzustellen. Anhand der Formel von Bayes I können wir alle Elemente eines Überset-
zungssystems identifizieren. Dazu formulieren wir die Formel (I) mit llilfe von Bayes'
Theorem um und erhalten

- PI,I<) • PI<)t = arg maxP(tls) = argmax ( ) - argmax1'(,~It). P(t) (2)
t I Ps t

Weil s bekannt und somit fest ist, kann 1'(s) weggelassen werden, da wir ühcr 1 ma-
ximieren. Ziel ist es, diejenige Phrase zu finden, die mit höchster Wahrscheinlichkeit
durch den Kanal ühcnragen wurde. Anhand der Gleichung 2 la.~scn si,h folgende Kom-

Noi~yChnnnd s
P(sit)

DccoJcr
1 •

Abbildung I: Das Noisy-Channel-MoJell in der Linguistik

ponenten eines statistischen Übersetzungssystems identifizieren:

I. Das Cbersetzunltsmodell (Translation-Model,TM), das die Wahrscheinlichkei-
ten P(sll) schätzt, also die Wahrscheinlichkeit, dass s die Übersetzung von t
ist.

2. Das SprachrnIldelI (Language-Modcl,LM), da.~die Wahrscheinlichkeit 1'(t) in
der Zielsprache schätzt, also die Wahrscheinlichkeit, dass t eine gültige Phrase
in der Zielsprache ist.

3. Der I)ekndicrer (Decoder), der die Aufgahc hat, die beste Hypothese t unter
allen möglichen Übersetzungen t zu finden. Dafllr verwendet er die Kombination
der S,hätzungen aus dem Sprach- und dem Übersctzungsmodell.

Dies ist das Ba.~ismodell. Es können zusätzlich noch weitere Modelle hinzugerllgt wer-
den. Als Beispiel wäre ein Satzlängen-Modellzu nennen, In den folgenden Abschniuen
werden wir das Übcrsetzungsmodell und das Sprachmodell genauer erklären, wobei
wir den Schwerpunkt aur die Bes,hreibung des Sprachmodells und der Sprachmodel-
ladaption legen.
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2.3 Übcrsctzungsmodell

Die Aufgabe des Übersetzungsmodells ist es anzugeben, welche Wörter oder Phrasen
der Quellsprache mit welchen Wörtern der Zielsprache korrespondieren. Zur Schät-
zung der Übcrsetzungsmodelle werden bilinguale Korpora verwendet
Der erste Schrill bei der Schätzung eines ~lodclJs ist eine Zuordnung, die angibt, weI-
che Sätze der Quellsprache mit welchen der Zielsprache korrespondieren (scntcncc
alignmentl. Danach wird auf Satzebene weitergearbeite!. Auf Satzebene stetll sich die
Frage, wie ein Wort korrekt übersetzt werden kann, als auch die Frage nach der Wahl
der korrekten Position innerhalb der Zietphr<L~e,
Dabei unterscheiden sich die \lerschiedenen Übersetzungs modelle vor allem in der fra-
ge. welche Einschränkungen und Annahmen an diese Beliehungen gestellt werden.
Dies kann z.B. eine paarweise (Wort in der Quellsprache und Wort in der Zielspra-
che) Beziehung sein, aber es könnte auch denkbar sein. dass eine Gruppe \Ion Wörtern
in der Quellsprache einer Gruppe von Wörtern in der Zielsprache zugeordnet wird. Es
kann auch sein, dass ein Wort in einer Sprdche keinem Wort in der anderen Sprache ent-
sprich!. Eine einschränkende Bedingung wäre die, dass jedem Wort in der Quellspr.tehe
genau ein Wort in der Zielsprache zugeordnet wird. formal werden also Beziehungen
lwischen dem Paar (", t) gesucht, wobei" = "n = "I'" "n und t = tm = I) ... tm
Man beachte, dass die Wortsequen1.Cn unterschiedliche Länge haben können.
Übersetzungsmodelle ~ind üblicherv,"eise entweder WOrt-oder phrasenbasiert. Das ein-
fach.~te Übersetzungsmodell wäre eine wortgetreue Übel1ietzung (Unigramm-Modcll).
Dabei ergäbe sich: 1'(sll) = n~=1p(.~;lt;).Die Sätze wären also genau gleich lang und
es gäbe keine Umpositionierung \Ion Wörtern. Diese Annahme ist nicht sehr realistisch.
Bessere und realistischere Modelle weisen den Wörtern eine Fertilität zu: Die Anzahl
von Wörtern, in die sie übersetzt werden. Das Wort "Opcrationstisch" hälle z,8. bzgl.
dem Englischen die Fertilität 2, da es zu "operating Iable" übersetzt wird. ~ür "opera-
ting" und "lable" ist es schon schwieriger zu sagen, welches Wort die Fertilitiit I bzw.
o haI. Die richtige Reihenfolge der Wörter muss dann durch das Sprachmodell erkannt
werden, welches wir im nächsten Abschnitt \lorstellen werden.
Andere Modelle beziehen Parameter wie die Position des Wortes im Satz, sowie die
Satzlänge in die Betrachtung mit ein (Offset.Modell). Für Details bezüglich des Über-
setzungsmodells \lern'eisen wir auf [7), wo die IBM.~odclle 1-5 genauer beschrieben
werden. In (36J wird ein Alignment mit Hilfe \Ion IIidden-Markov-Modellen (HM~1s)
beschriehen.
Neben den Überse1.l.ungsmodellen, die Wörter in der Quell- und Zielsprache einander
zuordnen, gibt es eine weitere Klas~e \Ion Modellen, bei denen ganze Phrasen in der
QueIJ- und Zielsprache einander zugeordnet werden. Hier sind das ISA-Modell (40J
und das PESA-ModelJ (351 zu nennen. Das ISA-Modell ruhrt die Segmentierung von
Säll.cn sowie die gegenseitige Zuordnung \Ion PhrMen innerhalb eines Schrittes durch
ohne eine \lorher trainierte Wort-zu- Wort-Zuordnung zu benötigen.

2.4 Sprach modell

Sprachmodelle werden in vielen Gebieten verwendet, z.B. in der automatischen Spra-
cherkennung (Automatic-Specch- Recogni tion, AS R), Part -Of.Speech- Tagging, P'.using,
Information-Rctrieval und beim maschinellen Übel1ietzen (~fachine.Translalion. MT).
Die Aufgabe des Sprachmooelh im Rahmen des maschinellen Übersetzen ist es. den
Decoder mit Informationen über die Zielsprache zu \lersorgcn. Mit Uilfe dieser Infor-
malion kann der Decoder bei seiner Suche nach einer geeigneten Übersetzung ent-
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~chcidcn, ob die aktuelle llypolhcse eine gUle Phrase in der Zielsprache ist. Betrachten
wir die Phrase t = t'n = tl ... tm so können wir die Wahrscheinlichkeit dieser Phrase
auch mit Hilfe von bedingten Wahrscheinlichkeitco au~rücken.

P(t) = P(trn) = P{tl,t2, ... ,t",)
= P(h)" P{t2It,) .• P(t3Itl, (2) ••.•.•• P(tmlt,. t2, ... ,t"'_2, t",_tl

~ IIp(t,lt ••... ,t,-o! (3)
i=l

Wir vClV<'cndcnauch die Schreibweise hj um die Historie von Wort Li anzugeben. Wir
erhalten also h, = h(t,l :; t I•... ,t;_ t. Das Lernen eines Sprachmodells besteht nun
darin, alle Wahrscheinlichkeitco fUf das Auftreten ~'on Wortfolgen 7.U schätzen, die
die Parameier des Modells dan;tcllcn. Dies ist allerdings problematisch, da sehr viele
Parameter geschätzt werden müssten. Diese benötigen viele Tminingsdatcn, um die Pa-
rameter korrekt und zuverlässig schäl1.cn zu können. Bei der Berechnung von N-gram-
Modellen liegen meist zuwenig Daten vor, um alle Parameier robust und zuverlä.ssig
7.U schätzen (Data Sparsity). Desweiteren hätte man keinen Wahrscheinlichkeitsschall-
wert rur eine Phrase, dic in einer Ilypothese, aber nicht im Trainingset auftaucht. Hinzu
kommt. dass der Bereich, den dcr Dckoder absuchen müsste, viel zu groß wäre um dies
in akzeptabler Zeit zu erledigen.

2.4.1 ;'I;-gram-Sprachmodell

Eine Lösung dieses Problems besteht darin, die lIistorien auf eine feste Anzahl an
Wörtern festzulegen. Dies entspricht einer Klassenbildung. Einer Klasse gehören all
die Historien eines Wortes Ti an, die die lelztcn n - I Wörter gcmeinsam haben. Diese
Art von Sprachmodell nennl man N-gram-LM.
Aufgrund der Anzahl zu schätzender Parameter nimmt n nonnalelVr'eise Werte von
2-4 an und hängt von dcr f\1cnge an vorhandcnem Trainingstellt ab. Kleinere Tl er-
möglichen eine zuverlässigere Schätzung der Wahrschcinlichkeiten, während größere
11ein präziseres Modell ergeben. Die Verwendung eines N-gram-Modells ist eine Mög-
lichkeit, kurzfristige Kontclltinfonnation zu erhalten. Langfristige Kontelltinformation
kann aber aufgrund der begrennen llistorie nicht beachtet werden. Um auch langfristi-
ge Kontelltinformation zu velVr'enden. kann das Sprachmodell von Zeit zu Zeit ange-
passt werden, um z.B. einem Themawechsel oder einem Stilwechsel gerecht zu werden
(vgl Abschnitt 4.1). Das N-gram-Modell ist ein sehr einfaches Modell, was den Vor-
teil hat, dass es leicht zu trainieren und einfach in einen Decoder zu integrieren ist.
Die Einfachhcit ist aber auch ein Nachteil, da Abhängigkeiten über längere Distanzen
nicht beachlet werden (Themenänderung, Stiländerung), aber auch Phrasen nicht in die
gleich Klasse eingeordnet werden, obwohl man dies erwarten würde. z.B. würde man
die Phrasen Petu liest billmg und Hans liest bi/ung in die gleiche Klasse einordncn.
Ein einfaches n-gam-Modcll kann dies hingegen nicht. Das ;.l-gram-Modell wird be-
nutzt, da es am besten funktioniert. Das SuffillArrny-LM (39J erlaubt sogar beliebig
lange Histories.

Smoothin~ Zur Schätzung der WahNicheinlichkeiten des Auftrctens eines Wortes
oder einer Phra.sc verwendet man den Mallimum-Likelihood-Schäuer. Sei n(t) die
Anzahl der Vorkommnisse von Phrase t und N die Anzahl dcr betrachteten Einhei-
ten (z.B. Unigrams oder Bigrams). Der Schätzwert der Wahrscheinlichkeit des Auf-
tretens einer Phrase t berechnet sich dann nach pet) = ~. Hierbei treten jedoch
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(4)

Probleme auf. Zum einen werden bei kleineren Korpora diejenigen Phrasen, die im
Trainigset auflreten überbewerte\' Diejenigen, die nur in geringer Anzahl auftreten,
werden dann Uberbcwcrtet, falls sie im Trainingskorpus auftreten und unterbewertet,
falls dies nicht der Fall ist (Bias). Problematisch ist, dass flir im Trainingskorpus nicht
aufgetretene Phrasen keine Wahrscheinlichkcitsmassc bereitgestellt wird. Dies kann
aufgrund der kombinatorischen Explosion sehr schnell der Fall sein. Jeder Phrase, die
eine Subphrase enthält, die nicht im Trainingskorpus vorhanden ist, wird falschlicher-
weise eine Wahrscheinlichkeit von 0 wgeordnet. Techniken zur Abschwächung des
Bias und zur Bereitstellung von Wahrscheinlichkeitsrnasse für vorher nicht ge.~ehene
Phrasen werden unter dem Begriff Smollihing zusammengefasst. Wir stellen hier die
drei geläufigen Techniken lineare Interpolation, Discounting und Backing-ofT vor.

Uneare Interpolation Die einfachste Art und Weise, um Wahrscheinlichkeiten
P(tilh;) = 0 zu verhindern, ist eine lineare Kombination der kleineren N-gramme. Für
den Fall von Trigrammen ergibt sich folgende Formel:

PI I. .) _, n(t;) ,n(ti_d,ti ,n(ti_2),tj_ht;
t,t,_2,t'_1 ~"1----;;-;-+"2 ( ) +"3 ( .. )

" n t,_l n t,_2,t,_1

mit L~=I~,= I. Die Anzahlen n{t) werden auf einem Teil des Trainingstextes ermit-
telt. Die ~i werden trainiert, indem die Wahrscheinlichkeit des Rests des Trainingskor-
pus maximiert wird.

DisellllnlinK Bei der Discounting-Methode wird explizit Wahrscheinlichkeitsrnas-
se rur zuvor nicht geschene Phrasen bereitgestellt. Dazu werden die Anzahlen(Colints)
n{t) durch r.1uhiplikation mit einem Discount-Koeffizienten dn(I)'O :5 d,.(tl :5 1
"In(t) ~ I verringert: n'(t) = U"(I}" n(t). Damit ergibt sich die Wahrscheinlichkeit
P(t) = d~!t~••(ll.

Hacking-uff Anstall wie bei der linearen Interpolation Werte zu kombinieren,
greift man beim Backing-off auf weniger spezifische Werte zurück. Wir stellen dies am
Beispiel eines Trigram-Modells vor. Um zu garantieren, dass die Summe der bedingten
Wahrscheinlichkeiten L v E V P(t'lti_2, tj_l) (V ist das Vokabular) dennoch I ergibt,
werden sogenanmen Back-off-Gewichte 0'(/;_2, t;_I) eingefJihrt. Damit ergibt sich die
Wahrscheinlichkeit zu

(5)

2.4.2 VerallJ,:t'ffil"incfUnA dt'f N-J,:ram-Sprachmodells

Anstatt wie beim N-gram-~1odell auf einzelnen Wörtern zu arbeiten, kann man die
\Vörter auch Klassen zuordnen. Diesc Klassen können z.B. Wortarten sein oder z.B.
die Klasse der Wochentage oder irgendeine automatisch gefundene Klassifizierung.
Dabei kann ein Won natürlich aueh mehreren Klassen lugeordnet sein. So kann das
englische Wort maller ~owohl Sub~tantiv (AnHelegenheit) als auch Verb sein (von He-
deutung sein). Sei g(/,) die Klasse des Wortes ti. Es gibt mehrere Möglichkeiten die
Wahrscheinlichkeit P(t;lhi) zu schüt7-cn. Eine häufig benutzte Möglichkeit ist

(6)
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Ein Vorteil von klassenbasienen Sprachmodellen ist, dass sie durch die Reduktion auf
die Klassen wesentlich kompakter sind als herkömmliche N-gram-Model1e, da es we-
sentlich weniger Klassen als Wörter gibt. Dies ennöglicht zum einen eine Einsparung
an Spcieherplatz und Rechenzeit, die entweder rur eine Erhöhung des Parameters n
oder rur die Integration weiterer Modelle genutzt werden kann. Zum anderen sind
die Schätlwerte dadurch wesentlich luverlässiger, da mehr Daten für die Schlitzung
vorliegen und es können auch Vorhersagen getroffen werden fl.ir Phra.~en, die vorher
noch nicht gesehen wurden. Trat die Phrase t;_21,_I/; z.B. nicht oder nur unzurei.
chend oft rur eine zuverlässige Schätzung der :-l-gram-Parameter im Trainingskor-
pus auf, so ist es doch wesentlich wahrscheinlicher, da.~s die Kla~senfolge dcr Phrase
g{tj-2)g(tj_1 )9(t,) im Trainingskorpus vorliegt. Ein Nachteil der Klassen-basierten
Sprachmodells ist, dass spe7.ifische wortbczogene Information verloren gehen kann.
Dies kann dureh die Kombination eines Klassen-basierten und eines herkömmlichen
N-gram-Modclls verhindert werden. Die Einschränkungen des I'O-gram-Modells durch
die Nichtbeachtung von langfristigen Kontextinfonnationen kann ein klassenbasiertes
Sprachmodell jedoch auch nicht aufheben.

2.4.3 Wdlere Ansätze zur Sprachmodellbildun~

Es gibt verschiedene Ansätze, die komplett andcrs sind als der N-gram-Ansatz. Wir
stellen diese Modelle hier nur kurr vor und verweisen auf die Literatur. da in der heuti.
gen Praxis in erster Linie das N-gmm-Modell und seine Varianten verwendet werdcn.

lIaumbasiertc Sprachmodelle [21 verwenden Entscheidungsbäume. an dcssen Kno-
ten Fragen an die Worthistorie gestellt werden. Aufgrund der großen Menge an Fragen
ist die Suche nach einem guten Entscheidungsbaum lU aufwendig.

I'rubahilistisch-konlexffreie Grammlltikcn sind ein weiterer Ansatl ein Sprach-
modcllw definicren[281 [5] [291. Eine Grammatik bestcht aus Terminalsymbolcn (den
Wörtern), Nichuenninalsyrnholcn und Regeln, wie die Nichttenninalsymbole zuein.
ander in Beziehung gesetlt werden können. f\tit Hilfe einer Grammatik kann ein Satl
syntaktisch geparst werden. Jede Rcgel hat eine durch Training ennittelle Wahrschein-
lichkeit, mit dessen Hilfe über alle Parsemöglichkeitcn cines Satzes seine Wahrschein-
lichkeit cnnittelt werden kann. Der größte Nachteil dieses Ansatzes ist der hohe Re-
chenaufwand. Ein weiterer ist der Verlust von semantischer lnfoonation, da es sich
um einen syntaktischen Ansatz handelt. Im Vergleich zu dcn N-gram-Modellen kann
dieser Ansatz jedoch Abhängigkeiten über längere Entfernungen erkenncn.

2.4.4 l\h'triken zur Evaluicrung \'On Sprach modellen

Warum braucht man Metriken zur Evaluierung von Sprachmodellen? Bei der Entwick-
lung und Verbesserung von Sprachmodellen ist es wichtig, die vorgenommenen Än-
derungen schnell auf ihre Wirksamkeit lU überprüfen. Bewertungen dureh l\1enschen
können nur fUr die Übcrsctzungsleitung als Ganzes vorgenommen werden. Sie sind
hier fehl am Platz, da sie 10m einen zu teuer sind, zu viel Zeit in Anspruch nehmen und
nicht wiederverwendbar sind. Zum anderen ist nicht immer klar, wie Verbesserungen
in der Übcrsetzungsleitsung auf die einzelnen KomJXlßentcn des Systems zu verteilen
sind, da Sprachmodell und Übersetzungsmodcll sich gegenseitig unterstützen. Genc-
rell ist festzustellen, dass Metriken zur Evaluierung von Sprachmodellen blind sind für
alles, was nichts mit dem Sprachmodell zu tun hat. lIierru lählen die bereits genannte
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Interaktion mit dem Übersetzungsmodell und die Suchalgorithmen (Decoder).
Das populärstc Maß zur Bewenung eincs Sprach modells ist die Perplellität (PP). Per-
plellität ist ein informationstheoretisches Maß. Die Perplellität PP{PM) eines Sprach-
modells PM über dem Test-Set T = {Wj, .• ", tL"l} (Test-Set-Perplcllität) berechnet sich
als:

-'
PPdp.lt) = (D P.u(W;IWl ... W;_I)) '= b- 2::., tOg.(p( •••,I"', ...•••,_,))/t. (7)

Als Basis b wird gerne b = 2 oder b = 10 gewählt. Die Logarithmusfonnel der Per-
plellität wird zum einen benutzl. um die Werte addieren zu können. Dies ist effizienter
anstatt sie wie nach Definition zu multiplizieren. Ein weiterer Grund ist. dass da.~Pro-
dukt aus vielen Wahrscheinlichkeiten immer kleiner wird und somit zu klein werden
kann und auf dem Rechner einen Unterlauf erzeugt. Je geringer die Perplellität ist, de-
sto besser ist das Modell, d.h. umso besser beschreibt es die Daten.
Eine Perplellitäl von k lässt sich interpretieren als ein :-'1a6 rur die Überraschung bei
der zufalligen Ziehung aus einer Menge von k glciehwahrscheinlichen Elementen.
Sie kann also auch als der durchschnittliche Verzweigungsfaktor angesehen werden.
log PPr(PM) ist eine obere Schranke fur die Anzahl an Hits pro Wort, das mit Modell
M kodiert wird.
Bei der Perplellität muss man unterscheiden zwischen Test-Set-Perpluität, welche an-
gibt, wie gut ein Test-Set durch ein Sprachmodell vorausgesagt wird. Demgcgenüber
sagl die Training.Set-Perplellität aus. wie gut dic Datenbasis, aus der das Sprachmodell
erl.eugt wurde. durch das Sprachmodell beschrieben wird.
Die Perplellitäl hat den Vorteil. da.~s sie effizient zu berechnen und unabhängig vom
Übersetzungsmodell ist. So kann innerhalb kurzer Zeit eine Änderung am Sprachmo-
deli bewertet werden. Dies ist wichtig, wenn verschiedene Änderungen auf ihre Taug-
lichkeit überprüft werden sollen. Der Nachteil ist. dass sie leider nicht gut mit der
Word-Error-Rate (WER) (ASR] und der Qualität der Übersetzung korreliert. Perplexi-
lät korreliert aber gut mit WER bei N-gram-Sprachmodellen. welche über In-Domain-
Data lrainiert wurden [9].
Perplexiltit kann man nicht über Sprachmodelle mit unterschiedlichem Vokabular ver-
gleichen und nur über normalisierte Lf\.ts. Da reehentcchnisch leichter zu handhaben.
wird statt der Perplexität häufig die log-PcrplelliLät (log - pp [bit)) verwendet. Ein
weiterer Vorteil von Perplexity ist. dass dieses Maß keine detaillierte lellikali~he In-
formation. wie z.B. Part-Of-Spceeh-Infonnation benötigt. In [9] wurde Perplexität und
eine von den Auloren neu entwickelte Metrik untersucht. welche Informationen ver-
wendet. die Perplexität nicht erfasst. Obwohl die~e neue Metrik besser ist. ist die Kor-
relation mit WER immer noch nicht ausreichend. um damit ein mächtiges Werkzeug
wr Bewertung von Sprachmodellen in der Hand zu haben.
Die WER hat den Nachteil. dass sie vom Übersetzungsmodell abhängig ist. Zugang
zu diesem benötigt und ihre Berechnung aufwendig ist. Ein gutes Maß. um WER her-
vorzusagen. ist Trigram-Coverage [19]. also der Anteil der Trigramme des Test-Sets.
der in den Trainingsdaten vorliegt. Dieses Maß geht allerdings wenig auf das konkrete
Sprachmodell ein. Es könnte aber dabei helfen. geeignete Trainingsdalen zur Sprach-
modellkonstruktion auszuwählen.



2.5 [)ekodierun~

Die DekoJierung (Decoding) ist die Suche nach der besten Übersctwngshypothese.
Die Dckodierung gliedert sich in zwei Phasen. In der ersten Pha~e wird eine Daten-
struktur aufgebaut. die alle Informationen aus den verwendeten Überseuungsmodcl-
len enthält. In der zweiten Pha~e des Dekodierungsprol.csses wird diese Datenstruktur
dann durchsucht.

Aufbau des Ühel1ielzung.~gilters Die Datenstruktur. die im ersten Schritt aufgebaut
wird, heisst Überscuungsgittcr (translation lattice). Der Sau der Qucllsprache bildet
die Ausgangsbasis bei der Konstruktion des Überseuungsgitters. Es wird eine Pfeil-
folge erstellt, wobei jedes Wort des Qucllsatzes einem Pfeil zugeordnet wird. Die
Reihenfolge der Pfeile enL~pricht dabei der Reihenfolge der Wörter im Satz. Dann
werden sukzessive weitere Pfeile hinzugeftigl. Hierzu werden ftir Wörter und Phra-
sen des Quellsatzes in den ÜberseuungsmodclJen passende Phrasen gesucht und deren
Übersetzungen mit zugehörigen Übersctzungswahrseheinlichkeiten und weiteren Be-
wertungen über den Quellwörtem im Übersetzungsgitter als neuer Pfeil eingetragen.
Das Überseuungsgiuer speichert dabei Informationen darüber, welche Teile des Sat-
zes schon abgedeckt sind, Backtrackinginformationen und kumulierte Bewertungen.

Suche nach dem 1J\.'!;h.'n Pfad im Üherselzungs~illcr In der zweiten Phase wird das
Überseuungsgitter nach dem besten Pfad durchsucht. Die Wortfolge dieses Pfades ist
dann die beste gefundene ÜbeT:'ictzung. lIiertu werden weitere Modelle mit den Infor-
mationen aus dem Übersetzungsgincr kombiniert. lIieT7.u gehören das Sprachmodell
sowie Satzlängenmodelle.
Um die Dekodierungszcit zu vemngern, werden während des Dckodierungspr07.esses
verschiedene Pruningtcchniken verwendel. Diese zielen darauf ab, den Suchraum LU
verkleinern.

Wortumst("!Iunl:en In verschiedenen Sprachen treten Wörter in ~'ersehiedenen Rei-
henfolgen auf. Um dieser Tatsache Rechnung zu tragen, müssen beim Überseuungs-
proLess Wortumstellungen beachtet werden. Dies kann beim monotonen Dekodieren
durch die Phra~enzuordnungen des Übersctzungsmodells geschehen. Beim nidumono-
tonen Dekodieren werden Informationen aus dem Sprachmodell verwendet, um Um-
ordnungen zu bewerten. Es gibt ~'erschiedene Uerangehensweisen, um Umordnungen
vorzunehmen, Die einfachste Art ist, alle Permutationen der Wörter des Zielsatzes
durchzuprobieren. Dies ist allerdings sehr rechenintensiv. Eine weitere Möglichkeit hc-
steht darin, nur Wörter innerhalb eines Fensters umzuordnen, welches llbcr den ZielsatL
gleitet.

2.6 Aulomatisehe Emluation der Qualitäl \'on maschinellen Ühcr-
sctzun~en

Wie in Ab,ehnin 204.4 flir Sprachmodelle bereits erläutert, benötigt man auch rtir die
Evaluierung des gesamten Übcrsetzungssystems eine automatische Evaluierung der
Übersetzung.~ergcbnissc. Dies muss schnell und kostengünstig geschehen und auch
praktisch reprodulierbar sein. Die Entwickler neuer MT-Systeme benötigen ein schnel-
les und gün.~tiges Feedhack bezüglich ihrer neuen Ideen. Das Evaluationsproblem stellt
den Flaschenhals der automatisierten Übersetzung dar.
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In diesem Abschniu stellen wir die vor allem im Bereich der Spracherkennung erfolg-
reiche Metrik Word-Error-Rate (WER) sowie die zwei populären Scores (BLEU und
NISn rur die Bewertung von Übersetzungen vor. Diese Methoden sind leider nur eine
Annäherung an die menschliche Bewenungsleistung. Aus den oben genannten GrUn-
den muss dies aber hingenommen werden.

2.6.1 Maße zur E\'aluation

Möchte man die Qualität einer Methode bezüglich einer Aufgabe messen. so ist der
Grad an AufgabenerfUUung das ultimative Maß der Qualität der f\1ethode. Nun gibt es
aber Fälle. in denen dieses Maß nicht e~plizit vorliegt, wie z.B. im Fall der Bewertung
einer Übersetzungsleistung.
MenSl;hJiche Übersetzer entwickeln leicht ein Geruhl dafUr. wie gut oder schlecht eine
Übersetzung ist. Es fallt ihnen aber schwer, diese Einschätzung zu fonnalisiercn und
in Regeln zu fassen. Deshalb greift man in diesem Fall auf künstliche Ersatzmaße zu-
rück. Ein Beispiel darur ist die Perplexität, von der man sich erhofft, dass sie mit der
Übersetzungsqualität korreliert. auch wenn dies nicht immer der Fall isl. Wir verwei-
sen hier auch noch auf die Evaluationsmaße Preeision und Recall aus dem Bereich des
Infonnalion.Retrieval, welche in Kapitel J vorgestellt werden.

2.6,2 HewcrtunA \'On CbcrsdzungslJualilät

Korrekte Übersetzungen einer Phrase müssen nicht hundertprozentig genau einer Re-
ferenzübersetzung emsprechen. Abweichungen bzgl. einiger Wörter und/oder der Rei-
henfolge der Wörter von einer Referenzübersetzung müssen keinen Verlust von Über-
setzungsqualilät darstellen. Deshalb ist es wlinschenswert. mehrere Übersetzungen zur
Bewertung zu verwenden, da so realistischere Bewertungen möglich sind. Menschliche
Bewertungen wägen verschiedene Aspekte einer Übersetzung gegeneinander ab. Dazu
gehören:

• Adäquatheit (adequacy): Sagt aus. wie gut die Bedeutung bei der Übersetzung
pro Segment erhalten geblieben ist.

• Genauigkeit (infonnati\'eness): Gibt an, wieviel der Information über das ganze
Dokument erhalten geblieben ist.

• Spmchbeherrs,hung/Fillssigkeit d,r Spr<l,he (nuency): Sagt aus, wie nüssig die
Sprache ist. lIierzu benötigt man keine Referenzübersetzung. Dies ist allein eine
Eigenschaft eines Te~tes.

Die automatische Bewertung der Übersetzungsqualität eines Systems ist natürlich ab-
hängig von der Qualität der verwendeten Referen/.tibcrsetzungen.

2.6.3 Word-Error.Rale

Die Word-Enw-Rale (Wortfehlerrate;WER) ist eine Metrik aus dem Bereich der Spra-
chcrkennung und misst die Leistung eines Spmcherkenners. Sie ist dabei ein Substi.
tutionsmaß rur die Erkennungsqualilät. die nicht automatisch zu ennitteln ist. Um die
WER zu berechnen, werden die minimale An7.ahl der Ersetzungen S (substitutions).
LöSl;hungen L und EinfUgungen E berechnet. die nötig sind. um den gesprochenen
Satz (Referenzsatz) in den durch den Spraeherkenner erkannten Satz umronncn zu
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(9)

können. Die Summe dieser drei Größen wird dann durch die Länge N des Referenz-
satzes geteilt. Damit ergibt sich WER = Stk.tE. Die WER ist ein Maß, das die
gesamte Qualität der Sprachübersetzung bewertet. Wenn einzelne Komponenten eines
Spraeherkenners verbessert werden sollen und die Übersetzungsleistung diesen Kom-
ponenten zugeordnet werden soll, erweist sich die \VER als nicht geeignet, da sie von
der Leistung verschiedener Komponenten abhängt

2.6.4 IH.EU..•"ieore

Die BLEU-Methode [26] (Bilingual haluation Understudy) wurde bei IBM entwickelt,
um eine t\fetrik zur Verfugung zu haben, die eine Übersetzung annähernd so gut be-
wertet wie ein menschlicher Bewerter. Da Menschen Sprache vel'\chieden übersetzen
und diese unterschiedlichen Übersetzungen alle als korrekt bewerten, "e"",'endet die
BLEU-Methode auch verschiedene Referenzübersetl.ungen zur Evaluation.
BLEU bewertet die Ühcrsetzungsqualität numerisch mit Hilfe eines Scores. der sich
im Intervall [0.1] bewegt. Je näher die Übersetzung an einer professionellen ist, desto
besser (höher) der Score. BLEU besteht aus einer Familie von Metriken, von denen
hier die Ba~eline-Metrik vorgestellt wird.
BLEU basiert auf dem Vergleich von N-grammen der Üllcrsetzungshypothese mit N-
grammen der Referenzübersetzungen und deren Am:ahl. ohne dahci die Position zu
beachten. Dieser Vergleich fuhrt zur Modified-N-gram-PreciJion. die zudem der Tatsa-
che Rechnung ti"Jgt, dass Wörter höchstens so oft in der lIypothese auftreten dürfen.
wie dies jeweils in den Referenzübersetzungen der Fall ist. Sei rcfCount(ngram)
die maximale An7.ahl der Vorkommnisse eines N-grams ngram in den einzelnen Re-
ferenzübersetzungen und hypCmmt(ngram,) die Anzahl der Vorkommnisse des N-
grams ngram in der Hypothese. so berechnet sich die Modificd.~-gram-Prccision fllr
einen Satz s nach der Fonnel

Ln-gramsEs mi n(rcfCount[ngram).hypCount(ngram»)
mnp,,(s) = ----~-~---~~-~----- (8)

An7.ahl n-grams der Hypothese

Für einen ganzen Text wird die Modified-N-gram-Precision nach folgender Formel
berechnet: mnp" (text) =

LsatlEtext Ln-gramEsatz min(refCount(ngraml.hypCount(ngram»

Lsatz'Etext Ln-gram'ESatz' hypCount(ngram')

Um diese verschiedcnen ~loditied-N-gram.Precision.Werte zu kombinieren. ver".en-
det BLEU die gewichtete Summe über den log mnp".
Das nächste Problem. das BLEU beachtet. ist die Satzlänge. Durch die ~1odified-N-
gram-Precision werden bereits Sätze bestraft. die Wöner enthalten. die nicht in den
Referen7-cn auftreten. sowie das zu häufige Auftreten von Wörtern. Kurze Sätze. die
einfach nur ein paar bekannte N-gramme enthalten. bekommen allerdings eine hohe
Modified-N-gram-Prccision. Um dem entgegenz:uwirken. wird ein Faktor eingeflihrt.
der zu kurze Sätze bestraft. die brevity perwlty BP. Recall. ein sonst häufig "e"",'en-
detes Mittel um dieses Problem anzugehen. ist hier nicht anzuwenden. da mehrere
Referenzüberseuungen vorliegen. Eine gute Übersetz:ung verwendet jedoch nicht alle
Wörter aller Referenzen. Die Brevity-Penahy bezieht sich auf den gan/-cn Korpus und
nicht nur auf einzelne Sätze. Sei,. die effektive Länge des Referenl.korpus. Diese be-
rechnet sich als Summe der Längen aller Sät7.e, wobei rur jeden Satz die Länge der
Referenzübersetzung mit den böchsten N.gram-Übereinstimmungen "er"••..endet wird.
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Sei ••••.eiterhin c die Gesamtlänge aller Hypothesen. Dann berechnet sich die Brevity-
Penalty nach der Formel

BP = { ~l-rlc

Damit ergibt sich der BLEU-Score zu

ifc > r
ifc:S r

(10)

N

BLEU = HP * exp(L: 'U'nlogPn,)
n=l

wobei die Gewichte zu 'U'n = I/N gewählt werden.

( 11)

Stärken und Schwächen von nl,EU Die Stärken der BLEU-Methode liegen in einer
spraehunabhangigen Bewenung, geringen Kosten, schneller Ausftihrbarkeit und star.
ker Korrelation mit menschlichen Bewertungen. Nachteilig sind hingegen, dass ein-
l.elne isolierte Sätze nicht adäquat bewertet werden können. Die Leistungsfahigkeit
von BLEU wird höher, je mehr Referenzübcrsetzungen es gib!. Deshalb ist es schwie-
rig, Vergleiche zu ziehen zwi.~chen Systemen, die den gleichen Text überselJ.en, dabei
aber unIerschiedlich viele Referenzübersetzungen verwenden. Dcsweiteren arbeitet der
BLEU-Score nicht gut bei Sprachen ohne Wortgrenzen. Es gibt auch keine Garantie
daftir, das.~ eine Erhöhung des BLEU.Seores auch eine Erhöhung der Übersetzungs.
ljUahtiil nach sich zieht.

2,6,5 ~IST-Scorc

Ein zweiter populärer Score rur die automatische Evaluation von maschineller Überset-
zung ist der NIST-Score (National Institute of Standards and Teehnology). Der ;";IST-
Score (NIST2002)[12) basiert auf dem BLEU-Score. Er verwendet ebenso wie der
BLEU-Score Statistiken über das gleichzeitige Auftreten von Wörtern in der lIyptlthe-
se und einer oder mehrerer Referenzübersctzungen. Es wird jedoch der arithmetische
Mittelwert über die N-gram-Prccisions berechnet. Der NIST-Score bestraft zu kurze
Übersetzungen nicht so stark wie dies beim BLEU-Score der Fall ist. Der NIST-Score
I.eichnet sich gegenüber dem BLEU.Score durch den Information-Gain aus. D.h. ein
seltenes Wort oder eine seltene Phrase korrekt zu haben wird stärker belohnt, als dies
bei einem häutigem Wort oder einer häutigen Phrase der Fall ist. Das fuhrt dazu, dass
der NIST.Score mehr Wert auf korrekte Contenl- Words legt und damit die Adäquatheil
stärker beachtet. Dies wird erreicht, indem die N-gram.Precisions gewichtet werden.
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3 Information.Retricl'al

3.1 GrundJa~en

Information Retneval (IR) beschäftigt sich mit dem Auffinden von Informationen aus
Datenbeständen, wobei die Suche auf der inhaltlichen und nicht der rein syntaktischen
Ebene stattfindet. Dabei hat der Benut1.cr ein Informationsbedürfnis. welches er meist
in Form von vagen Anfragen sLellt. dic nicht präzise und fonnal gcnau das Informati-
onsbcdürfnis besehreibcn. Das System muss Antwonen auf diese vagen Fragen finden.
wobei ihm meist Kenntnisse übcrdie Inhalle der in ihm gespeichenen Dokumente feh-
len, Dies kann zu fehlerhaften Antwonen fUhren.
Infonnalion-Retrieval-~1ethoden werden im Rahmen der Sprachmodellierung verwen-
det, um verl;Chiedene Informationen aus Daten zu extrahieren. Anwendungsbeispiele
sind das Erkennen und Verfolgen des Themas eines Textes oder das Clustern eines
Textkorpus, um einen großen allgemeinen Korpus sowie mehrere (kleinere) Adapti-
onskorpora zu erhalten. mit denen der Basiskorpus an verschiedene Themen angepasst
werden kann.
In unserem Fall suchen wir aus einem riesigen Korpus (dem World Wide Web) zu ei.
nem Satz (der Übersetzungshypothese) passende Dokumente. Wir clustern das wv.'W
also nach Übersetzungen. Diese Cluster können sich natürlich überschneiden. Für un-
ser System brauchen wir eine Möglichkeit. die Ähnlichkeit einer Anfrage mit einem
Dokument bestimmen 1.Ukönnen, Die ähnlichsten Dokumente werden dann in die Er.
gebnismenge oder Ergehnisliste aufgenommen. Wir werden nun häufig im IR verwen-
dete Maße für den Erfolg einer Suche vorstellen sowie MaBe nir die Ähnlichkeit von
Dokumenten,

3,1.1 Anfral.:rformulirrung und Ergrbnisbercchnun~

Unterschieden werden muss zwischen Anfrageformulierung und dem Modell, mit dem
die Dokumente als Ergebnisrnenge berechnet werden (Ergebnisberechnung). Man muss
vor allem unterscheiden zwischen der Boolschen Anfrageformulierung und dem Bool.
sehen Modell zur Repräsentation nalürlichsprachlicher Dokumente. Als erstes muss
jedoch die Frage geklärt werden. was ein Dokument ist. Dies kann z.8, ein einzelner
Satz, ein Absatz, eine Seite, ein Kapitel oder auch ein ganzes Buch sein.

Anfrageformulicrunj!; Es gibt mehrere ~1öglichkeitcn. Anfragen zu formulieren. Die
einfachste An, Anfragen zu stellen. ist eine Menge an Wönern anzugeben, Zusätz-
lich könnte die Anfrage weiler formalisien werden, indem z,B. Boolsehe Operatoren
(AND. OR, NOT) verwendet werden oder Forderungen an die Reihenfolge gestellt
werden, So könnte z.B. geforden werden, dass zwei Wöner genau hintereinander im
Dokument auftreten müssen "business card", In diesem Fall muss das Won "card" dem
Won "business" folgen. Weitere Operatoren wären der NEAR.Operalor, der angibt,
dass ein Wort in der Nähe eines anderen Auftreten muss,

Modelle zur Repräsentation natürlichsprachlicher Dokumcnte Während der letz-
ten Jahr/.chnte sind verschiedene Modelle 7,ur Repräsentation natürlichsprachlicher Do-
kumente entwickelt worden. Diese lassen sich unteneilen in

• Mengentheoretische Modelle, zu denen da.~ (erweiterte) ßooleschcs-Relrievul-
Modell und da.~Fuzzy.Retrieval.Modeli gehören.
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• AI~ebraisehe 1\Iodelle, zu denen das bekannte Vektorraummodell (Vector Space
fl,todel) gehört (in verschiedenen Ausprägungen) M)wie der Latent-Semantic.
Index und das Neuronale Netzwerk mit Backpropagation .

• Probabilistische Retriel"al.1\Iodelle, zu denen das Binary lndependence Retne-
val (BIR), Inferenz-Netzwek-Modell, Belief-Netzwerk.Modell und Sprachmo-
delle gehören.

Mengentheoretische Modelle betrachten natürlichsprachliche Dokumente als Men-
gen. Als Beispiel ist das Boolesches-Retrieval-Modell zu nennen. Jedes Wort, das in
der Dokumentensammlung vorkommt, ist ein Boolsches Merkmal. Kommt es in einem
Dokument vor, so ist da.~ Merkmal bzgl. des Dokuments wahr, wenn nicht, so ist es
falsch. Dies ist ein sehr einfaches Modell. Allerdings ist es rur unsere Zwecke nicht ge.
eignet, da es weder auf die Position eines Wortes achtet, noch eine Reihenfolge unter
den Dokumenten in der Ergebnismenge erlaubt. Diese Eigenschaft, ein Ranking unter
den Dokumenten aufstellen zu können, ist essentiell rur unsere Zwecke.
Algebraische Modelle stellen Dokumente und Anfragen als algebraische Objekte dar,
aho l.B. als Matril..en oder Vektoren. Diese werden zur Berechnung der Ähnlichkeit
mit Hilfe eines Ähnlichkeitsmaßes verwendet. Ein Beispiel rur ein solches Maß ist
TFIDF.
I'robabilistische Retrieval.Modelle stützen sich zur Berechnung der Dokumentenähn-
lichkeit auf Wahrscheinlichkeiten und probabilistische Theoreme ab. Besonders häufig
verwendet wird hier das Theorem \'on Bayes(2.2).

3.1.2 l\Jal~e für den ":rfol~ einer Suche

Den Erfolg einer Suche in einem Dokumentbestand kann man ennitteln, indem man die
im Dokumentbestand enthaltenen Dokumente in Gruppen unterteilt und dann bestimm-
te Verhältnisse der Anl.ahl der Elemente dieser Gruppen betrachte\. Wir betrachten da-
bei 2 Dimensionen: Für jedes Dokument stellt sich zum einen die Frage. ob es vom
System ausgewählt wurde oder nicht und zum anderen. ob es in der Menge der gesuch-
ten Dokumente liegt oder eben nicht. Durch diese Unterteilung ergeben sich vier Grup-
pen von Dokumenten. Die vom Systcm ausgewählten und in der Zielgruppe liegenden
Dokumente bel..eichnet man als "True-Positives" (lp). Die vom System ausgewählten,
aber nicht in der Zielgruppe liegenden Dokumente werden als "Fahe-Positives" (fp)
bezeichnet. Die vom System nicht gefundenen Dokumente der Zielgruppe bezeichnet
man als ••False-Negatives" (fn). die vom System nicht ausgewählten, nicht in der Ziel-
gruppe liegenden Dokumente als "True-Negatives" (tn). Dabei sind die "True-Positive"
und die "True-Negatives" diejenigen Dokumente, die das System richtig be •••...enct hat.
Basierend auf dieser Unterteilung lassen sich folgende KenngTÖßcn ableiten:

• Die I'räzision (Precision) beschreibt den Anteil der vom System zurückgeliefer-
ten Dokumente, die richtig bewertet wurden: precision "" P = tP~I.P'Dieses
~1aß bezieht sich auf die Menge der zurückgelieferten Dokumeme. .'I gibt an,
wie präzise die Ergebnismenge bzgl. der Anfrage i,t.

• Die Ausbeute (Reeall) ist ein Maß, welches sich auf die ~fenge der Zieldoku-
mente bezieht. Es beschreibt den Ameil der aus dieser Menge gefundenen D0-
kumente: recall "" R "" tP~Jn' Die Ausbeute gibt also die Ergiebigkeit einer
Suche an.
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• Das ••.•Measure ist ein Maß, welches sowohl Präzision als auch Ausbellle be-
achtet, indem es beide Maße in einem vereint. Es ist definien als

1
F= I I'np+(l-nhi

Präzision und Ausbeute sind Maße, welche sich im Intervall [0,11 bewegen.
Da Präzision und Ausbellle nicht immer gleichzeitig maximien werden können.
muss ein Kompromiss in Kauf genommen werden. Da~ F-MCilliure stellt einen
solchen Kompromiss dar.

In unserem Fall möchten wir vor allem eine hohe Prä/.ision erlangen, also Dokumente
finden, die gut auf unsere Übcrsetzungshypothese passen. Die Ausbeute ist weniger
wichtig. Wir mUssen nicht alle relevanten Dokumente finden. solange wir genUgend
Dokumente von ausreichend hoher Qualität rur unseren Adapliomkurpus finden.

3.2 Rclc\'anz - Gcwichtungsmodellc und Rclric.,..alfunktiollcn

Suchmaschinen müssen effizient die Relevanz eines Dokumentes bzgl. einer Anfrage
bestimmen können. Damit unterscheiden sich Suchma~chinen - als Beispiel eines IR-
Systems - von herkömmlichen SQL.Datenbanken, in denen ein Tupcl entweder im Er-
gebnis einer Anfrage licgt oder nicht (binäre Entscheidung). Um dies umsetzen zu kön-
nen, müssen die Dokumente durch geeignete Parameter beschrieben werden, mit deren
Hilfe die Ähnlichkeit zu einer Anfrage beschrieben werden kann. Diese Parameter bil-
den den Deskriptor des Dokuments. Die Gewichtungsmodelle legen diese Parameter
fest. Die Berechnung der Relevanz erfolgt dann über eine Retricvalfunktion. Ziel der
Berechnung der Relevanz ist es, die Dokumente in eine Reihenfolge bzgl. ihrer Ähn-
lichkeit zur Anfrage zu bringen. Die in Suchmaschinen verwendeten Gewichtungsmo-
delle IMsen sich in vektorraumba~iene GcwiehtungsmodelJe und hYlXnnediabasiene
Gewichtungsmodelle unterscheiden.

3,2, I VektorraummodclJ

Im Vektorraummodell (VRM) wirdjedes Dokument durch einen n-dimensionalen Vek-
tor beschrieben. Dabei wird jede Dimension durch ein Schlüsselwort aufgespannt,
das das Dokument bezüglich seines Inhalts beschreibt. Die Schlüsselwörter werden
durch einen Keyword-Relevanzfilter bestimmt. Die Anfrage wird ebenso als ein m-
dimensionaler Vektor dargestellI. Man unterscheidet zwischen dem binärcn und dem
gewichteten VRM. Im binären VRM wird jede Dimension entweder mit I oder 0 be-
wertet - je nachdem, ob das Schlüsselwort im Dokument enthalten ist oder nicht. Im
mächtigeren gewichteten VRM hingegen kann jede Dimension durch eine positive oder
negative Zahl dargestellt werden. Der Wert jeder Dimension gibt die Wichtigkeit, die
einem Schlüsselwort zugeordnet wird, an. Der VRM macht keine Aussagen darUbcr,
wie die Dokumentbeschreibung oder die Gewichtung lU erfolgen hat. Das VRM i~t
das am meisten genutzte Modell in Suchmaschinen. Dies beruht auf seiner Einfachheit
und Schnelligkeit beim RetricvaJ. Es stellt sich nun die Frage, wie die Gewichte der
Dcskriptoren bestimmt werden. Diese Frage werden wir nun behandeln.

TFIDF Ziel ist es ein Maß zu finden, welches angibt, wie gut ein Tenn ein gege-
benes Dokument charakterisiert. Die einfachste Variante wäre einfach die An/.ahl der
Vorkommnisse eines Tenns in einem Dokument als Schätzwert rur seine Wichtigkeil
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im Dokument zu nehmen. Die~es Maß lässt aber die Länge des Dokumentes außer Acht
und beachtet auch nicht, wie oft ein Term in anderen Dokumenten auftrin, Eine häufig
genutlte Alternative ist da~ TF-IDF-Maß. Bei TF-IDF handelt es sich um eine Familie
von Gewichtungsschemata. Ein Bestandteil von TF-IDF ist die Termhäufigkeit (term
frequency;tf), Ihm liegt die Annahme zugrunde, dass ein Term ein Dokument umso
besser beschreibt,je häufiger er im Dokument auftaucht. :-'1eist wird die Termhäufigkeit
\Ion einer Funktion abgeschwächt, da der Zuwachs an Wichtigkeit nicht als linear an-
gesehen wird. Es werden daflir z.B, folgende Formeln ,'erwendet: /(tj;,j) = jt/,.i
ooer /(t/i,i) = 1 + log t/',i' t/i,i > O. Dabei ist i der Term und i das Dokument.
Der zweite Bestandteil des tf-idf-:-'laßcs beruht auf der inversen Dokumenthäufigkeit
(invers document frequency~idf), Sie ist abgeleitet ,'on der Dokumenthäufigkeit (da-
cumenl frequency;df), welche die Anzahl der Dokumente angibt, in denen ein Term
auftritt. Sie ist ein Indikator ftir die Aussagekr.tft eines Terms über ein Dokument. Tritt
ein Term in vielen D1,lkumenten auf, charakterisien er ein Dokument weniger gut als
ein Term. der nur in wenigen Dokumenten auftritt. Die inverse Dokumcnthäufigkeit
berechnet sich nach der Formel id/. = log( N). d/i > O. Es gibt unterschiedliche
Möglichkeiten, die beiden Bestandteile des T1:IDF-Maßcs zu kombinieren. Deshalb
handelt es sich um eine Familie von Maßen. Eine Möglichkeit wäre die Verwendung
von Logarithmusfunktionen:

weight(i.il = {
( N1+ log tft.i) log dT.
o

ift!t.i ::: I
if t/i,i :::0

Die TFIDF-Maßc haben sich in der Praxis als effektiv und robust erwiesen, Deshalb
werden sie oft benutzt. obwohl sie nicht direkt aus einem mathematischen Termvenei-
lungsmodell abgeleitet sind.

Okapi Dic Okapi-TF-Formel ist von einem probabilistischen Modell abgeleitet [27].
Sie ba~ien auf zwei Parametern k1 und b. Sei t/i,i die absolutc Häufigkeit des Auf-
tretens von term i in Dokument i. Im Okapi-Gcwichtungsschema (im Lemur-Toolkit
(37)) sind dann die Funktion td'l ; für Dokumente und die Funktion ter: . flir die Anfra-v .,

ge folgendermaßen definiert:

(\2)

(13)

lIierbei ~tehtld für die Länge des Dokumentes d und Ic rur die Länge der Dokumen-
tensammlung C. Der Parameter lq wurde im Lemur- Toolkit eingefühn und beschreibt
die durchschnittliche Anfragelange. Um die Konstanten (die verschiedenen kund b) zu
spezifizieren, wird das Bezeichnungsschema JJMxx verwendet. wobei xx eine zwei-
stellige Zahl darstellt und DM dabei fl.ir ••BesL\1ateh" steht.
Der Score rur ein Dokument i bzgl. einer Anfrage q ergibt sich dann zu

n

~core(j,q) =L tftit/;'id/,2
i=1

Für weitere Details \lerweisen wir auf (27) und (37).
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3.2.2 II)'pcrmediahasicrtl' Gl'wichtunR,Smodelle

Aufgrund der ständig wachsenden weltweiten Verpllechtung von Dokumenten mittels
des Intemets und des wv.'W sind Verfahren entstanden, die die spezielle Struktur die-
ses vemetzten Ilyperraumes beachten, Es gibt lwei Verfahrensklas~n.
Zur ersten Klasse gehören das PageRank.Verfahren der Suehmaschine Google und
das Link.Popularity-Vcrfahren, da.~von anderen Suehmaschinen eingesetzt wird. Die-
se Verfahren bewerten die Anzahl und die Qualität der Links, die auf ein Dokument
verweisen. Zur zweiten Klasse der hypcnnediabasierten Verfahren gehört das Click-
Popularity.Verfahren. Es fuhrt eine Bewertung von Dokumenten basierend auf der
Häufigkeit, mit der ein Dokument aus der Suehergebnisliste aufgerufen wird und der
Verweildauer auf dieser Seite. Obwohl es von einigen Suehma.~ehinen eingesew wur-
de, hat es sich nie richtig durchgesetzt. Beide Verfahrens klassen zeichnen sich dadurch
aus, dass sie aufgrund der Wichtigkeit, auf einer Ergebnisliste möglichst weit oben zu
stehen, häufig mit Manipulationsversuehen umgehen müssen. Aueh ist ftir keines dieser
Verfahren der Öffentlichkeit der exakte Algorithmus bekannt. Die~ Algorithmen sind
das Kapital einer Suchmaschine und werden streng geheim gehalten. Die hypermedia.
basierten Verfahren sind nicht die einzigen Verfahren, die in Suchma'iChinen eingesetzt
werden. Durch sie wurde eine weitere Dimension rur das Information-Retrieval einge-
fUhrt. Neben den hypermediabasierten Verfahren kommen aueh andere Verfahren, wie
z.B. das Yektorruummodell zum Einsatz. Die Verfahren werden außerdem ständig den
sich ändernden Bedingungen des W'NY,' angepa~st.

Das 1'.IIgeR.IInk,Verfahrcn '.on Google Das PageRank.Verfahren ([6](16]) ist da~
dominierende Verfahren bei Google. Neben ihm werden noch andere Verfahren, wie
das Term-Frequeney- Verfahren und die differentierte Bewertung der Position von Schlüs.
selwörtern angewendet.
Das PageRank-Verfahren ist ein iteratives Vert"ahren. Für jedes Dokument, das ein
Suchwort als Dcskriptor enthält, wird eine initiale Bewertung mit Hilfe von Verfah-
ren berechnet, die nur mit Charakteristika des Dokumentes arbeiten (wie z.B, dem TF.
oder dem IDF-Verfahren). Ausgehend von dieser initialen Bewertung wird der Wert
der ausgehenden Ve,"",'eise eines Dokumentes berechne\. Die Qualität der Links ist
ausschlaggebend rur die Bewertung der Zieldokumente des Links. Je höher die Quali-
tät des Quelldokuments und je weniger Links von ihm wegführen, desto höher ist der
Wert des Links. Auch Links von Quellen, die Google explizit als hochwertig bekannt
sind (wie z.B. der Katalog von Yahoo) bekommen ein besonderes Gewicht Basierend
auf diesen Linkwerten wird für jedes Dokument t der PageRank P R(t) nach folgender
Formel bercchnet:

PR{1!1 PR(sn
PR(t)=(I-d)+d(-( -1)+...+-( -I))

ws} tvlln
(14)

Wie man aus der Gleichung erkennt, ist dieses Verfahren ein iteratives Verfahren. Für
die Berechnung des Page Ranks fllr das komplette wwv,' werden \"on den Erfindern
des Algorithmus ca. 100 Iterationen als hinreichend genannt. Das ?ageRank- Verfahren
ist in der Praxis sehr erfolgreich und hat Google einen enormen Vorsprung gegenüber
anderen Suchmaschinen eingebracht.

Click.l'opularity Das Verfahren der Click-Populariliit, das sich nicht richtig durch-
gesetzt hat, ba~iert auf der Annahme, dass Dokumente aus Ergebnislisten, die von Be-
nutzern einer Suchmaschine aufgerufen werden, relevanter rur die Anfrage sind als
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andere. Deshalb werden die Anzahl der Clicks auf eine URL aus einer Ergebnislistc
gespeichert. Um neue Dokumente im Datenbcstand nicht zu benachteiligen, wird auch
die Vef',\'eildauerder DaLCnim Datenbestand berticksichtigt. Da sich dureh mehr Clicks
die Position des Dokuments in der Ergebnisliste verbessert, ist dieses Verfahren anfal-
lig Hir Manipulationsversuche. Gegenmaßnahmen bestehen z.B. in einer Identifikation
der aufrufenden URLs, um z.B. automatisches Aufrufen der Links aufzudecken und
nicht in die Bewertung mil einzubeziehen,

3.2.3 RetrievalCunktionen

Die Retrievalfunklionen geben an, wie die Berechnung der Ähnlichkeit zwischen den
Dokumentenvektoren und der Anfrage zu erfolgen hat. Für die Berechnung der Ähn-
lichkeit zwischen zwei Vektoren wird häufig das Cosinusmaß benutzt.

(15)

Das Cosinusmaß nonnalisiert die Vektoren. Diesem ~aß unterliegl die Annahme, dass
semantische Nahe mit räumlicher Nähe korreliert.

3,3 Suchmaschinen

Eine Suchmaschine ist ein Programm zum Finden von Dokumenten innerhalb einer
Dokumentensammlung, die bzgl. einer Anfrage eine gewisse Relevanz aufweisen, Die
Dokumente können lokal auf einem Rechner gespeichert sein oder auf Rechnern ei-
nes Rechnernctzes, oder wie im Falle des Internets über ein Netz von Rechnemelzen
veneilt vorliegen. Je nach dem Ort, an dem die Daten vorliegen, unterscheidet man
zwischen Intemetsuchmaschinen, Intranetsuchmaschinen und Dcsktopsuchmasehinen.
Desktopsuchmaschinen durchsuchen den lokalen Datenbcstand eines Computers. In-
temelsuchmaschinen haben die Aufgabe, relevante Dokumente im Internet zu finden.
Da es nicht möglich ist, das Internet ftlr jede Anfrage in Echtzeit zu durchsuchen (zu
geringe Bandbreite der Netzverbindungen), muss dies omine geschehen. Dazu durch-
suchen sogenannte Wcbcrawlcr. aueh Spider oder Rohots (hots) genannt - das WWW,
indem sie VOllgewissen Eillsticgspunkten aus allen Links folgen. Dabei kÖllnen sie
natürlich nur die Zusammenhallgskomponenten des Internets durchsuchell, zu denen
die Einsliegspunkte gehören, Die Frage, wie man den restlichen Teil des Intemets fin-
den und durchsuchen kann, ist ein offenes FOT1lchungsgebiet. Um die Daten aktuell zu
halten, muss dieser Prozess von Zeit zu Zeit wiederholt werden. Das Wicderholungs-
intervall eines solchen Webscans hat dabei entscheidendcn Einfluss auf die Aktualität
der Daten.
Ein weiteres Unterscheidungsmerkmal Hir Suchmaschinen ist die An dcr Daten, die in
der Suehmasehine verarbeitet werden.llier kann ganz allgemein zwischen Text-, Bild-,
Ton- und Videodokumcnten unterschieden werden. Einige Suchmaschinen spezialisie-
rcn sich auch auf spezielle Anwendungsgebicte, wie z.B. wissenschaftli,he Facharti-
kel, Usenet-Beiträge oder eine Einschränkung auf eine spezielle Zielgruppe, wie 7..B.
Familien oder Studenten. Viele Such maschinen bieten auch eine Einschränkung der
betrachteten Dokumente unabhängig \'on der AnfrJge an. Eine solche Einschr'Jnkung
kann z.B. die Beschränkung auf einen bestimmten Dateityp (pdf, ps, doc, PowerPoint-
Folien), auf eine bestimmte Sprache, Daten aus einem bestimmten Land, einen Filter
ftir Daten, die dcn Benutzer belästigen könntcn (z,B. wegcn sexuellen Inhalts) oder bei
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der Internetsllche der Domainname sein.
Ein Spczialfall der Sllchmaschinen sind die Metasuchmaschinen. ~fetasuchmaschinen
setzen ihr Suchergebnis aus den Suchergebnissen mehrerer fremder Suchma~chinen
zusammen. Damit decken sie natürlich potentiell eine größere Menge an Dokumenten
ab. Es stellt sich allerdings die Frage, wie die Ergebnisse der fremden Suchma~chinen
bewertet und relativ zueinander angeordnet werden können. Ein weiterer Nachteil sind
die längeren Antwortzeiten. Wenn diese tolerierbar sind, lassen sich Metasuchmaschi-
nen gut bei der Suche nach seltenen Begriffen einseven.
Eine andere Form, Webinhalte aufbereitet anzubieten, ist der Katalog, auch Verzeich-
nis(Dircrtory) genannt. Hier erfolgt eine Anordnung nach Themen, die der Benutzer
immer weiter verfeinern kann. Sie sind durch die Ersteller des Katalogs vorgegeben.
Eine Aufnahme in den Katalog erfolgt nach Anmeldung und Bewertung der Dokumen-
te durch Lektoren.
Viele Anbieter von Websuchmaschinen bieten auch andere Dienste an, welche häufig
auf derselben Websile wie die Suchmaschine angeboten werden (z.B. Googlc, Yahoo).
r\eben der allgemeinen Suchfunktion der Suchmaschine werden dort die Suche nal:h
Jobs, Nachrichten, die Suche nach Büchern, Einkaufsmöglichkeilen und vielem mehr
angeboien.
Die Aufgaben einer Suchmaschine lassen sich in drei Aufgabcnbereiche unterteilen.
Dies sind der Aufbau einer Datenstruktur zur effizienten Suche nach Dokumenten, die
Verarbeitung von Suchanfragen und die Präsentation der Ergebnisse. Wir werden sie in
den folgenden drei Abschnitten vorstellen.

3.3.1 Aufbau einer Dal('nstruktur zur eRili('nt('n Suche nach Dokumenten

Um die relevanten Dokumente bzgl. einer Anfrage zu ermineln, arneitet die Such-
maschine aus Effizienzgriinden niehl direkt auf den Dokumenten, sondern auf einer
Datenstruktur, welche Daten über die einzelnen Dokumente zur Verfugung stellt. Die
Daten liegen in der Regel in unstrukturierter Form als Texte vor. Es gibt aber auch se-
mistrukturierte Dokumente, wie z.B. IITML- oder XML.Dokumente. Suchma.'\chinen
gehen aber von Dokumenten mit keiner oder nur sehr geringer Struktur aus,

Suchindex und invertierte Dalri Die oben erwähnte Datcnstruktur heißt Index und
enhält alle relevanten Temle der Dokumentensammlung, nach denen gesuehl werden
kann. Zu jedem Eintrag im Index existiert eine invertierte Datei. Sie gibt fur jedes Wort
aus der Dokumentensammlung an, in welchem Dokument das Wort auftritt und wie oft
(Gewicht).

Gewichte Da~ Gewicht eines Eintrags ist eine wichtige Information, auf deren
Ba~is die Relevanz eines Dokuments berechnet werden kann. Neben der Häufigkeits-
information wird in einigen Indizes auch Information über die Position der Wörter in
den einzelnen Dokumenten gespeichert. Die Positionsinfonnation kann dazu verwen-
deI werden, auch Information über Phrasen aus dem Index abzuleiten.

Heispiel flir einrn Suchindex Der Index enthält die Einträge, nach denen gesucht
werden kann, also die einl.clnen Wörter und zu jedem Wort einen Verweis auf die
zugehörige invertierte Datei. Hier stellen wir den Index und die invertierlC Datei fllr
das Such wort Sprachmodell vor:
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Tabelle I: Einfa,hcT Index

Inwrtiertc D:.l.tei001
DocID Position Häufigkeit Gewicht
1234 1,13,75,200,343 , 6.7
2345 23,245,357,432 4 3,4
... .. . ... .. .
3456 2,456.567 3 7.8

Tabelle 2: invertierte Datei für Suchbcgriff Sprachmodeil

I'heasto Eine Phrase ist eine Ansammlung von Wörtern, deren Reihenfolge meist
wichtig ist. Es kann aber durchaus sinnvoll sein, diese strikte Definition ein wenig auf-
zuweichen und bei der Suche nach der Phrase .,admission fee" auch die Phra.\c ,,fee
for admission" als äquivalente Ausprägung zuzulassen. In vielen IR-Systemen werden
Module zur Identifizierung von Phrasen vcrv.rendel und die identifizierten Phrasen dann
wie einzelne Wörter in den IndelO;aufgenommen.

Stopwords Bei einigen Suchmaschinen werden be~timmte Wörter - die ~ogenanllten
Stopwords - nicht mit in den Inde~ aufgenommen. Slopwords sind Wörter, die relativ
häutig in Dokumenten auftreten und das Dokument deshalh nicht besonders stark cha-
rakterisieren. Beispiele flir Stopwords im Englischen wären: a, can, have. i, m)' on, iI
und go. Der Vorteil liegt darin. das sich die Größe des Inde~es stark verkleinern kann.
Allerdings sind die Stopwords rur die Suche nach exakten Phrasen wichtig. Deshalh
verwenden viele Suchma~hinen keine StOpwords.

Stcmming Eine andere Technik. die bei Suchmaschincn eingesetzt werden kann, ist
das Stemming. Stemming ist eine einfache Form der morphologischen Analy~e, bei der
dic Endungen von Wörtern ahgeschnitten werden und so eine Klassenhildung erfolgt.
Zum Beispiel würden die Wörter going, gocs und go alle in die Klasse "go" fallen.
Eine Anfrage nach •.go" wtirde also auch Ergebnisse mit •.gocs" zurtlckliefem. Dies
kann durchaus im Interes~ des l"utlxrS sein. Prohleme treten in morphologisch reichen
Sprachen auf, wenn Wörter aus verschiedenen semamischen Klassen auf den gleichen
Stamm reduziert werden, wie z.B. die Wörter Bildung und ßild. Ein bekannter und
häufig ver"'.:endeter Stemmer ist der Porter-Stemmer.
Ein wesentlicher Unterschied von Suchmaschinen zu Datenhanksystemen ist, dass sich
die Ergebnisse einer Suchanfrage bei Suchmaschinen bezüglich ihrer Relevanz zur An-
frage unterscheiden. Bei Datenbanksystemen hingegen sind alle Ergebnistupel gleich
relevant (vgl. Ahschnitt3.:!).
~eben dem Index, der verwendet wird, um die Dokumente effizienter durchsuchen zu
können, wird von den Suchmaschinen nicht direkt auf den Dokumenten gesucht, son-
dern auf einer kompakten Beschreibung der Dokumente, die die Dokumente inhaltlich
beschreiben. Hienu werden Kcywordrelevanztilter eingesetzt und nicht unbedingt alle
Teile eines Dokumentes verwendet. Ebenfalls werden einige Begriffe stärker bewer-
tet, je nachdem, an welcher Position im Dokument sie auftreten (z.B. im IIEAD-Tag
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im Falle eines HT~L-Dokuments). Die Schwierigkeit besteht darin, automatisch zu
entscheiden, welche Elemente eines Dokument:; dieses aussagekräflig repräsentieren.
Dabei sollten die Deskriptoren so gewählt werden, dass alle zu einem Thema gehöri-
gen Dokumente gefunden werden können (Recall 3.1.1) und möglichst auch nur diese
(Präzision 3,1.2). Die Dcskriptoren dienen der Rclevanzbestimmung eines Dokumen.
tes bezüglich einer Anfrage und der Verknüpfung ,'on Dokumenten, die thematisch
ähnlich sind.

3.3.2 Verarheitung von Suchanrra~en

Um ein Suchergebnis zu einer Anfrage liefern zu können, muss die Relevanz der Do-
kumente der Dokumentensammlung bezüglich der Anfrage von dem Query-Processor
der Suchmaschine bestimmt werden. Der Query.Processor ist die eigentliche Such-
komponente der Suchmaschine. Mit Ihlre der Retrievalfunktionen bestimmt er die Re-
levan7. der in einem oder mehreren Gewichtungsmodellen dargestellten Dokumenten.
Dies kann sowohl auf rein syntaktischer Ebene, als auch auf semantischer Ebene ge-
.schehen. So sollten l.B. zu einer Anfrage nach "Fahrrad" auch Dokumente mit dem
Wort ,Zweirad" zurückgeliefert werden. Neben dem Auffinden von Synonymen kann
die Anfrage auch einer Rechtschreibkorrektur unterzogen werden. Bei der Anfrageaus-
wertung kann auch Metainformation der Dokumente verwendet werden. Die theoreti.
sehen Grundlagen bezüglich Gewichtungsmodellen (Abschnitt 3.2) und Retrievalfunk-
tionen (Abschnitt 3.2.3) wurden bereit:; dargestellt. Bei Intemet:;uchmaschinen wird
häufig eine Kombination aus verschiedenen Gewichtungsmodellen verv.'endet. Dabei
gehen sowohl Vektorraummodelle (Abschnitt 3.2.1) als auch hyperrnediabasierte Ge-
wichtungsmodelle (Abschnitt 3.1.2) in die Berechnung des Ranges eines Dokumentes
bezüglich einer Anfrage mit ein.

Ihmische Operatoren Die Internetsuchmaschinen bieten dem Anwender verschie-
dene Operatoren zur Anfragcforrnulierung an. Darunter befinden sich die Boolschen
Operatoren. Diese bestehen aus dem AND-Opcrator, der Dokumente 7.urtlekliefert, rur
die seine beiden Operanden als wahr evaluiert werden sowie der OR-Operator, bei dem
einer seiner beiden Operanden zu wahr evaluiert werden muss. Mit dem NOT-Operator
kann definiert werden, dass eine Bedingung nicht erfullt sein darf. Diese Operatoren
können miteinander kombiniert werden. Auf unterster Ebene entscheidet die Existenz
blw. Nichtexistenz eines Wortes über die Evaluierung zu wahr oder falsch.

Weitere Operatoren und Optiont'n Weitere Operatoren erlauben die Suche nach
genauen Phrasen. Es werden Optionen angeboten, mit deren Hilfe die Suche weiter
eingeschränkt werden kann, z.B. kann sie auf bestimmte Bereiche der Dokumente, auf
bestimmte URLs oder Domains. Dokumentforrnate, Sprachen und Datumszeiträume
beschränkt werden.
Das Ergebnis einer Suchanfrage entsteht also aus dem Zusammenspiel von mehreren
Komponenten. Durch da.~ Inforrnation-Retrieval-System einer Suchma.~chine werden
die Dokumente dargestellt und ihnen werden Gewichte zugeordnet. Durch Retrieval-
funktionen wird die Berechnung von Relevanzwerten definiert. Der Query-Processor
einer Suchmaschine fUhrt dann die Suche nach den relevanten Dokumenten basierend
auf Dokumentbcschrcibungen und Relrievalfunktionen (und eventueller Kombination
dieser) durch.
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3.3.3 Präsentation der Ergebnisse

Die Dokumente der Ergebnislistc können auf unterschiedliche WeiM: dargestellt wer-
den. Der einfachste Fall wäre, die Dokumente als eine nach dem Rang der Dokumente
sortierte Liste darzustellen. Die meisten lnternet-Suchmaschinen stellen ihre Ergebnis-
se als geordnete Liste dar. Einige Suchmasehinen erweitern diese Art der Darstellung,
indem sie Dokumente, die zu den Dokumenten in der Liste ähnlich sind, nur bei Bedarf
anzeigen. Dies gibt dem Benutzer eine bessere Übersicht. Eine andere Art der Dar-
stellung ist die Baumdarstellung, in der Dokumente entweder in \lordefinierte Klassen
eingeordnet werden (Classifieation) oder durch ein automatiM:hes Verfahren Dokumen-
tenklasr.en zugeordnet werden (Clustcring). Von nahezu allen Intemetsu,hma~,hincn
wird rur die gesamte Liste die Anl..ahl der gefundenen relevanten Dokumente angege-
ben. Eine Angabe des von der Suchmaschine berechneten Rangweru je Dokument gibt
es jedoch nicht. Lediglich die Rangposition ist dem Nutzer bekannt .
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Ahbildung 2: Ergebnisliste von Googlc

ßeispiclanlwort~ile von Goo~le In Abbildung 2 wird eine Antwortseite der Su,h-
maschine Google dargestellt. llier werden die gefundenen Dokumente als geordnete
Liste dargestellt, wobei das Ordnungskriterium der Re1cvanJ:wert ist. Dieser wird je-
doch nicht mit angegeben, Für jedes Dokument wird eine Überschrift und ein Auszug
aus dem Dokument angezeigt, in dem die gesuchten Wörter hervorgehoben sind. Falls
da~ Dokumentfonnat nicht IITML ist, wird dieses angegeben und eine Konvertierung
nach HT~L angeboten. Absehliessend wird die URLangezeigt und ein Links zu ähnli-
,hen Seiten angeboten. Für IITML-Seiten wird zusätzlich die Größe der Datei angege-
ben, sowie ein Link zu einer gecachten Kopie der Datei. Auf der rechten Seite werden
noch zusätzlich Links angeboten, ftir deren Position bezahlt wurde. Als Zusatzinforma.
tion über alle Dokumente werden die Anl.ahl der gefundenen Dokumente angegeben,
sowie die Zeit. die zur Encugung des Anfrageergebnisses benötigt wurde.
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4 Sprachmodelladaplion mit Hilfe von Inrormation Re-
trieval und WWW

Nach der Darstellung Jer theoretischen Grundlagen in den vorangegangenen Kapiteln
werden wir in diesem Kapitel noch in die Sprachmodelladaption einfUhren (Abschniu
4.1), unserer Arbeit vorausgegangene Arbeiten vorstellen (Abschnitt 4.2) und dann
un.~erc Adapti()n_~mClhodc beschreiben (Abschnitt 4.3). Dabei soll hier die Methode
beschrieben werden. Die Experimente. sowie die Erg:ebnis_~ewerden dann in KapitelS
präsentieIl.

4.1 SprachmodeJladaption

Im Laufe der Forschungen zur Verarbeitung natürlicher Sprache, besonders in den
Bereichen Spracherkennung und maschineller Übersetzung, hat sich geleigt, dass ein
sprach verarbeitendes System umso besser arbeitet. je stärker es auf den Anwendungs.
bereich zugeschniuen ist. In einer bestimmten Domäne trainierte Systeme übersetzen
Te)l;te aus dieser Domäne besser als dies ein System kann, welches auf allgemeinen
Daten trainiert wurde. Da.~auf allgemeinen Daten lrainierte System bringt jedoch eine
bessere übersetzungslcistung als das spezifische System, wenn es sich um einen out-
of-domain-Te)l;t bzgl. des spezifischen Systems handelt.
Sprachmodelladaption wird durch folgende Tatsachen motiviert: Die oft verv,endeten
n-gram-Sprachmodelle behalten keine langfristigen Konte)l;tinformationen. Dies ist un-
günstig, da sich Eigenschaften eines Te""es wie Thema, Stil, und Domäne im Laufe
eines Te""es ändern können. Um diesem Problem entgegenzuwirken, kann man da~
Sprachmodell dynamisch anpassen. Wir unterscheiden zwei Arten, Kontc)I;tinforma-
!ion zu e)l;lrahieren. Zum einen kann Konte)l;tinformation aus der Umgebung der zu
übersetzenden Phrase ermittelt werden, zum anderen aus einer bereits vorliegenden
Übersetlllngshypothese. Bei der letzten Art besteht die Gefahr, Übcrsetzungsfehlcm
zu starken Einfluss zu gewähren. Auf Ba.,is von Kontedinformationcn können aus ei-
nem großen Te)l;tkorpus geeignete Adaptionsdaten ausgewählt werden.
Die Sprachmodelladaption kann in zwei Kernaufgabcn unterteilt werden. Zum einen
muss lllverlässige Kontetxinformation ermillelt werden. Zum anderen muss das Spraeh-
modell basierend auf den ermittelten Konte)l;tinformaLionen angepasst werden .

.U.l Ermittlung "on Kontutinronnatilln und Adaption des Sprachmodells

Zur E)I;traktion von Kontextinformation können Methoden des Information-Retrievals
genutlt werden. Es existieren Algorithmen zur Dctektion von verschiedenen Themen
und deren Verfolgung (Traeking) im Text. Dabei kann zwischen Algorithmen unter-
schieden werden. die eine fest vorgegebene !\1enge an Themen kennen und jeden 1.0

klassifizierenden Text einem Thema oder einer Kombination von Themen zuordnen
(Kla'isifikation), und denen, die zu klassifizierende Texte gruppieren, ohne eine fest
vorgegebene Menge an Themen l.U kennen (Clus\ering). Folgende Gegebenheiten ma-
chen die Sprachadaption schwer: Zum einen kann ein Text nicht immer genau einem
Thema zugeordnet werden. Zum anderen kann man nicht wissen, wie die Testdaten
aussehen. Es können bis dato unbekannte Domänen auftreten. weshalb Adaptionsda-
ten online ermittelt werden mü~sen_ Dcsweitercn kann es große Unterschiede zwischen
den Trainings- und den Testdaten geben.
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l\Iixlure.basierle Sprachmndelle Bei mixturebasierten Sprachmodellen wird der
Trainingskorpus auf k verschiedene Themen aufgeteilt. Dabei kann eine Phrase durch-
aus mehreren Themen zugeordnet werden. FOrjedes Thema wird dann ein Sprachmo-
deli LJ erzeugt und diese Sprachmodelle werden späler interpoliert. Die Gewichte >"j
können mit Hilfe des Ef\.f-Algorilhmus ennittelt werden .

•
Plt,lh,) = L',P.,!t,lh,)

j=l

(16)

k iSI ein Parameter, der vorgegeben werden muss. Ein großes k ennöglicht dabei eine
Vielzahl an Themen und damil eine bessere Adaption. Es muss aber darauf geachtet
werden, dass genugend Dalen vorliegen, um die Parameter der einzelnen Sprachml'-
delle Lj robust schUtzen zu können, Ein 7.Ukleines k lässt nur schwammige Themen
entstehen und verhindert damit eine gute Einteilung und Übersetzung.

4.2 Vonmsgegangene Arbeiten

-1.2.1 Ütwrhlick

Es gibl verschiedene Ansätze, das Sprachmodcll an sich ändernde Gegebenheiten wie
z.B. Kontexl oder Stil anzupassen. Es wurden hierzu bereils Arbeiten in den Bereichen
aUlomatische Spracherkennung und maschinelles Übersetzen durchgefllhn. Dahci wur-
den verschiedene Techniken entwickelt, die aber je nach Bereich unterschiedlich gut
funktionieren. Janiszck [20] (nach 141]) gibt folgenden Überblick Ober Sprachmodcl-
ladaptionsansälle:

• Lineare Inlerpolalion eines allgemeinen und eines domänenspczifischen Sprach-
modells [3D].

• Back-OfT von domänenspezifischen Wahrscheinlickeiten mit denen eines spezi-
fischen Sprachmodells (4] .

• Retrieval von Dokumenten einer geänderten Domäne und Onlinekonstruk.tion
eines neuen Sprachmodellmit Hilfe der gefundenen Dokumente [18] [24] .

• Maximum-Entropie, Minimum-Discrimination-Adaption [8)

• Adaption durch lineare Transfonnation von Bigramm-Counts in einen reduzier-
ten Raum [li] .

• Smoothing in einem dualen Raum durch Latent-Semantic-Analysis. Modellie-
rung von langfristigen semantischen Abhängigkeiten und Triggerkombinationen
Ill.

-1.2.2 Sprachmodelladaption \'ia Inforrnation.Retrieval

Eck, Vogel und Waibel [14] verfolgen den Ansatz. die Sprachmodelladaption rur sta-
tistische Übersellungssysteme auf Satzbasis durchruhren. Die Autoren übertragen den
rur Spracherkennungssysteme erfolgreichen Ansatz auf statistische Übersetzungssy-
sterne und arbeiten dabei auf Satz- stall auf Story-Le\'e1. Ähnliche Satze wurden dabei
mit lIi1fe des Gewichlungsschemas TFiDF und dem Kosinusähnlichkeitsmaß ennit.
telt. Dabei konnte die Perplexität deutlich verringert werden und in einem Fall auch die
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Übersetlungsqualitat ••..erbessert werden.
Eine darauf aufbauende Arbeit ••..on Zhao. Eck und Vogel (41) stellt Bag-Of.Words-
Anfragen und strukturierte Anfragen an den Ba~iskorpus. um auf Sat7nasis einen Ad-
aptionskorpus aufzubauen. Hierbei werden verschiedene Strategien zur Generierung
von Anfragen verwendet. Dabei wird die Nähe von Termen beachtet, Terme unter-
schiedlich gewichtet oder die Informationen aus N.Best-Liste und Übersctzungsmodell
••..erwendet. Für automatische Spracherkenner stellen Mahajan. Beeferman und lIuang
[241 eine Methode vor, die mit Techniken des Information-Retrievals ••..orhandcne Kon-
textinformationen generalisiert und zeigen, dass sie mit ihrer Methode die Perplexität
vermindern können. Dabei verv..endcn sie das Gewichtungsschema TFlDF, um Doku-
mente zu bewerten und das Kosinusmaß um Ähnlichkeit zwischen den Dokumenten
und der Anfrage zu definieren. Es werden immer eine feste Anzahl an Dokumenten als
Basis fl.lr den Adaptiomkorpus ausgewählt, aus dem dann das Adaptionssprachmodell
erleugt wird.

4.2.3 Sprachmodelladaption \-ia WWW

Es existieren verschiedene Ansätze. das W¥lW zur Sprachmodelladaption zu nutzen.
Der Vorteil des WWWgegenübereinemlokal ••..orliegenden Korpus besteht darin, dass
das WWW wie die natürliche Sprache dynamisch ist und Änderungen in der Sprache
aufnimmt. Weiterhin gibt es fIlr viele Spezialgebiete genügend Ressourcen im Netz,
was in einem lokalen Korpus nicht in dem Ausmaß der Fall ist. Zhu und Rosenfeld (42)
•...erwenden das WWW. um die Wahrscheinlichkeiten rur ein Trigramsprachmodell ei.
nes automatischen Spracherkenners zu schätzen. Dabei stellen sie Trigramanfragen an
eine Suchmaschine und verwenden die Anzahl an gefundenen WebseitenlDokumenten
C",~b(W1W2WJ) als Schätzwert der Häufigkeit des Trigrammc im W\\W. Der Schätl-
wert berechnet sich dann nach folgender Formel;

(17)

Die Autoren imerpoliercn dieses Websprachmodell mil einem Spraehmodell aus einem
lokal ••..orliegenden Korpus und berichten über signifikante Verbesserungen der WER
bei Spracherkennungsaufgaben. Ghani. Jones und Mladenic (15) beschreiben einen
Ansatz für die automatische Generierung von Anfragen an Websuchma,chinen. um
Dokumente in Sprachen mit wenig ••..erfugbaren Ressourcen (minority languages) zu
finden und somit Korpora in diesen Sprachen aufzubauen. Le et al. in [211 erweitern
diesen Ansatz und erstellen Sprachmodelle rur Sprachen mit wenig verfligbaren Res-
soureen im Rahmen nlß automatischer Spracherkennung.
O';'\l"eil und French (25] beschreiben den Umgang mit Webdalen und Intemetsuchma-
schinen im Rahmen ihres LanglU1ge-Model-Bui/ders. wobei sie unter Sprachmodcll
allgemein eine Einheit verstehen. die eine Sammlung ••..on Texten zusammenfasst und
beschreibt. Dieses Sprachmodell wird ••..erwendet, um unter verschiedenen Datenban-
ken die geeignetste auszuwählen.

4.3 Adaptionsprozess

Die Untersuchungen in der vorliegenden Arbeit beschäftigen sich mit der Frage, wie
dureh eine geeignete Anpassung des Sprachmodells an einem zu üben;etzenden Satz
das Übersetzungscrgebnis verbessert werden kann. Dazu übersetzen wir den zu über-
setzenden Satz mit dem CMU-SMT-Toolkit unter Ve"".endung eines Ba~elinesprach-
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modells und suchen dann zu einer aus dieser ersten Übersetwng (first pass translation;
IPT) erzeugten Anfrage passende Texte. Aus diesen Texten erzeugen wir ein Sprach-
modell (Adaptionssprachmodell). Das Adaptionssprachmodell verwenden wir als wei-
teres Modell im Dekoder. Der Dckoder und da~ Übersetzungsmodell werden dabei
nicht verändert. Wir betrachten das Übersetzungssystem also als Black Box, zu dem
wir nur das Adaptionssprachmodell hinwfllgen.
Der entscheidende Schrill bei diesem Vorgehenist die Auswahl der Daten rur das Ad-
aptionssprachmodell. Dazu verwenden wir IR.Methodcn.

Die sl't:hs Schritte des Adaplionsprozl"Sses

I. Im Ühersetzungsschritt wird mit llilfe des Baseline-Systems eine erste Über-
setzung des Satzes der Quellsprache er/eugt.

2. Mitllilfe dieser Übersetzung wird dann eine Anfrage (Query) fllr eine Suehma-
schine im Imcmet erzeugt (Qucry-GcnerierulIg).

3. Im Preprocessingsehrill werden die von der Suchmaschine gelieferten Doku-
mente aus dem Internet herumergeladen und dann einer Vorverarbeitung umer-
zogen. Ilierbei werden nicht gewünschte Bestandteile innerhalb der Dokumeme
entfernt.

4. Diese gesäuberten Dokumente werden dann im ßeuertußI.:-'1- und Auswahl-
schritt bewertet und auf Grund der Bewertung wird eine Auswahl aus der Menge
der Dokumente getroffen, welche die Basis fllr das Adaptionssprachmodell bil-
deI.

5. ImAdaptionsschritt wird ein neues Spmehmodell aus den Adaptionsdaten - das
Adaptionsspraehmodell- gebildet oder alternativ ein Sprachmodell aus verschie-
denen Adaptionsspmchmodellen imerpolien.

6. Danach wird im letzten Schritt (Erzeugen der finalen Übersetzung) der zu über-
setl.ende SatT-erneut übersetzt (second pass uanslation;2PT). Diese Übersetzung
sollte besser sein als die erste, da das Sprachmodell bes>cr auf den zu überset-
zenden Satz zugeschnilten ist.

Im folgenden werden die einzelnen Schriue detailliert beschrieben:

..t3.1 ErZl'ugung der ersten und der !inalen Ü~rsetlllng

Für den ersten und letzten Schrill wird das CMU-Sf\.lT-Toolkit verwende!. Dessen
Funktionsweise und ~1odellewerden im Rahmen dieser Arbeit nicht verändert. Es wird
lediglich ein zusätzliches Sprachmodell hinzugenigt. In einem zusätzlichen Versuch
optimieren wir auch die Gewichte der ein1xlnen Modelle, inklusive des Gewichts des
zusätzlichen Sprachmodells.

4.3.2 Query-Generierunf.:

Zur Query-Gencrierung verwcndcn wir die erste Übersetzung (I PT) und alternativ die
N-Best-Liste. Dabei erzeugen wir pro Salz verschiedene Anfragen. Unter diesen Anfra-
getypcn befinden sich zwei Bag-of-Words-Anfragcn (lIoW) und eine Anfrage, bei der
die Reihenfolge der Wölter eine Rolle spielt (~2ram). In beiden Fällen CTlcugcnwir
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Anfragen, die Stopwörter enthalten (+S) und solche ohne Stopwörter (-5). Stopwör.
ter sind Wörter, die so häufig in Dokumenten auftreten, da~s sie das Dokument nicht
besonders stark charakterisieren. Als Beispiele sind in der deutschen Sprache die Wör-
tcr "und", die bestimmten und unbestimmten Artikel oder da~ Wort .•ist" zu nennen.
In der ersten Bag-of-Words-Anfrnge (80W) werden alte Wörter der IPT verwendet.
Die zweite BoW.Anfrnge (IJoW.1\Iaj) verwendet als Basis die n besten Hypothesen
(N.Best-Liste) und benutzt alle Wörter, die in den n Hypothescn mindestens k-mal
auftreten. Für den dritten Anfragetyp (Ngram) benötigen wir eine Methode, um die
I PT in N'gramme zu unterteilen, aus denen die Anfrage besteht. Dazu spalten wir die
erste Übersetzung an den Stopwörtern auf und verlangen, dass flir die zwischen ihnen
enthaltenen Phrascn (N-gramme) die Reihenfolge der Wörter relevant ist. Wir erhalten
also pro zu Ubcrsetzendem Satz (z.B. iwould lilie 10 romaft Ihf' japonese embassy) die
folgenden AnfragetnlCn:

• 80\\': Bag-of-Words.Anfrage: Verwendung aller Wörter der I PT. Zu diesem
Anfragetyp werden sowohl Anfragen mit Stopwörtem (BoW+S) als auch oh-
ne Stopwörter (BoW-S) erzeugt.
Bsp. BoW+S: iwOllld like /0 cOn/ael Ihe japanf'Sf' f'mbassy
Bsp. RoW-S: contactjapanese embass)'

• 8oW.Maj: Bag-of-Words.Anfrnge basierend auf den 11 besten Hypothesen der
ersten Übersetzung. Hierbei werden alle Wörter verwendet, die in der N-Best-
Liste mindestens k-mal auftreten.
Bsp. BoW-Maj: f'nrbauyjapanese rall confact

• NJtram: Anfrage unter Beachtung der Reihenfolge von Teilsequem:en. Teilse-
quenzen werden unter Verwendung von Stopwords ermittelt. Die Stopwords sind
dabei die Stellen, an denen der IPT.String in Teilsequenn'n aufgespalten wird.
Wir betrachten hier auch den Fall mit (Ngram+5) und ohne (Ngram-S) Stop-
words.
Bsp. !'\gram.S: "CO/ltaft" "japonf'u embassy"
Rsp. !'\gram+S: i •••..ould lilie 10 C01/IIIC/ Ihe "japonese embauy"

Bei der Generierung der Anfragen stellt sich noch die Frage, wievielc Dokumente
von der Suehmaehine geliefert werden sollen. Dies ist aber nicht so einfach z.u be-
antworten, da man die Qualität der gelieferten Dokumente im voraus nicht kennt. Im
Rahmen dieser Arbeit laden wir slandardmässig eine feste Anzahl an Dokumenten aus
dem Internet (falls vorhanden) und wenden dann unsere Strategien darauf an. Wir oc-
schränken uns hier zwar auf IITML-Dokumente, doch der Ansatz kann grundsätzlich
auf alle Arten von Textdokumenten (pdf, ps, doc, nf, , .. ) angewendet werden.

4.3.3 Download und Säubern der Dokumente (Preproccssing)

In diesem Schrill werden die durch die Suchmaschine ennittelten Dokumente aus dem
Internet herontergeladen und vorverarbcilcl. Hierbei werden störende Bestandteile der
Dokumente entfernt und Fehler im Text der Webseite (Infonnationselemente) behoben.
Störende Bestandteile können z.B. Code.Stücke aus Skriptsprache, Werbung, Orientierungs-
und Navigationselemente, z.8. Links sein. Ein gutes Preprocessing ist eine entschei-
dende Voraussetzung ftir die Generierung eines guten Sprachmodells und ftir eine gUle
Übcrsetzungsqualilät.
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In die~r Arbeit wird keine Link-Information verwendet. Wir versuchen, aus den Web-
seiten den TeJ\t mit einfachen Mineln zu ennineln. Es werden al,o insbesondere keine
lITML-Metadaten ausgewertet. Diese Tatsache sorgt rur eine einfache Übertragung
unseres Ansat7.cs auf andere Arten von TeJ\tdokumenten .

..$.3.4 Downlolld dt'r Dokumente und I>reprocessing

Die durch die Suchmaschine gefundenen Dokumente sind von der Suchmaschine mit
einem Score bewertet und in dieser Reihenfolge ausgegeben. Die Anfragesprache der
Suchmaschine unterscheidet sich in ihrer Ausdrucksmächtigkeit von Anfragesprachen
rur allgemeinere Infonnation.Retrieval-Systeme wie I.B. das Lemur-Toolkit[l). Zwar
können neben Bag-Of- Words-Anfragen auch Anfragen gestellt werden, die die Reihen-
folge der Wörter beachten. allerdings kann hier nur das unmittelbare Aufeinanderfol-
gen von Worten gefordert werden. Weitere Konstrukte, wie z.B. geordnete und unge-
ordnete Fenster (orderedlunordered windows) (Nachbarschaftstenne) oder stärkere Ge-
wichtung von bestimmten Wörtern oder Phrasen (belief operators) sind nicht möglich.
Ein weiterer Nachteil der Suchmaschinen i,t, dass sie nur ganze IITML-Dokumente
zurtlcklicfem. Es könnte l.B. ~ein, dass ein Dokument im ersten Teil sehr gut auf die
Anfrage passt, im zweiten Teiljcdoch überhaupt nicht, weil z.H. ein Domänenwechsel
vorliegt. Ein weiterer Nachteil besteht darin, da~s die Relevanz zur Anfrage von der
Suchmaschine (bis auf die Reihenfolgeangabe) nicht quantisiert dargestellt wird. So
kann der Benutur beispielsweise nicht erkennen, an wekher Rangposition in der Er-
gebnisliste die Relevanz stark abnimmt oder einen bestimmten Wert unterschreite\.
Aufgrund all dier.er Überlegungen nehmen wir die Suchergebnisse der Suehma..chine
nur als Vorauswahl aus all den Dokumenten des \V\VW und führen eine lokale Auswahl
auf den Dokumenten als Basis fUr einen Adaptionskorpus durch. lIicrbci betrachten
wir verschiedene Fälle, indem wir den Begriff des Dokumentes jeweils unterschied-
lich definieren. Zum einen betrachten wir jeweils das gesamte (IITl\fL-)llokumenl
als Dokument, welches zur Auswahl steht. In weileren Versuchen arbeiten wir dann
auf Satze~ne, wobei wir die durch die Suchmaschine vorgegebene Ordnung (auf den
Dokumenten) vernachlässigen. In beiden Fällen müssen wir die Dokumellle zuerst be-
werten und dann basierend auf dieser Bewertung eine Auswahl treffen.

Rewerlunl:; Werden die ganzen Texte (IITML-Dokumem) als Dokumente betrachtet,
~o erstellen wir rur jeden Text ein Sprachmodell und berechnen die Perplexität der I PT
blgl. dieses Sprachmodells. Es werden dann die n Texte verwendet, die die niedrigsten
Perp1cxität~werte aufweisen. TI ist ein konstanter Parameter, der also unabhängig von
den gefundenen Dokumenten ist.

Zur satlbasierten Auswahl mit Hilfe von IR.Methoden benutzen wir die Gewich-
tungsschemata TFIDF, OKAPI, sowie die Konstrukte der strukturierten Anfragespra-
che l11dr;Query umguage. Wir verv,.enden hiert;u das Lcmur-Toolkit(l]' Hierbei kann
die gewünschte Anzahl Zeilen als Parameter angegeben werden. Wir führen hierzu Ver-
suche mit verschiedenen Werten durch. Weiterhin ruhren wir auch Auswahlen durch,
bei denen wir einen Mindestscorewert rur die Aufnahme in das Anfrageergebnis vor-
geben.

Konslrukle der strukturierten ,\nrragesprachc I~DRI Bei der strukturierten An-
fragesprache Indri QU"1)' !Anguage erstellen wir Korpora Hir verschiedene Zeilenan-
zahlen, Wir stellen verschiedene Typen strukturierter Anfragen. Ziel strukturierter An-
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fragen ist es, Infonnationen, welche über die des bloßen Auftrctens von Wörtern hin-
ausgehen, zu verwenden. Hierlu gehören z.B. die Wichtigkeit von Wörtern (Überzeu-
gungsoperalOren; Belief-Operatoren), die Zuordnung von Gewichten zu WörternfPhraf>Cn,
sowie die (relative) Position der Wörter (l"'achbarf>Chaftsbedingungcn).

nalt-nr-Wnrd_~-AnrraRt"n Wir stellen zum einen einfache Bag-of-Words-Anfragen
mil Hilfe de.~#combine()-Konstruktes und des #s)'n()-Konstruktes .

• Das #combine()-Konstrukt (fNDRI.combine) erfordert ein Auftreten aller Wör-
ter. Fehlt eines der Wörter, so ist der Wert nicht sehr hoch.
Bsp.: #combille( i .•••.ould like 10 cOnlac/lhe japant.te embass)' ) .

• Wir verwenden auch da~ #s)'n( }-Konstrukt (lNDRI.s)'1l), welches alle Wörter als
Synonyme, also als gleichwertig behandelt:
Bsp.: #syn( i .••..ould like 10 conlaC/lhe japanese embassy ).
Allerdings verwenden wir das #sy"()-Konstrukt zusammen mit dem Ordered-
Window-Operator #N, wobei wir beide Werte gewichtet mit den Gewichten Wt,
W2 in die Gesamtbewertung eingehen lassen:
Bsp.: #weight( Wt #s)'1l (i "'ould file 10 contocr rhe japanese embass)' } W2 #2 ( i
would lile to contoct rhe japant'5e embass)' )).
Das #s)'n()-Konstrukt ist nicht so anfallig für fehlende Wörter wie das Ncombi-
nt()-Konstrukt.

HeachlunR der lIäufi~keiten in n.nest.List Der zweite und dritte Typ strukturier-
ter Anfragen verwenden den #wsum()-Opcrator. ~1it dessen Hilfe kann verschiedenen
Wörtern oder N-grammen eine unterschiedliche Wichtigkeit zugeordnet werden. Wir
generieren diese Anfrage auf Basis der N-Resl-Liste, um so auf verschiedene Über-
setzungsaltemativen eingehen zu können. Die Häufigkeit des Auftretens eines Wortes
oderN-grams in der N-Best-Lisle bestimmt dabei seine Wichtigkeit. Dadurch, dass mit
mehreren Übersetzungshypothesen gearbeilet wird, wird zum einen mehr Information
zur Generierung des Adaptions-LMs verwendet, zum anderen wird der negative Ein-
nuss einer schlechten Übersetzungsalternative abgeschwächt und somit das Rauschen
gemindert .

• Der 1-weite Typ strukturierter Anfragen vef',l.'cndet nur die gewichtelen Wörter
(lNDRl.simpleWsum) bzw. die gewichteten N-gramme (HWRI.t1gramWsum) der
n-Best.Lis\.
Bsp. INDRI.simpltWsum: Itwsum( /09 i 103 would 107 lile 10/3 to 78 COllIaCI
100 tht 90 jupantse 100 embassy 22 coill8 walll6 is 13 )'ou 4 for 10 04 make
/3 hare 3 my4 some 211't 2 ill do)
Bsp.INDRl.ngramWsum: #wsum( 90 i 82 would 991ikt 86 to 76 contocr 89 NI(
japantst tmbassy ) 22 call18 want 9 embassy II }"ou 4 male 8 a 1I hare 1 NI(
cotltocr japatlese tmbassy ) 2 some 2 it 1 NI( cotllac/ embassy ) I do )

• llingegen verwendet der drilte Typ strukturierter Anfragcn (/NDRI,'lgramWsumUO)
den Unordtred- Window-Operaror #uw(), bei dem alle Tenne auftreten milsscn,
wobei die Reihenfolge des Auftretcns jedoch keine Rolle spielt;
Bsp.: IIII-'sum(90 i82 would 99/ike 86 10 76 con/oc/89#uwl( japanese embossy
) 22 ca/ll8 wanl 9 embassy I1 )"ou 4 make 8 a II hare I #uw I( COtllOCIjllpatlese
embassy ) 2 some 2 ill #uw I( cotllaCf tmbassy ) 1 do ).
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4.3.5 Adaption des Spraehmudclls

Wir erstellen rur jeden Satz pro Anfragetyp ein AJaptionssprachmodell, das wir neben
dem Baseline-Spraehmodell verwenden. Wir verwenden in verschiedenen Versuchen
unterschiedliche Gewichte für das Adaptionssprachmodell, wobei als Gewicht fur das
Baselinesprachmodell das Gewicht der bei der ersten Übersetzung gefundenen optima-
len Parameter verwendet wird.

4.4 Implementierungsdetails

4.4.1 Generierung der Übersetzungen

Für die erste Übersetzung wird das System bzgl. des Testsets nach BLEU-Score oder
NlST-Score optimiert. Für die zweite Übersetzung wird keine weitere Optimierung
durchgeflihrt, sondern es werden die bei der ersten Übersetzung ermittelten optimalen
Parameter rur die einzelnen Modelle velv.ende!.

4.4.2 I'reprocessing

Im Preprocessing-Schritt müssen die erhaltenen HTML-Dokumente in Textdokumen-
te tnmsfonniert und störende Elemente entfernt werden. Wir vern'enden hierzu den
Lynx-Browser mit der dump-Option. Daran schliesst si,h ein weiterer Schritt an, in
dem Ubriggebliebene Elemente entfernt werden. Dies sind z.B. Links, die vom Lym-
Browser angezeigt werden oder Elemente aus Skriptsprachen wie z.B. lava.Snipt oder
auch HTML.Tags, die vom Lynx-Browser nicht als solche erkannt werden. Hierzu wer-
den das grep-Tool und das sed-Tool verwendei.
Nach dem Entfernen störender Elemente wird von einem weiteren Tool na,h Doku-
menten gesucht, die offensichtlich nicht zu den gewünschten Texten gehören, wie z.B.
Wortlisten flir Te){!.korpora und andere Listen. Hierzu werden die Anzahl der Wörter,
der Zahlen und Satzzeichen bestimmt und in Relation zueinander gesetzt, so dass die
meisten Listen ausgeschlossen werden können. Ebenso werden alle im Logfilc von
"'get als Applikationen gekenm:eichneten Dateien elllfernl.
Danach werden die TCJlte in Sätze unterteilt, um die Daten so in das g•.>wünsehte For-
mat zu tramfonniercn. Als letzter Schritt werden die Sätze in eine normalisierte Form
überführt.
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5 Experimente

5.1 Übcrsctzungssystcm

Übefsetzun~~modell (TM) und ()("codef In den Vers lichen wird das CMU.Stalistical-
Machine-Translation-System (Vugel ct al.133]. Eck et a1. [13]) verwendet. Das S}'stcm
verwendet die PESA-PhrasenextrakLion (Vogel. PESA-Phrasen.Extraktion 135)), die
Phrasen aufgrund von IBM I-Scores bewertet. Die Phruscn werden dynamisch, d,h.
während der ÜebersclZung extrahiert und sind damit beliebig lang. Weitere Infanna-
tionen über das System gibt es zum Dckoder von Vugel [34] und zum Phrase-to-Phrase-
Alignment.Modell [38].

Sprachmo<!ell (LM) Wir benUizen das SRID1-ToolkiL [31], um Sprachmodelle zu
eCleugen, Perplexiläten 7.Uberechnen und Spruchmodelle zu interpolieren. Wir erzeu-
gen Trigramm-Sprachmodelle mit Good.Turing-Discounting und Kalz-BackolT Hirs
Smoothing, wobei nicht zwischen Groß- und KlcinM:hreibung unteßchieden wird,
Zur Benutzung im Dckoder interpolieren wir da.~Baselinesprachmodell nicht mit dem
Adaptionssprachmodcll, sondern ve("\l.'enden das Adaptionssprachmodell als weiteres
Modell neben dem Baselinesprachmodell. Hier findet also keine Interpolation der Spcdch-
modelle statt. Lediglich zur Eneugung eines Adaptionssprachmodells aus den Texten
\'erschiedener IITML.Dokumente interpolieren wir die Sprachmodelle dieser einzel-
nen Dokumente. Das daraus resultierende Sprachmodell wird allerdings ebenfalls se-
parat neben dem Baselinesprachmodell im Dekoder benutzt.

E,'aluationsmelriken Zur Evaluation werden die bekannten Metriken BLEU (Ab-
schniu 2.6.4 und 126]) und f'IST (Abschnitt 2.6.5 und [12]) velVo'endet. Um die besten
Scores zu ennitteln, wird die Übersetzung mit verschiedenen Gewichten (?-drametern)
Hir das Adaptionssprachmodell durchgeHihrt und in einem zweiten Schritt werden die
Gewichte basierend auf der N-Rest-List aller Sätze extern optimiert.

5.2 Szcnaricn

In dcn Experimenten zu dieser Studienarbeit wird mit zwei Sprachpaaren gearbeitet.
Als Zielsprache verwenden wir in beiden Fällen Englisch, da da.~WWWreich an Weh-
seiten in englischer Sprache ist. Die Quellsprachen sind Spanisch und Japanisch.

5.2,1 Szenario 1: RTEC+medical.SpaEng

Training.~_ lind Testdaten Bei den Daten handelt es sich um bilinguale Phrasenpaa-
re (eine Referenzübersetzung). Die Daten aus dem medical-Korpus enl~tammen einer
medizinischen Datenbank, bestehend aus Mitschnitten von Gesprächen zwischen Arzt
und Patien\. Der BTEC-Korpus (Basic Travcl Expression Corpus) [32] ist ein mehr-
sprachiger Korpus, bestehend au~ touristischen Phrasen. Die beiden Korpora sind sich
bezüglich des Stils ähnlich, die Thematik ist aber eine andere. Wir verv.'enden f1ir un.
sere Untersuchungen diese beiden Kurpora zusammen (Gesamttestdaten und Gesamt-
trainingsdaten). Die durchschnittliche Satzlänge i~t 8,03 Wörter fllr Englisch und 7,15
Wöner fllr Spanisch. E.~handelt sich also um recht kUf7..cSätze. Da.~aus den Trainings.
daten erzeugte Spcdchmodell bezeichnen wir im folgenden als Basclinespmchmodell
(BLM).
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I # Sättc I # Wörter Spanisch I # Wöner Englisch I
medical- TEST 329 '065 3399
BTEC-TEST 245 1581 1667
Gcsamltestdalen 574 4646 5066
medical-TRAI:-.i 24619 205402 221543
BTEC-TRAIN 123171 850781 901858
Gesamttrainingsdaten 147790 1056183 1113401

I Betcichnung

Tabelle 3: VerwendeIe Korpora in Szenario I (BTEC+medical-SpaEng)

8eispiclsätU'

Salz 1: yes i would like an information regarding muscles
Sau 2: that is right
SaLZ3: all right so you have a ncurupalhy and now we come to the an of medicine

'cause we don't know whallo do
Satz 4: what kind of sightseeing bus tours do you have
SauS: i'd like you to hclp me plcasc
Sau 6; do you have something with darker calors

5.2.2 Sll;'nario2: IHEC-JapEng

Traininw;- und Testdatcn Diescr Korpus (BTEC-Korpus (32)) besIeht aus lourisli-
sehen Phrasen. Die Quellsprache iSI Japanisch und Zielsprache isl Englisch. Für die
Zielsprache liegen 16 Referenzen vor. Die englischen Sätze haben eine durchschniu-
liehe Lange von 6,18 Wörtcrn. Damit handeIl es sich ebenfalls um recht kurze SäUe.

I Bczeichnung
Testdaten
Trainingsdalen

# Sälze I
500

162318

# Wörter Japanisch

3773
1188106

# Wörter Englisch
3713 (57347 [16 Ref"])

1003785

Tabelle 4: Verwendete Korpora in Szenario 2 (BTEC-JapEng)

Uci.spielsätze

Salz I: wherc can i find the forcign currcncy exchange
Salz 2: could igel a different room that faces the ocean
SaLZ3: can anyonc spcak in japanese
Satz 4: i must apologitc sinee i jusl ran OUIof business cards and do not have I to give

10 you at the moment
Satz 5: i got it
SaLZ6: my hair is thin herc could you fill it oul more herc
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5.2.3 Ba.~dinl.'s)"stt'mt'

Das Base1inesystem wird mit den Trainingsdaten trainiert und bezüglich der zu über-
setl.cnden Daten (Testdaten) zum einen mit der BLEU-fl.1etrik, zum anderen auch mit
der NIST-Metrik optimiert. Beim BTEC.JapEng-System werden dazu 16 Referenzen
\'erwendet, beim BTEC+medical-SpaEng-System nur eine Referenz. Die berechneten
Scores lassen sich in Tabelle 5 ablesen. Die Systeme sind bezüglich der Testdalen op-
timiert. In der Praxis ist dies natürlich nicht möglich, da keine ReferenzübersetlUngen
vorliegen.

I Optimierungsmetrik I BLEU-Score I NIST-Score I
BTEC+medical-SpaEng BLEU 0.3449 6.4985
BTEC+medical-SpaEng NIST 0.3367 6,6242
BTEC-JapEng BLEU 0.5726 10.0373
BTEC-1apEng l\'IST 0.5686 10.7408

I System

Tabelle 5: Bar.cline.Scores

5.2A Adll.pti()n.~s)'stt'mc

Die fUr das Baselinesytem ermittelten optimalen Parameter übernehmen wir unverän-
dert für den zweiten Übersetzungsschritt. Lediglich den Parameter Hir das Adaptions-
sprachmodell fUgen wir hinzu. Wir benutzen verschiedene Gewichte (Parameter) für
das Adaptionsspraehmodell und vergleichen die Ühcrsetzungsleistungen. Die für das
Bar.clinesystem ermillehen Parameter müsr.cn bei Hinzunahme des Adaptionssprach-
modell natürlich nicht mehr optimal sein. Deshalb fUhren wir nachträglich eine externe
Optimierung auf den N-Best-Listen aller Sätl.t' gleichzeitig durch.

5.3 Retdcnl mit Hilfc dcs WWW

Wir eneugen Anfragen Hir verschiedene Anfragetypcn (BoW-S, RoW+S, Ngram-S,
Ngram+S, RoW.Maj) und stellen diese an die Such maschine. Hier vcrgleichen wir
die von der Suchmasehine je Anfragetyp gelieferten URLs bzw. die zugehörigen Do-
kumeme. Wir untersuchen zum einen die Auswirkung der Verwendung von BLEU-
optimalen bzw. NIST-ofltimalen Parametern. Eine zweite Untersuchung vergleicht die
Anfragegcnerierung aus der IPT mit der auf der Referenz (REF). Schließlich verglei-
chen wir die Anfragetypen untereinander bei Verwendung der BLEU.Metrik. Wir un-
tersuchen dabei jeweils, wieviele Dokumente Hir die Adaption (Adaptiondokumente;
AD) zur VerHigung stehcn und vergleichen die Anfragetypcn paarweise. indem wir für
die Ergebnismenge eines Anfragetyps den Anteil der Dokumente ermittc1n, die in bei-
den untersuchten Mengen enthalten sind (doppelte Dokumcnte~ 00). Tabelle 6 fasst
die umersuchten Größen zusammen.

5.3.1 AlIl:cmeine ßeobachtunl:en

Aus den Daten der Tabellen 7 und 8 erkennt man. dass die Systeme ohne Stopwords
weniger Adaptionsdokumente finden als die Anfragetypcn mit Stopwords. Dies ist auf
den ersten Blick überraschend, da die Ergebnismenge durch die Stopwunls ja eigem-
lieh weiter eingeschränkt wird. Dieser Effekt ist aber dadurch zu erklären. dass eini.
ge Sätze nur aus Stopwords bestehen und beim Entfernen dieser keine Wörter mehr
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I Kürzel I Bedeutung
ADO Anteil der Sätze (in Prozenl), rur die kein Adaptionskorpus erzeugt wer-

den konnte.
ADIO Anteil der Sätze (in Prozent), rur die weniger als 10 Dokumente gefun.

den wurden. Sätze ohne Adaptionskorpus sind hierin enthalten.
'AD Durchschnittliche Anzahl gefundener Dokumente rur die Sätze, rurdic

überhaupt Adaptionsdokumente gefunden wurden.
DD Anteil der doppelten Dokumente (in Prozent).
DD90 Anteil der Sätze, die mindestens 90% doppelte Dokumente enthalten.
DDIO Anteil der Sätze, die höchstens 10%doppelte Dokumente enthalten.

Tabelle 6: Untersuchte Größen

rur die Anfmge übrigblciben. Werden Adaptionsdokumente gefunden, so sind dies
recht viele: 91,7-97,1 Dokumente im BTEC+medical-SpaEng.System und 91,9-98,0
im BTEC-JapEng.System. Während die übrigen Werte im BTEC+medical-SpaEng-
System und BTEC-JapEng-System sehr ähnlich sind. findet die BOW.Maj-Anfrage im
BTEC-JapEng.System deutlich mehr Dokumente.

5,3,2 Oplimierun~ nach nu:u vs. Oplimierun~ nach NIST

Bei Ve",,"'endungvon NIST.optima1cn Parametern ist zu beobachten, dass die Hypo-
thesen länger werden. Alle Maße sind bei beiden Optimierungsmaßcn sehr ähnlich.
Es werden annähernd gleich viele Dokumente gefunden und auch bei den Sätzen mit
Adaptionsdokumeßlen ist die durchschnittliche Anzahl gefundener Sätze sehr ähnlich.
Der Anteil der doppelten Dokumente liegt zwischen 78,0% und 90,8% rur BLEU
und 79,3% und 89,8% rur l'OlSTim BTEC+medical.SpaEng-System (Tabl1e7). Beim
BTEC-JapEng-System (Tablle 8) sind die #AD-Wene nur leicht höher, lediglich beim
BOW.Maj-System werden 4,5% mehr Dokumente gefunden als beim BTEC+medical-
SpaEng-System. Beim BTEC.JapEng-Systcm gibt es jedoch deutlich weniger doppelte
Dokumente: Der DD-Wert liegt 12,5%-19,4% unter dem Wert für das BTEC+medical.
SpaEng-System.

I Anfragetyp BoW-S I BoW+S I Ngram-S I Ngram+S I BOW.:\1aj I
ADO(in %) 8,017,8 0.6/0,4 16,0/15.0 8,4/7,4 23.6/24,4
ADIO (in %) 9,6/9,2 1,4/1,0 18,2/17,0 12,0/ I(l,S 25,8/26,2
'AD 96,1/96,0 97,1/96,8 92,5/92,2 91,7/91,6 92,8/92,8
DD(in %) 89,7189,5 86,3/86,1 90,8/89.8 87,0/85,8 78,0/79,3
DD90 (in %) 86,1185,7 79,1178,9 90,2/89.2 81,9/80,8 66,0/67,7
DDIO (in %) 5,9/6,1 5,4 1 5,6 7,9/8,5 7.218,4 10,2/9,0

Tabelle 7: BTEC+medical-SpaEng-System: Vergleich gefundener Dokumente bei An.
fragegcnerierung aus lIypothesen cn:eugt mit BI.EU- bzw, NIST-optima1cn Parame-
tern. (Einträge: BLEU / NIST)

5,3,3 IPT-Anrragcn V$, Rcreren:lanrragen

Bei diesem Orakelexperiment werden die Dokumentenlisten von Anfragen, basierend
auf der IPT mit den Dokumcntenlistcn, die mit der Referenl.iibcrsetzung REF (IREF
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BoW-S I BoW+S I Ngram-S I Ngram+S I BOW.Maj I
AOO(in %) 9,4/8,6 0,0/0,0 16,4/15,6 8,218,2 4,6/4,8
ADIO (in %) 9,8/9,2 0,4/0,8 19,4/18,2 11,2/11,2 6,0/5,8
#AD 98,0/97,9 97,9/97,8 92,2/93,2 91.9192,5 96,9/97,0
DD(in %) 78,5/77,9 70,9171,1 77,6177,0 70,1170,1 64,8/64,9
DD90(in %) 76,2/75,5 63,8/63,8 76,6/76,1 64,9164,9 56,6156,9
DDIO(in %) 17,9/18,8 19,2/19,2 20,6/21.3 23,5/23,5 22,6/22,3

I Anfragetyp

Tabelle 8: BTEC-JapEng-Sy~tem: Vergleich gefundener Dokumente bei Anfragegene-
rierung aus Hypothesen erzeugt mit BLEU- bzw. NIST-optimalen Parametern. (Einträ-
ge: BLEU I NISn

im Falle des BTEC-JapEng-S)'stems)ermitle1t wurden, verglichen. Beim BTEC+medieal-
SpaEng-System werden annähernd ähnlich viele Dokumente gefunden. AufTallend ist
die geringe Anzahl doppelter Dokumente. Bei den BoW-S- und Ngram-S-Systemen
sind dies rund ein Drittel der Dokumente, bei den BoW+S. und Ngrotm+S-Systcm je-
doch nur knapp ein Viertel. Deutliche Unterschiede treten beim BOW.Maj-System auf:
Das BOW.Maj-REF-System findet Hlr nahezu alle Dokumente (99,4%) Adaptionsdo-
kumente. Beim BOW.Maj-System i~t dies nur ftir 76,4% der Dokumente der Fall. Dies
ist dadurch zu erklären, dass die Anfrage beim BOW.Maj-System restriktiver ist. Die
Anl.ahl der doppelten Dokumente ist hier mit unter 10% sehr gering.

BoW.S I BuW+S I Ngram-S I Ngrotm+S I BOw'Maj I
AOO(in %) 8,0/4,8 0,6/0,S 16,O/12,S S,4 18,4 23,6/0,6
ADIO (in %) 9,6/5,S 1,412,2 IS,2/15,0 12,0/12,4 25,S/I,8
#AD 96,1/95,8 97,1/96,1 92,5/91,0 91,7/89,1 92,8/96,0
DD (in %) 34,7/33,4 26,S I 26,8 35,5134,7 26,8/27,2 8,215,9
DD90(in %) 30,2/29,4 19,9/19,S 33,3132,6 21,4/21,S 4,7/3,4
DDIO(in %) 59,3/61,6 59,2/59,3 61,7/62,4 63,1/62,4 86,1/89,7

I Anfragetyp

Tabelle 9: Untersuchung IPT-Anfragen vs. Referenzanfragen (BTEC+medical-
SpaEng-Systcm) (Einträge: IPT I Referenz)

Wie da.~BTEC+mcdical-SpaEng-System, hat das BTEC-JapEng-System einen ho-
hen #AD-Wert. Die Anzahl der doppelten Dokumente ist allerdings deutlich gerin-
ger. Wie beim BTEC+mcdical-SpaEng-System, ist der DD-Wert ftir die BoW-S- und
Ngram-S-Systcme (16,2%-17,5%) deutlich höher als der ftir die BoW +S- und Ngram+S-
Systeme (6,9%-7,9%). Die Abweichungen beim BOw'Maj-System treten hier nicht
auf, da hier 16 Referenzen verwendet werden. Der DD-Wert beträgt hier allerdings
nur 4,6% hzw. 4,3%. Die deutlich geringeren Übereinstimmungen sind dadurch zu er-
klären, dass ftir da.~ REF-System nur aus einer Übersetzung Anfragen erstellt wurden,
wohingegen die IPT auf einem mit 16 Referenzen trainierten System erstellt wurde.

5.304 Vergleich der Anfragelypt"n untereinander

Beim Vergleich der Anfragetypcn untereinander nillt auf, da~s die Anfragel)'ppaare oh-
ne Stopwords (BoW-SlNgram-Sl ~owie die Anfragetyppaarc mit Stopwords (BuW +SlJ'\gram+S)
die höchste Anzahl an duppelten Dokumenten haben. Hier stimmen im BTEC+medical-
SpaEng-System 71,0%-80,2% der Dokumente überein, im BTEC-JapEng-System sind
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I Anfragetyp BoW-S I BoW+S I Ngram-S I Ngram+S I BOWMaj I
ADO (in %) 9,4/7,0 0,0/0,2 16,6/13,2 8,2/7,6 4,6/0,2
ADIO(in%) 9,8/7,6 0,4/1,2 19,4/17,4 11.2112,2 6,0/0,8
MD 98,0/97,6 97,9/97,5 92,5/91,2 91,9/91,0 96,9/98,0
DD (in %) 17,5/16,8 7,5/7,3 16,9/16,2 6,9/6,9 4,6/4,3
DD90(in %) 14,6/14,0 2,4/2,0 15,6/15,0 2,6/2,4 1,9/1,6
DDIO (in %) 78,8/79,4 83,2/83,4 81,8/82,5 86,5/86,4 91,4191,4

Tabelle 10: Untcrsuchung IPT-Anfragen 'IS. Referen7..anfragen (BTEC.JapEng-
System) (Einträgc: IPT / Referenz)

es nur 57,4%-75,7%, wobei es zwischcn den Anfragetypen ohne Stopwords weniger
Übereinstimmungen gibt. Die verwandten Anfragetypcn Ngram+/-S sowie BoW+I-
S stimmen nur zu rund einem Viertel übercin. Am wenigsten Übereinstimmungen
gibt es zwischen den BOW/l.1aj.Anfragen und den anderen Typen, da die BOW.Maj-
Anfragen einschränkender sind. Beim BTEC-JapEng-System sind es nur 1,8% bzw.
2,0% zwischen Ngram+S und BOW.Maj, beim BTEC+medical.SpaEng.System 3,2%
bzw.3,8%.

I AdaptionslYP ! BoW.S I BoW+S ! l\"gram.S I Ngram+S I BOW.Maj I
BoW-S - 24,6 71,7 15,6 12,5
BoW+S 22,7 - 13,7 71,0 5,3
Ngram.S 80,2 16,9 - 27,4 9,8
Ngram+S 17,3 78,5 27,2 - 3,2
BOWMaj 16,3 8,6 10,8 3,8 -

Tabelle 11: Vergleich der Anfragentypen (BTEC+medical-SpaEng-System) unterein-
ander. In der Matrix gibt der Eintrag (iJ) den Anteil der in den Antwortlisten von
Querygenerierungstyp i und j gemein!>am enthaltenen Dokumenten in der Menge von
Typ i an.

I Adaptionst)'p I BoW-S I BoW+S I Sgram-S I Ngram+S I BOW~1aj I
BoW.S - 12,8 57,4 6,9 8,8
BoW+S 11,3 - 5,9 69,0 4,1
Ngram.S 63,7 7,3 - 15,2 5,7
Ngram+S 8,0 75,7 16,7 - 2,0
BOW,Maj 8,4 4,7 4,9 1,8 -

Tabelle 12: Vergleich der Anfragentypen (BTEC-JapEng-System) untereinander. In der
Matrh gibt der Eintrag (iJ) den Anteil der in den Antwortlisten von Querygenerie-
rungslyp i und j gemein!;ilm enthaltenen Dokumenten in der Menge von Typ i an.

5.4 Untersuchung der Ühersetzungslcislung

Wir untersuchen im Folgenden die Übcrsetzungsleistung des BTEC+medical-SpaEng.
Syslems mit Bag-of-Words-Anfrage und unter Verv.'endung \'on Stopwords (BoW+S).
In Abschnitt 5.8 werden dann noch ausgewählte Adaptionstypen flir das BTEC.JapEng.
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Systems mit Bag-of-Words-Anfragen unter Verwendung von Stopwords (BoW+S) un-
tersucht.

5.4.1 Üben;etzun2sergchnisse

Wir stellen die Ergebnisse der einzelnen Adaptionst}'pcn ftir das BTEC+medieal-SpaEng-
Systems dar und untcrsuehen. welche Komhination aus AdaptionskorpusgTÖße und Ge-
wicht das beste Resultat geliefert hat.

lJokulllcntbasierte AU.swahl llier wird eine feste Anzahl von gefundenen Doku-
menten als Korpus ftir das Adaptionssprachmodcll verv.'endet. Wir untersuchen die
Größen N = 10.20,30. Für die l'"-First-Korpom werden die ersten N von der Such-
maschine gefundenen Dokumente zur Konstruktion des Adaptionssprachmodells ver-
wendet. Für die N-Best.Korpora werden die N von der Suchmaschinc gefundenen Do-
kumente verv.'endet. die die geri"gsie Perplexität bezüglich der IPT aufweisen.

Salzbasierle Auswahl Für diese Adaptionskorpora wurden einzelne Sätze ausge-
wählt. Diese wutden bestimmt, indem die Sätze durch einen Score bewertet und dann
die N besten ausgewählt wurden. Für die TFIDF- und OKAPI-Korpora geschah dies
mit dem TFIDF- und dem OKAPI-Score. INDRI.combine fordert ein Auftreten aller
Wörter. INDRI.syn setzt sieh aus zwei Komponentcn zusammen, die gcwichtet einen
Gesamtwert ergeben. Zum einen behandelt der #syn-Operator alle Wörter gleieh (als
Synonyme). Zum anderen wird als zweiter Bestandteil der Orderd-Window-Opcrator
#N verwendet. Der Score rur INDRI.simpleWsum berechnet sich aus der lIäufigkeit
der Wörter des Satzes. INDRI.n8ramWsum ebenso. beachtet aber auch N-gramme. IN-
DRI.l1gramWsumUO basiert auch auf der Häufigkeit der Wörter eines Satzes. Stall aber
das AuflTeten von N-grammen (wie INDRJ.ngramWsum) zu fordern. müssen hier die
Wörter eines N-grams nur hintereinander auflTeten. Oie Reihenfolge des Auftretens ist
egal (Bsp.: japanese emOOssy oder embassyjapanese rur das N-gramjapanese emOOs-
sy). Für weitere Details siehe Abschnitt 4.3.4.

Anl.-ahl Adaptioosknrpora Für die verschiedenen Anfraget)'pcn konnten nur Hir
einen Teil der Sätze Adaptionskorpora gefunden werden. Tabelle rJ gibt eine Übersicht
über die Anzahl der verwendeten Adaptionskorpora je Anfragetyp. Obwohl mit den
Wsum-Anfragen (INDRI.ngramWsurn-.INORI.ngramWsumUO- und INDRI.simpleWsuml
die besten Adaptions-BLEU-Scores erreicht wurden. konnten mit diesen Adaptionsty-
pen nur rund zwei Fünftel der Sätze adaptiert werden. Mit den anderen Adaptionst)'pcn
konnten bis auf die TFIDF.score-Typcn rur fast alle Sätze Adaptionskorpora gefunden
werden.

V{'rgleieh der F.l'Rebnisse der Adaplionst)'pcn Beim BTEC+medical.SpaEng-System
(80W+S mit Optimierung nach BLEU) schneiden alle adaptierten Systeme schlechter
ab als das ßaseline.System. dessen lPT mit einem BLEU.Score von 0.3449 bewer-
tet wurde. Der beste BLEU.Score der Adaptionsmodelle ist 0.3413. Obwohl sich der
BLEU-Score bei allen Arten der Datenauswahl verschlechtert hat. gibt es jedoch Un-
terschiede zwischen den einzelnen Auswahltypen.
Bei allen Adaptionstypcn lässt sich erkennen, dass der BLEU-Score tendenziell umso
besser wird. je gTÖßerder Einfluss des Adaptionssprachmodells ist (größeres Gewicht).
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Adaptionstyp
N-First
N-Bcst
I:-JDRI,combine
INDRlsyn
INDRl.ngramWsum
INDRl.ngramWsumUO
INDRl.simpleWsum
OKAPI
TFIDF
TFIDF.score-IO
TFIDF.score-15
TFIDF.score-20
TFIDF.score-25

Anzahl Adaptionskorpora
494
493
493
493
207
206
207
493
493
454
393
336
265

Tabelle 13: Anzahl Adaplionskorporaje Adaptionstyp

In den meisten Fällen sind auch die Adaptionen besser. die mehr Zcilen ftir den Adap-
tionskorpus verwenden.

:"i-First- und ~-ßest-Anrra~l.'n Für die dokumentenbasienen Korpora konnte
ftir fast alle Sätze (494 bzw. 493 Sätze) ein Adaptionskorpus erzeugt werden. Die
BLEU.Scores sind jedoch im Vergleich zu denen der satzbasienen Adaptionsmodel-
le niedriger.
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Abbildung 3: BLEU-Scores der N-First-Anfragen Abbildung 4: BLEU-Scores der N-Best-Anfragcn

Bei den N-First-Adaptionstypcn lässt sich lX:Qbachten, dass der BLEU.Score bes-
serwird.je mehr Daten verwendet werden (Abbildung 3). Bei den N-Best-Adaplionstypcn
ist das Gegenteil der Fall: Je weniger. aber besser die Daten sind (geringere Perplexi-
tät), desto höher der Score (Abbildung 4). Wie in Tabelle 5 zu erkennen ist. stellen die
N-Best-BLEU-Scorcs bzg1. der N.Pirst-BLEU-Scores eine leichte Verbesserung dar
(0.0058-0.0116. im Millel 0.(077). Besonders bei ,V = 10 ist der Abstand ••..on 0,0123
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Abbildung 5: N-Fin;t vs. N-Best

hervorzuheben, Bei gleicher Anzahl an Dokumenten wird ein be:;serer BLEU-Score
erreicht.

INJ)Rl.combine- und 1:\J)RI.s)'n-Anrral;cn Bei beiden Anfragetypcn schnei-
den die Adaptionsmodelle mit höherem Einfluss des Adaptionsprachmodclls besser
ab. \Vährend der Anstieg von Gewichten von 0.05-0A stark ist, schwächt er sich bei
höheren Gewichten eher ab. Besonders schlecht schneiden die Adaplionsmodelle mit
kleinem Korpus und kleinem Gewicht ab, Bei den I:-iDRI.syn-Anfragen schneiden die
Modelle mit Korpusgrößen 50 und 100 über alle gewählten Gewichte schlechter ab als
die anderen Modelle, flier wirkt sich die strengere Auswahl bei den If\'DRl.combine-
Anfragen positiv auf den BLEU-Score aus.
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Abbildung 6: BLEU-Scores der
I~D RLcombine.Anfragen
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OKAPI- und TFIDF-Anfral:l'n Auch hier schneiden bei beiden Anfragctypcn
die AdaptionsmodeJ1e mit höherem Einfluss des Adaptionsprachmodells besser ab.
Während der Anstieg von Gewichten von 0.05-0.4 stark ist, schwächt er sich bei höhe-
ren Gewichten eher ab. Besonders schlecht schneiden die AdaptionsmodeJ1emit cinm
Korpus von 50 Zeilen ab. Hingegen erreichen die Adaptionssprachmooelle mit einer
Korpusgrößc von 100 Zeilen ähnlich gute Scores, wie die Adaptionssprachmodelle
mit größerem Korpus. Bei den OKAPI-Sprachmoocllen werden die höchsten BLEU-
Scores sogar mit den OKAPJ.lOO-AdaptionssprachmodeJ1enerreicht.
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Abbildung 8: BLEU-Scores der
OKAPI-Anfragen
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TFInFh~cort'. und I~nRl.n~ramWsum.AnrTa~l'n Bei den I:-':DRI.ngramWsum-
Anfragen lässt sich erkennen, dass mit größeren Adaptionskorpora (~ 500 Zeilen)
bessere Ergebnisse erreicht werden können. Hier können sogar schon mit Adaptions-
modellen mit kleinem EinAuss gute Ergebnisse en.ielt werden.
Bei den TFIDF.score.Model1en sicht man deutlich, dass mindestens ein Gewicht von
0.4 benötigt wird. um bessere Ergebnisse zu erlangen. Weiterhin kann man erkennen,
da.~s mehr Daten den Score verbessern, dieser aber deutlich sinkt, wenn die Qualität
der Daten nachlässt (TFIDF.score-IO.OO).
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Abbildung 10: BLEU-Scores der
TFI DEscore-Anrragen

Abbildung 11: BLEU-Scores der
Ir-lDRI.ngram Wsum-An fragen

1:'oiIJRl.ngramWsumUO. und 1:'\'nRI.simplc'\'sum.Anrra~en Aus den INDRI.ngramWsumUO-
und INDRLsimpleWsum-Anfragen kann man ablesen, da.~smehr Daten den Score ver-
bessern. Der Score hängt besonders bei Modellen mit größerem Korpus nicht so stark
von der Wahl des Gewichtes ab. Die INDRI.ngmmWsum-, I~DRl.ngramWsumUO-
und Il"DRI.simpleWsum-Anfragen eT/.eugen die besten RLEU.Scores, allerdings sind
diese nicht besser als der BLEU-Score der IPT des Baseline-Systems.
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Abbildung 12: BLEU-Scores der
IND RI.ngramWsumUO-Anfragcn

Abbildung 13: BLEU-Scores der
l:-JDR I.simple W sum-Anf ragen

Vt'~leich der satz basierten Adaptionst)'l,en Die Adaptionstypen lNDRI.simpleWsum.
INDRI.ngramWsum und fNDRJ.ngramWsumUO schneiden wer.entlich besser ab als die
anderen Adaptionslypcn.
Die OKAPI- und TFIDF.Typcn sind in clwa gleich gm. fNDRI.combine und fNlJRJ.syn
erreichen bei guten Gewichten fa~t so gute BLEU-ScofCs wie OKAPI- und TF1DF,
können aber bei geringen Gewichten wesentlich schlechter werden.
Die TFlDF..u'ore-BLEU-Scores sind ein wenig schlechter als die TFllJF-Scores, da
weniger Daten f1irdie KOTJXlraI.ur VerfUgung stehen und die Schätzwene fUr die Para~
meter somit unzuverlässiger sind. Tabelle l-l-gibl eine Übersicht tiber die durchschnitt-
liche Anzahl verwendeier Zeilen ftir die AdaptionskoTJXlra.
Da\s die BLEU-Scores besser werden, wenn mehr Dalcn rur die Adaplionskorpora

Adaptionskorpus
TFIDF. scure- 25
TFIDF.score-20
TFIDF.score-IS
TFIDF.score-1O

Durchschninliche Zeilenanzahl

90.8
I 54.011
296.52
650.08

Tabelle 14: Durchschniuli,he Anahl leikn Hir TFIDF.score.AdaptionskoTJXlra

\'erwendel werden, ist besonders bei den l)'pcn lNDR1,sY'I, U'.'DR1,llgamWslIm und
fNDR1.simpleWsum zu beobachten.

In Tabelle 15 sind die besten BLEU-Scores der Adaptionslypen aufgeHihn. Auch
hier sieht man noch einmal, dass die Anfragen mil gewichteten Summen (I~DRI.ngramWsum,
Il"DRI.simpleWsum und INDRLngramWsumUO) am besten abschneiden. Danach fol-
gen mit Abstand die OKAPI- und TFIDF-Adaptionstypcn. Die dokumentbasienen An-
fragetypcn schneiden am schlechtesten ab. Die satzbasicne Adaption ist also besser als
die dokumenthasienc.
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Adaptionstyp Bester Wert optimale Korpusgroße optimales
ALM-Gewicht

I:"IDRI.ngramWsum 0.3384 2000 0.7
I:"IDRI.simpleWsum 0.3382 1000 0.7
INDRI.ngramWsumUO 0.3379 2000 0.•
OKAPI 0.3269 100 0.5
TFIDP 0.3247 2000 0 .•
INDRI.combine 0.3220 1000 0.5
INDRI.syn 0.3210 2000 0 .•
TFIDF.score 0.3184 score> 25 o.
N.Best 0.3170 20 Dokumente 0.7
N-First 0.3122 20 Dokumente 0 .•

Tabellc 15: Bester Wert je Adaptionstyp

5.4.2 Scores der OrakelanCrllJ:,cn

Wir haben Orakelellperimente durchgeflihrt, indem wir die Rcferenziibersetzung an-
stelle der IPT zur Anfragegenerierung verwendet haben. Dies haben wir sowohl auf
der ersten Stufe (Suchmaschincnanfrage), also auch auf der zweitcn Stufe (lokale Aus-
wahl: dokumentenba~ierte Auswahl und Auswahl mit Lemur) durchgefuhrt.
Schreibweise: Wir schreiben im Folgenden X-V-Adaption, wenn auf der ersten Stu-
fe X zur Anfragegenerierung verv.'cndet wurde und Y auf der zweiten Stufe (X, Y E
{lPT,REF}).
Beispiel: 1PT-I PT-Adaption steht rur die bishcr untersuchte Adaption.
Bei Verwendung der IPT zur WWW-Auswahl und der Referenz auf der zwciten Stufe
(I PT-REF-Adaption) konnte der beste BlEU.Score der IPT-I PT-Adaption von 0.3384
bei Verwendung der INDRI.ngramWsum.FirstPT.2000.Anfrage nur von OKAPI.Anfragen
der Größe 50-200 übertroffcn werden. Der beste BLEU-Score liegt bei 0.3413 und
ist damit schlechter als der Baseline.BlEU-Score von 0.3449. Neben dcn OKAPI.
Anfragen schnillen auch die INDRI.simpleWsum-, INDRI.ngramWsum- und INDRl.ngramWsumUO-
Anfragen gUt ab. Mit der 11'1' auf dcr I. Stufe konnte also keine Verbesserung der
Übcl'llellungsqualität erreicht werden.
Bei der Vcrwendung der Referenz zur Anfragcgenerierung auf dcr I. Stufe konnte der
BLEU.Score im Vergleich zum Baselinesystem (\PT) sogar verbessert werden. Bei
der REF-IPT-Adaption konnten mit OKAPI-Anfragen, die einen Korpus der Große
50-200 Zeilen erzeugen sollten. BLEU-Scores von 0.3459 bis 0.3522 erreicht wer-
den. Somit konnte die Übersetzungslcistung verbessert werden. Aus Tabelle 16 kön.
nen weitere Details entnommen werdcn. Mit der REF-REF-Adaption konnte sogar
ein BLEU.Seore von 0.3539 erreicht werden. Hier lieferten die INDRI.ngramWsum-,
I:"IDRI.ngramWsumUO., INDRI.simpleWsum. und OKAPI.Systeme die besten Er-
gebnisse. Dabei waren bei den Ir\DRI-Systemen die Systcme mit mehr Zeilen (200-
2000) erfolgreicher, während bei den OKAPI.Systemen diejenigen mit weniger Zeilen
(50.200) am erfolgreichsten waren.

Diese Ergebnisse zcigcn also, dass der Erfolg der Adaption stark von der Quali-
tät der Daten aus dem WWWabhängt. Die durch die IPT-Auswahl auf der I. Stufe
gefundenen Dokumente waren in unseren Versuchen nicht gut genug. Bei geeigneten
Dokumenten aus dem WW\V ist eine Adaption aber dennoch erfolgreich machbar, wie
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I Adaptionstyp I AL~1-Gewicht I BLEU-Score I
OKAPI.200 0.7 0.3459
OKAPI.l00 0.7 0.3460
OKAPI.IOO 0.2 0.3462
OKAPI.50 0.4 0.3486
OKAPI.IOO 0.• 0.3487
OKAPl.50 0.• 0.3493
OKAPI.50 0.5 0.3508
OKAPI.50 0.7 0.3512
OKAPI.1OO 0.5 0.3522

Tabelle 16: Beste BLEU-Scores der REP.IPT-Adaption

die REF. I PT. und REF-REF-Versuche gezeigt haben.

S.S Ergebnisse der externen Optimierung

In diesem Versuch werden die Gewichte für die einzelnen im Dekoder verwendeten
Modelle optimiert. Dies geschieht basierend auf den N.Best-Listen der einzelnen Sät-
ze. wobei extern über alle Sätze gleichzeitig optimiert wird. Dann wird aus den N-
Best-Listen jeweils die mit den neuen fI.-1odellgewichten beste Übersetzungshypothese
ausgewählt. In den Tabellen 17 und IR werden flir jedes AdaptionsmoJc11 die besten
BLEU.Scores (die mit optimalem Gewicht aus der Übersetzung mit festem Gewicht flir
das AdaptionsmoJell) mit denen der Adaptionsmodelle nach der externen Optimierung
verglichen. Die höchste Verbesserung des BLEU-Scores konnte für lNDRl.combine.50
mit Gewicht 0.055 erreicht werden. lIier ergibt sich eine Verbesserung von 0.2925
auf 0.3290 (0.0365). Das ist eine Verbesserung um 12,48%. Im Durchschnitt konnten
die BLEU.Seores um 0.0068 (2,19%) verbesseIl werden. 1m schlechtesten Fall ergab
sich keine Verbesserung. Der beste BLEU-Score nach externer Optimierung beträgt
0.3431 und liegt damit unter dem BLEU.Score der Übersetzung des Ba~e1ine-Systems
(0.3449).

Adaptionstyp Bester 2PT. Bester Score der
BLEU-Score externen Optimierung

groupTo.1O 0.3042 0.3268
groupTo.20 0.3122 0.3308
groupTo.30 0.3105 0.3271
I;.;'DRI.combine.IOO 0.3203 0.3259
INDRI.eombine.1000 0.3220 0.3236
INDRI.combine.200 0.3177 0.3342
INDRI.combine.2000 0.3213 0.3201
I,,"DRl.eombine.50 0.3182 0.3340
INDRI.combine.500 0.3152 0.3252

Tabelle 17: Verbesserung durch externe Optimierung (Teil!)

49



AdaptionSl)'p Bester 2PT- Beslcr Score der
BLEU-Score externen 0plimierung

INDRI.syn.IOO 0.3120 0.3299
IXDRLsyn.looo 0.3169 0.3341
I:-lDRl.syn.200 0.3165 0.3236
I:-lDRI.syn.2ooo 0.3210 0.3241
I:-lDRl.syn.50 0.3117 0.3331
I:"JDRI.syn.5oo 0.3178 0.3278
INDRI.ngramWsum.loo 0.3290 0.3400
INDRI.ngramWsum.looo 0.3380 0.3388
INDRI.ngramWsum.200 0.3317 0.3402
INDRI.ngramWsum.2000 0.3384 0.3410
INDRI.ngramWsum.50 0.3317 0.3409
INDRI.ngramWsum.500 0.3373 0.3409
INDRl.ngram Wsum UO .FirslPT. I00 0.3299 0.3431
INDR I.ngram Wsum UO .FirstPT.I 000 0.3347 0.3410
INDR I.ngram WsumUO.FirstPT.2oo 0.3327 0.3378
1NDR I.ngram Wsum UO.FirstPT.2ooo 0.3379 0.3399
INDRI.ngram WsumUO .FirslPT.50 0.3334 0.3412
IN DR I.ngram Wsum UO .FirstPT.5oo 0.3375 0.3376
INDRI.simp1cWsum.FirstPT.IOO 0.3318 0.3372
INDR I.simple Wsum. FirstPT.I 000 0.3382 0.3422
IJ'\DR l.simpleW sum. FirstPT.200 0.3317 0.3375
IN DRI.si mple Wsum.FirslPT.2ooo 0.3367 0.3363
IND RI .simple Wsum.Fir.;IPT.50 0.3327 0.3377
I:-;'ORI.simple Wsum.Fi rstPT.5oo 0.3374 0.3363
intcrpolaled- 10 0.3154 0.3319
interpolated-20 0.3170 0.3301
interpolated-30 0.3126 0.3251
OKAPI.loo 0.3269 0.3343
OKAPI.looo 0.3194 0.3295
OKAPI.200 0.3210 0.3293
OKAPL2ooo 0.3220 0.3274
OKAPI.50 0.3189 0.3376
OKAPI.5oo 0.3229 0.3319
TFIDF.IOO 0.3208 0.3305
TFIDF.looo 0.3202 0.3265
TFIDF.200 0.3175 0.3233
TFIDF.2ooo 0.3247 0.331 I
TFIDF.score-IO.oo 0.3141 0.3200
TFIDEscore-15.oo 0.3180 0.3296
TFIDEscore-20.oo 0.3159 0.3330
TFIDF.score-25.00 0.3184 0.3348
TFIDE50 0.3156 0.3358
TFIDF.500 0.3178 0.3225

Tabelle 18: Verbesserung durch externe Optimierung (Teil 2)
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5.6 Orakelexperiment Beste Sätze allswählen

Mit den verschiedenen AdaptioßStypen generieren wir verschiedene 2PT-lIypothesen.
Mit diesem Experiment möchten wir untersuchen, wie gut die Übersetzung durch die
generierten 2PT-llypothesen verbessel1 werden könnte.
Dazu ersetzen wir suhcssive einen Satz aus der I PT durch die entsprechende Ilypo-
these aus den 2PT und evaluieren den gesamten Tex\. Auf diese Art können wir rur
jede 2PT-lIypothese die Auswirkung auf die Übcrsellungsqualität enniueln, Dadurch
lassen sich die besten 2PT-Hypothesen bestimmen und somit die mit unserer Metho-
de zu erzielende Verbesserung, wenn wir eine geeignete Auswahlregel ftir die 2PT-
Hypothesen hätten. Für die Sätze, ftir die alle 2PT-Hypothesen schlechter sind als die
I PT, verwenden wir die I PT als Übersetzung.
Das Baseline-System hat einen BLEU-Score der IPT von 0.3449. Unter Verwendung
der IPT zur Datenauswahl auf der I. Stufe (WWW)undder IPT zur Datenauswahl auf
der 2. Stufe (Lemur- und dokumentba';ierte Auswahl) ergibt sich ein Or •.•e1e-BLEU-
Score von 0.3778 (192 adaptierte SäUe), also eine Verbesserung des BLEU-Scores um
9,5%, Bei der Verwendung der Referenz zur Dalenauswahl auf der zweiten Stufe ergibt
sich sogar ein Dracle-BLEU-Score \'on 0.4034 (230 adaptierte SälZe). Dies entspricht
einer Verbesserung um 17,0%.
Auffallend ist, dass die Orakelübersetzung kürzer ist als die IPT. Im Durchschnitt wa-
ren die adaptierten Sätze um rund I Wort kiirler (1.04 Wörter bei I PT-Auswahl. 0.97
Wörter bei REF-Auswahl). Somit haben sich die 2PT-Übersctzungen von der Länge
der Referenziibersetzung entfern\. Die I PT hat mit 3766 Wörtern fa~t genauso viele
WÖl1er wie die ReferenL mit 3782 Wörtern.
Wird die Referenz Lur Datenauswahl auf der ersten Stufe verwendet, so ergibt sich eine
geringere Verbesserung des BLEU.Seores (auf 0.3547 und 0.3564, vgl. Tabelle 19) als
dies bei Verwendung der IPT der Fall war. Es werden allerdings auch nur 51 bzw. 53
Satze adaptiert.

Datenaus- Datenaus- Orade- Verbcsser- Anzahl Lange der
wahl w>hl BLEU- ungin adaptierter Übersetz-
WWW 2. Stufe Score % Sätze "n,
IPT IPT 0.3778 9,5% 192 3567
IPT REP 0.4034 17,0% 230 3544
REF IPT 0.3547 2,8% " 3713
REF REF 0.3564 3,3% 53 3709

Tabelle 19: Orakele"periment Beste Ergebnisse awwählen: Ergebnisse

Aus den Daten konnte keine Regel7.llr Auswahl von guten 2lTr-lIypothesen ennit-
teh werden.

5.7 Untersuchung der Sätze

Hier untersuchen wir die Sätze per Hand um zu sehen. was bei der Adaption pa.~siert.
Das Ziel dieser Untersuchung ist festzustellen, ob eine positive oder negative Verän-
derung im BLEU-Score auch subjektiv eine positive oder negative Veränderung der
Üben;etzungsqualität mit sich bringt.
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Heispiell In diesem Beispiel wird der Übcrsetzungsfehler von lolf.'u leg 1.Uealf er-
folgreich korrigiert und das 2-gram iJUlW' gefunden. Mit dieser Verbesserung geht auch
eine Erhöhung des BLEU-Scores einhcr.

1I VPOTHESE (2PT): i have ea~il)' you to be my best stiff the muscles of the calf

BASELlNE-ÜBERSETZUNG (I PT): i do you blecd ea~i1y it the best stiff the muscles
of the lower leg

REFERENZ: i have the tendcncy of getting stiff muscles in my calf
ÄNDERUNG tM BLEU-SCORE: 0.3449->0.3452

IJeispiel 2 Wir schauen uns den Satz mit der höchsten Verbesserung an. r-;icht allc
Fehler konnten verbessert werden, aber der Satz wird verständlicher.

HYPOTHESE (2PT): ifit hurts to touch any area and half an inch there it doesn't hurt
it's a broken bones and need examination it a bonc scan to makI' the diagnosis

ßASELlNE-ÜBERSETZUNG (IPT): if it hurts even if it touches the any area and half
an inch don 't it hurts it's a broken bone and necd ellaminalion what we call a ct sean of
bone to makI' (he diagnosis

REf'ERENZ: if it hurts 10 touch one spol and you move a half an inch away and it
doesn't hurt that is a crack bone and )"ou nced samething called a bone scan to make
that diagnosis

A~DERUNG tM BLEU-SCORE: 0.3449->0.3470

Hcispiel 3 Der Satz mit der starksten Verschlechterung ergibt auch subjektiv eine
starke Verschlechterung.

IIYPOTHESE (2PT): espccial1y when i fcel or when iam a tight

ßASELlNE-ÜBERSETZUNG (I PT): espccially when i sit down ur when i'm in a posi-
tion tight

REFERENZ: espccially when i sit down or when i'm in a crampcd position

ÄNDERUNG IM BLEU-SCORE: 0.3449.>0.3424

Beispiel 4 In diesem Beispiel konnte die Wortrcihenfolge verbessert werden, dcr
Übersetzungsfehler jedoch nicht.

IlVPOTHESE (2PT): or IWOwinding

BASELlNE-ÜRERSETZUNG (I PT): two or winding

REFERENZ: or two calves

ANDERUNG IM BLEU-SCORE: 0.3449->0.3450

BeispielS Häufig wird einfach ein Wort weggelassen und dadurch verbessert sich der
BLEU-Score. Der Satz wird dadurch aber nicht immer besser.

HYPOTHESE (2PT): i know Ihal i should have to the hospital

BASEltNE-ÜRERSETZUNG (I PT): i know that i should have gone 10 the hospital
REFERENZ: i knew i should go to Ihe hospital

ÄNDERUNG IM BLEU-SCORE: 0.3449->0.3450

52



Heispicl 6 Hier ein Negativbeispiel: Der BLEU-Score dieses Satzes ist höher, aber
der adaptierte Satz kann nicht mehr verstanden werden, obwohl dies bei der I PT noch
halbwegs der Fall ist. Dies liegt daran, dass Scores zur automatischen Bewertung \ion
maschineller Übersetzung nur Annäherungen an die Bewertung eines Satzes durch
einen ~enschen sind.

HYPOTHESE (2PT): temperature fluids moisture

BASELlNE-ÜBERSETZUNG (I PT): take only room temperaturc fluids provide some
moisture
REFERENZ: what you drink should be room temperature

ÄNDERUNG tM BLEU-SCORE: 0.3449->0.3450

5.8 Diskussion der ßTEC-Japl-:ng-S)'stcm-Ergcbnissc

Wir haben rur die erfolgreichsten Adaptionstypen im BTEC+medical-SpaEng-System
auch eine Adaption auf dem BTEC-JapEng-System durchgeflihrt und präsentieren hier
die Ergebnisse.

I:'\IlRI.n~TamWsum- und 1:'\IlRl.simpleWsum-AdaplinnsllPcn Sowohl bei
den I:":DRI.ngramWsum- als auch bei den I)I;DRLsimpleWsum-Adaptionstypen schnei-
den die Adaptionsmodelle mit kleiner Korpusgrößc schlechter ab, als die mit größerem
Korpus (vgl. Abbildung 14 und 15).le stärker der Einfluss des Adaptionssprachmo-
dellsjcdoch wird, desto mehr nähern sich die BLEU-Scores an. Die BLEU-Scores neh-
men ihren besten Wert an, wenn das ALt-.'l-Gewieht gleich groß oder größer ist als da~
Gewicht des Baselinesprachmodells. Bei den I:"lDRI.ngramWsum-Adaptionstypen ist
dieser Punkt frUher erreicht (ALM-Gewicht ca. 1,0) als bei den ])I;DRl.simpleWsum-
Adaptionstypen (ALM-Gewicht ca. 1,3-1,4). Beste Werte werden also erreicht, wenn
der Einfluss des Adaptionssprachmodells größer ist als der des Basehnesprachmodells.

!
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Abbildung 14: BLEU-Scores der I:'>IDRI.ngramWsum-Anfragen
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Abbildung 15: BLEU-Scores der I:\"DRI.simpleWsum-Anfragen

TFlIlF-und OKAPI.AdaplionSI)'pen Bei den TFIDF.und OKAPI.Adaplionsmooellen
~ind es eher die Adaptionsmodelle mit größerem Korpus, die schlechter abschneiden
(vgl. Abbildung 16 und 17). Eine Zunahme des BLEU-Scores bei höherem Einfluss
des Adaptionssprachmooclls vor Erreichen des Spitzenwertes ist zu erkennen,Die be-
sten BLEU-Scores werden erreicht, wenn dcr Einfluss des Adaptionssprachmodells
1,5- 2-mal so groß ist, wie der des Baselinesprachmodells.
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Abbildung 16: BLEU-Scores der OKAPI-Anfragen

54



0.5575

0.5550 .-
0.5525 .~- -->,
0.5500 .

• , •
• 0.5475 Y0u 0.~45O
"!~0,5425 • TFlOf.!lO
W I_ TFIDF.lOO~ _ ..-
'" 0,5400

/ '~ rFIDF.200
i • TFIDF.ro:l0,~75

~ rF'DF.lOOO
0,~50 _ TF'DF.2OCIO

0.5325

0.5300
~3~4~5M~7U~91ßl.ll.21~141ßl,8~2,428

ALM-Gewichl

Abbildung 17: BLEU-Scores derTFIDF-Anfragen

TFIDF.sco~-Adaptionslypt"n Bei den TFIDF.score-Adaptionsmodel1en lässt sich
erkennen, dass die BLEU-Scores fUrdie Adaptionsmodclle mit einem ~1indest-TFDIF-
Score von 20 bzw. 25 bei niedrigeren ALM.Gcwichten schlechter sind als die anderen
(vgl. Abbildung 18). Wird der Einfluss des AdaptionssprachmodeUs allerdings stärker
als der des Basclinesprachmodells. so nähern sich die BLEU-Scores dcr TFIDFscore-
25nOll5-Syslemc an. Das TFIDFscorc-IO-Syslcm liefert hicrdie besten BLEU-Scores.
Wie auch bei den anderen Adaptionslypen erhöht sich der BLEU-Score mit wnehmcn-
dem Einfluss dcs Adaptionssprachmodclls bis zum Erreichen des Spitt.cnwertes des
BLEU-Scores.
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Tabelle 20 gibt rUrjeden Adaptiollstyp die bestell BLEU-Scores all. Zusäl.llich sind
die Größe des zugnmdcliegenden Korpus (bzw. der Milldest-Score bei dem TFIDFscore-
Typ) und das ALM-Gewicht des Systems mit dem bestell BLEU-Score allgegeben.
Keiner der AdaptionstyPC" ist besser als das Baselinesystem, das einen BLEU-Score
VOll0.5726 erreicht hat. Der Orakel-BLEU-Score, dcr sich aus deli besten erzeugteIl
Hypothesen errechnet, belrägt hier 0.6253. Zu beachten ist, das hier nur die TFIDF-
, OKAPI-, I~DRI_ngramWsum_, I~DRI.simp1cWsum- und TFIDF.score-f1ypothcsclI
beachtet wurden.

Adaptionstyp

OKAPI
INDRI.simpleWsum
TFIDF
INDRI.ngramWsum
TFIDFscore

Bester BLEU-Score

0.5554
0.5542
0.5517
0.5496
0.5471

KorpusgTÖßc (Zeilen)

100
200
100
200

TFIDF-Score> 10,00

AD.1-Gewil,:ht I
1.4

1.3 und 1.4
1.4
1.1
2.0

Tabelle 20: Beste BLEU-Scores ftir das BTEC-JapEng-System
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6 Zusammenfassung und Ausblick

6.1 Zusammenfassung

In dieser Studienarbeit haben wir die Möglichkeiten einer sall.basienen Spraehmodel-
ladaption mit Hilfe des WWW untersucht. Dabei konnte mit unseren Systemen keine
Verbesserung des BLEU.Seores erreicht werden. In den Orakelexperimenten unter Ver-
wendung der Referenzübersetzung zur Anfragegenerierung hat sich aber gezeigl, dass
eine webbasiene Sprachmodelladaption möglich ist, wenn die Daten aus dem WWW
gut genug sind. Auch mit der I PT-basierten Auswahl könnte der Score verbessen wer-
den, wenn eine geeignete Regel zur Auswahl der gutenllypothesen bekannt wäere. Im
Fall einerOrakelauswahl der besten Hypothesen konnte der BLEU.Score um 9,5% ver-
bes~en werden. Unsere Ergebnisse widersprechen also nicht denen aus [41 J und (14].
Dort wird nur eine Auswahl auf unserer 2. Stufe durchgeruhn und die verwendeten
Korpora rur die Satzauswahl sind den zu übersetzenden Sätzen ähnlich. Das WWW
als Korpus enthält wesentlich mehr schlechte Daten, als dies in dem lokalen Korpus
der Fall ist. Durch unsere Korpusgenerierung auf der I. Stufe konnten wir keine Texte
mit dcr IPT finden, die genügend ähnliche sind. Es hat sich in unseren Experimenten
geuigt, dass die satzbasierte Auswahl besser abschneidet, als die dokumcntbasierte.

6.1.1 Vor- und :"aehteile des Ansatzes

Die Voneile dieses Ansat7.e,~ bestehen darin, dass der Ansatz einc Anpassung des
Sprachmodells auf Sat7.ebene erlaubt. Dadurch kann das Sprachmodell spezifischer an-
gepasst werden. Des weiteren wird das Test-Set zur Adaption benutzt. Somit ist kein
Overtitling bezüglich anderer zum Tmining verwendeter Daten möglich. Ein weiterer
wichtiger Aspekt ist, dass der Ansatz es erlaubt, neues Vokabular bei geeigneter Unter.
stützung durch das Übersetzungsmodelll.u integrieren. Könnten z,B. mögliche Über.
setzungen rur OOV-Würter ermiuclt werden (etwa in Form eines Lexikons), die den
Kontext aber nicht beachten, so kann diese Infonnation durch das Adaptionssprach-
modell mit Hilfe des WWW hinzugcftigt werden. Dadurcb kann unter den möglichen
Übersetzungsalternativen ausgewählt werden.
Nachteilig ist, dass die Adaption erst bei Vorliegen des Test-Sets möglich ist. Dadurch
wird die Zeit zu einem kritischen Faktor. Ob die Adaption in Echtzeit vorgenommen
werden kann ist fraglich. Netzverzögerungen. beschränkte Bandbreite sowie die Ver.
Wgbarkeit des Netzes und der Suchmaschine könncn das Zcit\'erhalten negativ becin-
nussen. Zudem ist dieser Ansatz zur Spracbmodelladaptioo nur bei Übersetzungssysle-
men mit zusätzlicher Infrastruktur möglich: Eine Intemetanbindung mit hoher Band.
breile. bei zeitkritischen Anwendungen eine hohe Verfugbarkeit und eine hochwenige
Suchmasehine sind nötig. Daher ist der Ansatz nicht oder nur eingeschränkt rur mobile
Geräte geeignet. Hinzu kommen die Kosten für den Internetzugang. Weiterhin können
Fehler in der I PT eine korrekte Anpassung verhindern und sogar die Ergebni.~qualilät
verschlechtern.

6,2 Ausblick

~1it folgenden Arbeiten könnten weitere Verbesserungsmögliehkeitcn untersucht wer-
den:

• Es sind verschiedene Methoden entwickelt worden, wic durch webbasierte An-
sälze Übersetzungen rur OOV-Wörter ennittelt werden können [17J, [22]. Auch
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im Bereich des sprachübergrcifenden IR sind daw Arbeiten enL~tanden [10].
[23]. Durch die Suche im WWW nach Texten mit den gefundenen Überset-
zungen der OOV-Wörter kann da •• neue Vokabular auch in das Spraehmodcll
aufgenommen und so der Übcrsctzungsprozess in die richtige Richtung dirigiert
werden .

• Auch flir Wörter, fur die die Übersetzung bekannt ist, die übersetzten Wörter
aber nicht oft genug im Korpus vorkommen, kann das Sprachmodell mit Ihlfe
des WWW verbessert werden. Dies ist l.B. dann der Fall, wenn Wort-zu-Wort-
Übersetzungen z.B. aus einem Lexikon vorliegen, aber keine Phrasen mit den
OOV-Überlletzungen existieren. Weiterhin könnte untersucht werden, wie un-
bekannte Wörter blW. Wörter. die nur ein Mal blW. in geringer An7..ahl im Trai-
ningskorpus vorkommen (keine zuverlässige Schätzung), im Zusammenspiel mit
dem Dekoder dennoch überlletzt werden können. Das Sprachmodell entscheidet
dann, welche Übersetzung wahrscheinlicher ist .

• Die Anfrage an die Suchmaschine könnte mit verschiedenen Techniken erweitert
werden. l.8. durch IR-Pseudo-Relevance-Feedback. Hierdurch wird eine spai-
fischere Anfrage generiert. so dass die Dokumente des Anfrageergebnisses noch
besser zu dem zu übersetzenden Satz passen,

• Man könnte versuchen. den Fehler durch die IPT zu vermeiden. Mit Hilfe ei-
nes bilingual vorliegenden Korpus könnten ähnliche Texte in der Quellsprache
enuilleh und aus deren Pendant in der Zielsprache dann eine Anfrage an das
WWW generiert werden, Der Vorteil besteht hier darin, dass die Übersetzung
korrekt ist. Allerdings kann in diesem Fan nicht mehr auf OOV-Wörter einge-
gangen werden .

• Das Prcprocessing der W\VW-Dokumente könnte verbessert werden, um stören-
de Bestandteile. wie l.ß. Werbung, und unerwünschte Dokumente, z.B. Seiten
eines Online-Shops, zu eliminieren .

• Neben den HT~1L-Seiten, die in dieser Studienarheit als WWW-Dokumentege-
nutzt wurden, könnte man auch Daten in anderen DalCifonuaten, wie z.B. PDF-
oder MS-Word-Dateien verwenden. PDF-Dateien haben häufiger bessere Daten
und könnten insbesondere in speziel1en Fällen, wie z.B. Vorlesungsüberset.lun-
gen erfolgreich eingesetzt werden. Allerdings kann es schwieriger sein diese zu
finden und eine gute Textextraktion wird benötigt.

• Man könnte die Linkstruktur in HTML.Dokumenten ausnutzen und so noch
mehr ähnliche Seiten zu bereits gefundenen Seiten enuitteln, Dies könnte dann
gut funktionieren. wenn von Webseiten auf ähnliche Seiten verlinkt würde.
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